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摘要：DHC（Distributed Heuristic Communication）为多机器人路径规划（Multi⁃Agent Path Finding，
MAPF）提供了一种新颖的解决思路，有效缓解了多机器人路径规划中的部分可观测问题。但是，

由于其特征提取不够精细，导致Q值计算精度下降，进而限制了其动作决策能力，且无法有效解决

路径冲突问题。文中提出一种基于 WT⁃RBF Linear与特征增强的多机器人路径规划方法。首先，

利用卷积块注意力模块（Convolutional Block Attention Module， CBAM）优化提取机器人的观测信息

特征，提高机器人对关键路径信息的关注度，减少无关信息干扰；然后，提出WT⁃RBF Linear模块，

将小波变换（Wavelet Transform）与径向基函数（Radial Basis Function， RBF）结合，在 CBAM 提取的

特征基础上进一步提取更加精细的全局与局部特征，依据这些特征准确计算Q值，提升模型的动

作决策能力；最后，对于路径规划过程中发生的路径冲突，设计冲突消解策略。实验结果表明，所

提方法平均成功率达到96.5%，平均步长减少至105.108 5，展现出更强的稳定性和鲁棒性。
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Abstract： Distributed heuristic communication （DHC） provides a novel solution for multi-agent path 
finding （MAPF）， effectively alleviating the partial observability issues in multi-robot path planning. How⁃
ever， insufficient feature extraction reduces the accuracy of Q-value estimation， which limits the 
decision-making capability of agents and makes it difficult to effectively resolve path conflicts. To address 
the path conflict problem in such environments， this paper proposes a wavelet transform （WT） and radial 
basis function（ WT-RBF） linear and feature-enhanced multi-agent path planning method， which is inte⁃

doi：10.14132/j.cnki.1673⁃5439.2026.04.013

收稿日期：2025-07-11；修回日期：2025-11-10  本刊网址：http：∥nyzr.njupt.edu.cn
基金项目：中国博士后科学基金（2021M702030）资助项目

作者简介：刘先昌，男，硕士研究生；倪翠（通信作者），女，博士，副教授，emilync@126.com
引用本文：刘先昌，倪翠，王朋，等 .基于 WT⁃RBF Linear与特征增强的多机器人路径规划［J］.南京邮电大学学报（自然科学版），2026，46（4）：

119-127.
Citation：LIU Xianchang， NI Cui， WANG Peng，et al. Multi⁃agent path finding based on WT⁃RBF linear and feature enhancement［J］. Journal of Nan⁃

jing University of Posts and Telecommunications（Natural Science Edition）， 2026， 46（4）： 119-127.



南京邮电大学学报（自然科学版） 2026 年
grated into the DHC algorithm to improve efficiency and stability in MAPF. Firstly， we introduce the con⁃
volutional block attention module （CBAM）， which leverages both channel and spatial attention mecha⁃
nisms to optimize feature extraction， thereby enhancing agents’ focus on critical path information. Sec⁃
ondly， we propose the WT-RBF linear module， which combines WT and RBF to simultaneously capture 
both global and local features. This technique improves decision-making and enables agents to select 
more optimal actions. Finally， we design a conflict resolution strategy that dynamically adjusts agent deci⁃
sions when path conflicts occur， reducing conflict rates and mitigating deadlock issues. Experimental re⁃
sults demonstrate that our method achieves an average success rate of 96.5%， and reduces the average 
path length reduced to 105.108 5， demonstrating superior stability and robustness.
Keywords： multi-robot； path finding； wavelet transform（WT）； radial basis function（RBF）； convolu⁃
tional block attention
移动机器人在医疗、交通、运输等日常生活中

得到了广泛的应用，多机器人路径规划技术是其中

非 常 重 要 的 一 环［1-4］。 多 机 器 人 路 径 规 划

（Multi⁃Agent Path Finding， MAPF）是指在已知或未

知的环境中，在机器人不与障碍物和系统内其他机

器人发生碰撞的前提下，为系统内所有机器人规划

从起点位置到目标区域的安全行驶路径。然而，由

于计算复杂度随机器人数量呈指数级增长，MAPF
被认为是一个 NP 难问题。目前，研究人员在多机

器人的路径规划领域已经开展了大量的研究工作，

如遗传算法、Dijkstra 算法、A*算法和蚁群优化算

法。但上述算法在处理多机器人路径规划问题时，

可能会陷入局部最优解而无法找到全局最优解，难

以有效处理多机器人之间的复杂协调关系，且此类

传统路径规划方法在感知环境动态变化和处理路

径冲突方面效率不高。相比之下，强化学习（Rein⁃
forcement Learning， RL）提供了一种新的路径规划

思路，其核心思想是机器人在环境中自主决策，并

通过奖励信号进行学习［5］。其扩展形式为多机器人

强 化 学 习（Multi⁃Agent Reinforcement Learning， 
MARL）［6］，进一步扩展到多个机器人的交互，每个

机器人根据自身或全局奖励进行学习，以优化整体

任务效率。

近年来随着深度学习的发展，研究人员将能够

表达多维复杂信息的深度学习和强化学习相结合，

提出深度强化学习方法，并应用于复杂环境下的多

机器人路径规划中［7-9］。在多机器人系统中，机器人

需在去中心化环境下协作，以优化整体任务效

率［10-13］。然而，随着机器人密度的增加，路径冲突问

题变得尤为突出。现有方法不仅难以避免局部最

优，而且在实现机器人之间的协作方面仍存在显著

不足。为提升 MARL算法的性能，近年来的研究尝

试通过引入专家路径、设计高效的通信机制或提供

全局地图编码等方式优化路径规划［14-16］，尽管取得

了一定进展，但路径冲突问题依然严峻。

为此，本文提出了一种基于强化学习的 MAPF
方法，以提升多机器人的路径规划能力。在DHC［15］

算法的基础上，本文首先引入 CBAM 模块［17］，以增

强特征表达能力。然后，提出一种新型线性层

WT⁃RBF Linear，该模块结合小波变换与径向基函

数，在 CBAM 的基础上提取更加精细的全局特征与

局部特征，从而显著提升模型的表达能力。当路径

冲突发生时，所提的冲突消解策略能够引导机器人

探索新的路径，从而有效降低冲突概率。本文的主

要贡献如下：

（1） 利用 CBAM 关注具有关键意义的空间区

域，减少了无关信息的干扰。

（2） 提出 WT⁃RBF Linear 方法捕捉输入数据中

更加精细的全局特征和局部特征，从而增强Q网络

计算精度使其可以选择更优动作。

（3） 设计冲突消解策略，当机器人发生冲突时

动态调整路径，减少冲突和死锁问题。

1　相关工作

目前的MAPF方法主要有基于搜索的MAPF和

基于强化学习的MAPF。
传统的集中式MAPF求解器通常采用基于搜索

的算法，并可根据其最优性进行分类。其中，最优

的启发式求解器包括冲突基搜索（Conflict⁃Based 
Search， CBS）［18］等，CBS通过构建约束树（Constraint 
Tree， CT）搜索最优解。然而，当约束树节点数量较

多或机器人数量较大时，CBS的计算开销显著增加，

影响其可扩展性。有界次优求解器如CBS变体［19］，
通过在最优性与计算效率之间进行权衡，可适用于

更大规模的机器人环境，同时确保求解的（次）最优

性。然而，这类方法的可扩展性仍然受到指数时间

120



第 4 期 刘先昌，等：基于WT⁃RBF Linear与特征增强的多机器人路径规划

复杂度的限制。此外，当环境中新增任务或机器人

时，这些启发式方法通常需要重新规划所有机器人

的路径，缺乏灵活性和实时适应能力。

近年来，利用多机器人强化学习解决 MAPF 问

题的研究逐渐受到关注。其中，PRIMAL［20］作为开

创性工作，首次将强化学习与模仿学习（Imitation 
Learning）相结合，通过完全去中心化的策略，在部

分可观测环境下进行路径规划。PRIMAL采用异步

优势 Actor⁃Critic（A3C）作为底层强化学习算法，所

有机器人共享相同的参数，同时利用模仿学习从

ODrM*规划器生成的数据中进行训练。MAGAT［21］

则采用图神经网络（Graph Neural Networks， GNN）
进行通信学习，将每个机器人建模为图中的节点，

并利用邻居节点的聚合信息进行决策。另一方面，

Ma等［22］提出了一种选择性通信策略DCC，以判断某

一机器人的决策是否应受到其邻居的影响，从而减

少不必要的信息交互，提高计算效率。DHC⁃R［23］

通过优化通信机制提升多机器人系统的表现，以

解决通信过程中可能出现的数据包丢失问题。

HiMAP［24］结合模仿学习与启发式引导，通过防止重

复访问路径，将已完成路径规划的机器人视为障碍

物等策略提升性能。SWK［25］通过引入坐标注意力

（Coordinate Attention）和条件卷积（CondConv）增强

特征提取能力，并结合KAN⁃WT模块提升路径规划

的稳定性和抗噪声能力。然而，这些方法在机器人

密集环境下仍面临路径冲突和计算复杂度的挑战，

亟需进一步优化以提升求解效率与稳定性。

2　本文方法

本文在DHC［15］的基础上，针对因特征提取不够

精细而导致的动作决策能力不足及路径冲突问题，

提出了一种改进的网络架构。具体来说，首先利用

CBAM 模块，以增强机器人对关键空间区域的关注

度。然后，使用 WT⁃RBF Linear 层提取更加精细的

特征，并在 DHC 的动作决策中，基于这些特征更精

确地计算 advantage和 state value，从而提高Q值的计

算精度，使机器人更好地选择动作。最后，在出现

路径冲突时，采用冲突消解策略进行优化，以缓解

冲突和死锁问题。整体框架如图1所示。

该 网 络 框 架 由 观 察 编 码 器 、通 信 模 块 和

Q‑network 三部分组成。首先，局部观测 o ti 作为输

入，经过卷积层和ReLU激活函数提取初步特征图。

随后，特征图依次通过 3个残差块、CBAM模块和条

件卷积层进行特征增强。经过 ReLU 激活后，生成

特征向量 ô ti。接着，GRU 接收 ô ti和上一个时间步的

隐藏状态 e ″t - 1
i ，生成中间消息 e ti。在通信阶段，中间

消息 e ti和其他机器人消息 e tj通过图卷积整合为新的

特征向量 e 'ti。e 'ti 和 e 'tj 输入到第二个通信模块生成最

终消息 e ″ti，通过两轮通信，机器人能够逐步收集来自

邻居的更多信息。最终，e ″ti 输入Q⁃network模块进行

决策。WT⁃RBF Linear 计算状态值函数和动作函

数，两者合并得到最终的Q值。当Q⁃network模块输

出动作后，系统会在执行前进行冲突检测与处理。

具体来说，若多个机器人规划动作导致目标位置重

叠，则触发冲突矩阵构建过程，并依据第 2.3节所述

策略，保留Q值最高动作，同时对其他冲突机器人引

入惩罚项 ε，并更新其动作决策，以规避路径冲突与

死锁风险。

图1　算法的整体框架图
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2. 1　基于CBAM模块的特征增强

在路径规划任务中，尤其是在复杂的环境中，

模型需要能够灵活地关注重要的空间区域以及路

径的关键特征，才能做出高效且准确的决策。为

此，本文使用了CBAM，该机制结合了通道注意力和

空间注意力，旨在增强路径规划中的特征表示能力。

路径规划中的特征图往往包含多个不同的通

道信息，如障碍物的存在、路径的可行性以及其他

与环境相关的特征。这些通道信息共同构成了路

径规划任务中的关键输入，模型需要从中提取出有

用的特征以支持决策。为了更有效地处理这些多

通道特征，首先对输入特征图进行预处理。具体而

言，给定输入特征图 x ∈ RB × C × H × W，分别通过全局平

均池化和全局最大池化沿着空间维度压缩得到两

个通道描述向量Xavg ∈ RB × C × 1 × 1和Xmax ∈ RB × C × 1 × 1，
然后这两个通道特征向量通过全连接层经过 ReLU
激活和 Sigmoid归一化后相加融合生成通道注意力

图 Achannel ∈ RB × C × H × W。在获得通道注意力后，将其

应用于原始特征图 x，通过逐元素相乘实现通道加

权，如式（1）所示：

x′ = x⊙Achannel （1）
除了对通道的关注外，CBAM 中的空间注意力

机制帮助网络聚焦于路径上的关键区域，避免对无

关区域的过度关注。具体操作如下：首先，对输入

特征图进行沿高度和宽度方向的自适应池化操作，

得到形状为 xh ∈ RB × C × 1 × W和 xw ∈ RB × C × H × 1的张量。

然后，将这两个张量在通道维度上进行拼接，形成

新的特征图 y ∈ RB × C × H × W，并通过 1×1 卷积层计算

空间注意力Aspatial，在得到空间注意力后将其应用于

加权后的特征图聚焦于路径规划中的关键空间区

域，进一步提高路径选择的精度和效率，如式（2）
所示：

y′ = x′⊙Aspatial （2）
CBAM 模块通过引入通道与空间注意力机制，

引导网络动态关注关键区域与重要特征通道，增强

了特征表示的辨识性。同时，由于其设计基于残差

连接结构，不改变主干网络的前向与反向传播路

径，因此不会破坏梯度传播链条，有助于模型在训

练过程中保持良好的收敛性和稳定性。

2. 2　基于WT‑RBF Linear的动作决策

为了解决DHC算法特征提取不够精细、决策能

力不足的问题，本文提出了一种新型的线性层

WT⁃RBF Linear，结合小波变换和径向基函数，并将

其应用于Q⁃Network模块，其框架如图 2所示。该层

在 CBAM 的基础上，进一步提取更加精细的全局特

征和局部特征，从而显著提升模型的表达能力。

WT⁃RBF Linear 层的输出由三部分组成：基础线性

变换、小波变换和径向基函数。基础线性变换通过

标准的线性映射和非线性激活函数提取输入数据

的全局特征；在路径规划问题中，环境状态和策略

信号往往包含低频的全局趋势（如机器人群体的整

体分布）和高频的局部细节（如障碍物突发阻挡），

小波变换通过对输入数据进行多尺度分解，捕捉信

号的低频成分，从而进行全局特征建模，并能够在

时空频域上同时分析全局趋势与局部细节特征，保

证在动态路径规划场景中提取到稳定而关键的全

局信息；径向基函数对局部输入变化高度敏感，能

精准刻画机器人与障碍物及邻近机器人的非线性

关系，其通过一组高斯函数对输入数据进行局部建

模，捕捉机器人与障碍物之间复杂的非线性依赖，

其局部敏感性使其能够有效刻画环境中的细微变

化，从而增强模型在局部非线性关系建模方面的能

力。这三部分构建出了具备局部与全局建模能力

的特征映射结构，相较于传统线性层的单一仿射变

换，具备更强的非线性表达能力与函数逼近能力。

具体来说，给定输入张量 x ∈ RB × D，基础线性变换通

过权重矩阵Wbase 和偏置项 bbase 对输入进行线性映

射，并经过非线性激活函数得到输出，如式（3）
所示：

ybase = f (Wbasex + bbase ) （3）
其次，小波变换通过对输入数据进分解，捕捉

信号低频部分，使其能够更高效地提取全局特征。

小波变换的输出，如式（4）所示：

yWT = f (Wwt ⋅ WT (x ) ) （4）
其中，Wwt 为小波变换的权重矩阵，WT (x ) 为输入数

据的小波变换。

最后，径向基函数通过对输入数据进行局部建

模，生成一组高斯函数的值。具体来说，给定一组

网格点 grid ∈ RN和缩放因子σ，径向基函数的输出，

如式（5）所示：

yRBF = ∑
i = 1

N exp (-( xi - grid
σ ) 2 ) （5）

其中，N为网格点的数量。径向基函数的输出经过

自适应池化操作后，与基础线性变换和小波变换的

输出相加，得到最终的输出，如式（6）所示：

Y = ybase + yWT + yRBF （6）
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根据上述公式，计算出 advantage 的值，变换系

数按照上述步骤再次求解，即可得出 state value 的

值，并用这些值精确计算Q值，进一步更精准地引导

机器人进行动作选择。

WT⁃RBF Linear模块结合了小波变换的全局平

滑特性与RBF的局部响应能力，在特征空间中实现

了更细粒度的非线性建模。该模块使用非参数的

小波分解与固定核函数的RBF映射，避免了训练过

程中的梯度震荡，有助于保持模型的收敛稳定性，

提升Q值估计的精确性。

2. 3　基于冲突消解策略的冲突解决

在多机器人系统中，路径冲突与死锁问题是影

响任务执行效率的关键因素。为此，本文提出了一

种冲突消解策略，以提升机器人在复杂环境中的协

同能力。首先，在检测到多个机器人同时占据相同

目标位置时，系统构建冲突矩阵 c，用于分析冲突关

系，如式（7）所示：

Y = ∑
i = 1

N ∑
j = 1

N

c [ i ] [ j ] > N （7）
当冲突矩阵中真值的数量超过机器人总数 N

时，表明存在冲突组。为解决冲突，系统选择Q值最

高的机器人作为优先执行者，并保留其当前动作，

同时对冲突组中的其他机器人施加惩罚因子ε，调整

Q值以引导其探索新动作，如式（8）和式（9）所示：

Q′( s，a ) = Q ( s，a ) - ε （8）
a′ = arg max

a ≠ a*
Q ( s，a ) （9）

其中，a* 为Q值最高的原始动作，a′ 为调整后的新

动作。

该策略通过保留高Q值机器人的决策，并引导

其他机器人探索新路径，从而有效降低冲突概率，

提高路径规划的鲁棒性。然而，在多轮冲突调整

后，若机器人的位置变化量仍然低于阈值，则判定

进入死锁状态，此时，系统选择次优Q值动作进行调

整，并逐步优化机器人路径，直至死锁解除。相较

于经典方法（如 CBS），本策略在冲突处理上更注重

基于Q值的局部优化与并行调整，避免了 CBS在大

规模机器人环境下因约束树扩展带来的高计算复

杂度，从而在保证一定解质量的同时更具效率优

势。需要指出的是，该冲突消解机制主要通过对低

Q值动作引入惩罚，促使机器人重新规划路径，这种

方式在静态环境中能够有效降低冲突概率。然而，

在实时性要求较高的动态环境中，因其需要多轮冲

突检测与动作调整，可能会带来一定的计算开销。

3　实验

本文运用课程学习策略，逐步引入难度递增的

任务以优化训练过程。开始时，设定一个基础场

景：一个 10×10的网格环境中仅有一个机器人执行

任务。一旦该任务的成功率达到 90%以上，便逐步

提升任务难度，增加机器人的数量或将环境规模扩

大 5个单位，从而为机器人设计出新的挑战。随着

训练的深入，最终目标设定为在40×40环境中，由12
个机器人协同完成任务。训练过程中，障碍物的密

度遵循 0~0.5 之间的三角形分布，机器人的视野范

围设定为 9×9。在评估模型性能时，本文选取了成

功率（SR）、平均步长（AS）、平均推理时间（IT）和内

存占用大小（MU）作为核心指标。成功率反映了机

器人在限定时间内达成任务的能力，其值越高，表

明策略越有效；平均步长则衡量了完成任务所需的

平均时间，其值越低，意味着策略效率越高；推理时

间用于评估算法在单次决策中的计算开销，推理时

间越低，说明算法实时性更强、计算效率更高；内存

占用则刻画了算法在运行过程中对系统资源的需

求，内存占用越低，说明算法更加轻量化和高效，具

备更好的可扩展性和工程应用价值。

3. 1　对比实验

所 提 算 法 与 DHC［15］、DCC［22］、HiMAP［24］和

SWK［25］等先进算法在成功率和平均步长上进行比

较。为保证公平性，本文在两个不同的地图尺寸

（40×40和 80×80）上进行了测试，并将障碍物密度统

一设置为 0.3。在每种地图上，分别测试了｛4， 8， 
16， 32， 64｝个机器人，并在 200 个实例上取平均结

果。此外，设定最大时间步长与原始设定保持一

致，即 40×40地图为 256，80×80地图为 386。图 3显

示了不同算法在不同环境下的成功率对比。可以

看到，该方法在大多数情况下达到了最高的成功

率，尤其是在机器人数量较多的环境下，该算法依然

图2　WT‑RBF Linear结构图
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能够保持稳定的性能。例如，在80×80 的地图中，当

机器人数量较多时，DHC和DCC的成功率明显下降，

而所提算法依然能够维持较高的成功率，表明该方法

具备更强的适应性和鲁棒性。

图 4展示了所提算法在两种地图下不同数量机

器人的运动轨迹。

表 1显示了不同算法在不同环境下的平均步长

对比。可以看到，所提方法在几乎所有场景下都具

有最短的平均步长。例如，在 40×40的地图中，DHC
的平均步长在障碍物较少的情况下相对较短，但在

图3　两种地图下成功率的比较

图4　两种地图下不同数量机器人的轨迹图
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障碍物密集时，其步长明显增加。而所提算法在相

同环境下，仍能保持较低的平均步长，表明提出的

路径规划策略更加高效。此外，在 80×80的地图中

同样表现优越。例如，在 64机器人场景下，所提算

法平均步长为 157.5，而其他算法则普遍较长，进

一步验证了该方法的高效性。上述的对比实验验

证了所提方法在提升动作决策能力和解决路径冲

突问题方面的有效性。由于所提方法能够更精准

地引导机器人进行动作选择，并有效减少路径冲

突，使机器人在路径规划过程中行进更加顺畅，避

免因重复避障或死锁而导致的失败，从而显著提

高任务完成率，同时优化整体路径长度。综上所

述，所提方法在成功率和路径长度方面均优于上

述先进方法，展现出了更强的稳定性、鲁棒性和计

算效率。由表 2 和表 3 可见，所提方法在不同环境

下的推理时间相对较高，同时内存开销也较基线

算法有所增加。然而结合图 3与表 1的结果可以发

现，这一额外的计算与存储代价换来了更高的成功

率与更短的平均步长，表明算法在路径规划过程

中具有更强的鲁棒性与可靠性。换句话说，虽然

推理效率与资源占用有所上升，但所提方法通过

精细的特征提取与冲突消解策略，有效降低了路

径冲突和死锁概率，从而显著提升了整体性能。

需要指出的是，这种推理时间与内存的增加，实

质上是一种“以资源换性能”的策略，在对任务成

功率和路径质量要求更高的应用场景中，这种权

衡具有重要价值。未来，将进一步探索模型轻量

化、并行计算与自适应规划等优化手段，以在保持

性能优势的同时降低推理时间和内存占用，实现

更优的平衡。

3. 2　消融实验

为了验证各个方法对最终结果的影响，本文进

行了消融实验。

Baseline：选取 DHC 算法［15］作为基准。该算法

通过分布式启发式深度Q学习和图卷积通信机制实

现多机器人路径规划。

DHC⁃CB：表示在Baseline网络的观察编码器中

加入CBAM模块。

DHC⁃CB⁃WR：表示在 Baseline 网络的观察编码

器中加入 CBAM 模块，在 Baseline 网络的 Q⁃network
中加入WT⁃RBF Linear模块。

DHC⁃CB⁃WR⁃HNS（本文提出的算法）：表示在

Baseline 网络的观察编码器中加入 CBAM 模块，在

Baseline 网络的Q⁃network 中加入 WT⁃RBF Linear 模
块，同时加入冲突消解。

为了验证所提方法中各个模块的有效性，本文

进 行 了 消 融 实 验 ，对 比 Baseline、DHC⁃CB、

DHC⁃CB⁃WR 和所提最终方法 DHC⁃CB⁃WR⁃HNS 在

表1　两种地图下平均步长的比较

机器人数量

4
8

16
32
64

地图尺寸40×40
DHC
64.51
71.37
95.43

118.42
195.48

DCC
50.34
64.50
87.30

131.12
133.96

HiMAP
216.52
241.70
253.78
254.47
255.00

SWK
52.40
62.12
82.04

109.12
175.05

本文

52.01
58.26
76.40
98.46

146.14

地图尺寸80×80
DHC

108.80
130.75
144.51
162.24
182.47

DCC
94.40

110.93
126.19
146.96
190.98

HiMAP
357.14
378.40
383.64
385.00
385.00

SWK
98.47

113.63
122.79
145.70
171.88

本文

95.98
107.86
120.66
137.83
157.50

表2　两种地图下平均推理时间的比较

机器人数量

4
8

16
32
64

地图尺寸40×40
DHC
2.05
5.61

12.23
28.03
92.15

DCC
0.80
1.75
3.50

11.74
74.50

HiMAP
8.09

15.24
27.43
47.12
88.36

SWK
1.85
4.70

11.46
26.09
87.84

本文

3.59
8.89

20.24
36.99

125.63

地图尺寸80×80
DHC
5.04
6.44

14.67
37.13
92.18

DCC
2.07
3.55
4.22

11.99
122.98

HiMAP
7.64

15.65
28.47
53.04
99.54

SWK
4.24
5.92

15.77
37.48
83.68

本文

5.21
12.03
24.26
48.92

109.40

表3　各种算法内存占用大小

算法

内存占用

DHC
2.6

DCC
0.7

HiMAP
—

SWK
5.8

本文

3.2
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不同规模地图下的表现。表 4 和表 5 可以看出，随

着模块的逐步加入，算法的成功率和平均步长均得

到了显著优化。其中，DHC⁃CB相较于Baseline通过

在此基础上加入 CBAM，关注具有关键意义的空间

区域，不仅提高了成功率，且有效缩短了平均步长，

但在多机器人场景下仍存在步长偏长的问题。进

一步，DHC⁃CB⁃WR 在此基础上加入 WT⁃RBF Linear
模块，通过提取更加精细的全局与局部特征，提升

模型的表达能力，并基于这些特征准确计算Q值，提

升动作决策能力，使机器人更合理地选择动作，从

而显著缩短了平均步长。值得注意的是，前两个模

块的引入并未显著增加内存开销，推理时间也与 

Baseline 基本持平。而最终方法 DHC⁃CB⁃WR⁃HNS
在以上基础中加入了冲突消解策略，有效缓解路径

冲突问题，在所有测试场景下均取得了最高的成功

率，并保持了最短的平均步长，表明此策略具有一

定的动态适应性。虽然该策略同样没有带来额外

的内存开销，但是实验结果表明其多轮冲突调整引

入了一定的计算开销，导致推理时间有所增加。实

验结果表明，本文提出的方法能够在不增加内存损

耗的前提下，逐步提升多机器人路径规划性能，从

而精准地引导机器人选择动作并有效减少路径冲

突，提升整体规划效率，展现出更强的稳定性和鲁

棒性。

4　结束语

本节针对 DHC 算法在路径规划中动作决策能

力不足及路径冲突问题，提出了一种多机器人路径

规划方法。首先，利用 CBAM 增强对关键路径信息

的提取，提高机器人对关键信息的关注度；然后，提

出 WT⁃RBF Linear 模块，提取更精确的全局与局部

特征，并基于这些特征精准计算Q值，提高了模型的

决策能力，使机器人能够选择更优的动作；最后，设

计冲突消解策略，通过动态调整机器人的Q值，引导

其探索替代路径，从而减少路径冲突和死锁问题。

实验结果表明，该方法在不同规模的地图环境下均

能精准地引导机器人选择动作并有效减少路径冲

突，展现出更高的成功率和更短的平均步长。受限

于当前硬件性能，本文暂未开展大规模机器人的实

验验证。后续将通过升级实验设备，进一步致力于

将所提方法拓展至非规则环境、动态环境和大规模

机器人集群场景，以全面验证算法的性能表现与鲁

棒性。此外，未来工作将进一步在真实机器人系统

和嵌入式平台上测试该方法的实时性能，以验证其

可行性和实际应用价值。

参考文献：

［1］ 何舟， 刘思羽 . 带时间窗的多机器人系统复杂任务路

径规划［J］. 南京邮电大学学报（自然科学版）， 2024， 
44（2）： 83-90.
HE Zhou， LIU Siyu. Path planning for multi⁃robot sys⁃
tems with complex tasks and time windows［J］. Journal of 
Nanjing University of Posts and Telecommunications 
（Natural Science Edition）， 2024， 44（2）： 83-90. （in 
Chinese）

［2］ NAIR B R. Collaborative perception in multi⁃robot sys⁃

表4　消融实验结果对比

地图

尺寸

40×40

80×80

机器人

数量

4
8

16
32
64
4
8

16
32
64

Baseline
SR

97.5
96.0
92.0
89.0
52.5
94.5
93.0
91.0
81.5
75.5

AS
64.51
71.37
95.43

118.42
195.48
108.80
130.75
144.51
162.24
182.47

IT
2.05
5.61

12.23
28.03
92.15
5.04
6.44

14.67
37.13
92.18

DHC⁃CB
SR

100.0
98.0
98.0
93.5
68.0
99.5
99.0
98.5
94.5
85.0

AS
52.45
64.47
79.39

107.87
173.72
96.39

110.30
122.66
143.15
166.24

IT
1.66
4.65

10.91
25.70
90.37
4.50
5.29

15.02
36.61
83.70

DHC⁃CB⁃WR
SR
100
98
98
96
78
99
98
99
96
90

AS
52.04
62.47
76.93
99.09

153.90
97.14

112.70
120.13
137.93
158.29

IT
1.51
4.82

12.52
25.95
88.02
4.54
4.62

13.38
34.23
82.26

DHC⁃CB⁃WR⁃HNS
SR

100.0
100.0
98.0
96.5
85.0
99.5
99.5
98.5
96.0
92.0

AS
52.01
58.26
76.40
98.46

146.14
95.98

107.86
120.66
137.90
157.50

IT
3.59
8.89

20.24
36.99

125.63
5.21

10.03
24.26
48.92

109.40
表5　消融实验内存大小对比

Baseline
2.6

DHC⁃CB
3.2

DHC⁃CB⁃WR
3.2

DHC⁃CB⁃WR⁃HNS
3.2

126



第 4 期 刘先昌，等：基于WT⁃RBF Linear与特征增强的多机器人路径规划

tems： case studies in household cleaning and warehouse 
operations［C］∥2024 6th International Conference on Ro⁃
botics and Computer Vision （ICRCV）. 2024： 195-200.

［3］ VON DER BURG M， KAMPHOF J， SOOMERS J， et al. 
Towards next⁃generation airport surface movement opera⁃
tions using hierarchical⁃distributed multi⁃agent planning
［J］. Transportation Research Part C： Emerging Technolo⁃
gies， 2026， 186： 105583.

［4］ POPOLIZIO F， VINETTI M， COMBRINK A， et al. On⁃
line conflict⁃free scheduling of fleets of autonomous mo⁃
bile robots［C］∥2024 IEEE 20th International Confer⁃
ence on Automation Science and Engineering （CASE）. 
2024： 3063-3068.

［5］ HU K， LI M Y， SONG Z Q， et al. A review of research 
on reinforcement learning algorithms for multi⁃agents［J］. 
Neurocomputing， 2024， 599： 128068.

［6］ WANG C H， CAO Z G， WU Y X， et al. Deep reinforce⁃
ment learning for solving vehicle routing problems with 
backhauls［J］. IEEE Transactions on Neural Networks 
and Learning Systems， 2025， 36（3）： 4779-4793.

［7］ CHEN J D， LAN T， JOE⁃WONG C. RGMComm： return 
gap minimization via discrete communications in 
multi⁃agent reinforcement learning［J］. Proceedings of the 
AAAI Conference on Artificial Intelligence ， 2024 ， 
38（16）： 17327-17336.

［8］ SALAZAR E J， ROSERO V， GABRIELSKI J， et al. De⁃
mand response model： a cooperative⁃competitive 
multi⁃agent reinforcement learning approach［J］. Engi⁃
neering Applications of Artificial Intelligence， 2024， 
133： 108273.

［9］ 许斌， 练元洪， 卞鸿根， 等 . 一种进化梯度引导的强化

学习算法［J］. 南京邮电大学学报（自然科学版）， 
2025， 45（1）： 99-105.
XU Bin， LIAN Yuanhong， BIAN Honggen， et al. Rein⁃
forcement learning algorithm guided by evolutionary gra⁃
dient［J］. Journal of Nanjing University of Posts and Tele⁃
communications （Natural Science Edition）， 2025， 45（1）： 
99-105. （in Chinese）

［10］ YU X， SHI R， FENG P， et al. Esp： exploiting symmetry 
prior for multi⁃agent reinforcement learning［C］∥ECAI 
2023. 2023： 2946-2953.

［11］ YU X， TIAN Y K， WANG L， et al. AdaptAUG： adap⁃
tive data augmentation framework for multi⁃agent rein⁃
forcement learning［C］∥2024 IEEE International Confer⁃
ence on Robotics and Automation （ICRA）. 2024： 10814-
10820.

［12］ YU X， SHI R Y， FENG P， et al. Leveraging partial sym⁃
metry for multi⁃agent reinforcement learning［J］. Proceed⁃
ings of the AAAI Conference on Artificial Intelligence， 
2024， 38（16）： 17583-17590.

［13］ FENG P， SHI R Y， WANG S Z， et al. Safe and efficient 

multi⁃agent collision avoidance with physics⁃informed re⁃
inforcement learning［J］. IEEE Robotics and Automation 
Letters， 2024， 9（12）： 11138-11145.

［14］ TANG H J， BERTO F， PARK J. Ensembling prioritized 
hybrid policies for multi⁃agent pathfinding［C］∥2024 
IEEE/RSJ International Conference on Intelligent Robots 
and Systems （IROS）. 2024： 8047-8054.

［15］ MA Z Y， LUO Y D， MA H. Distributed heuristic 
multi⁃agent path finding with communication［C］∥2021 
IEEE International Conference on Robotics and Automa⁃
tion （ICRA）. 2021： 8699-8705.

［16］ HE C Y， YANG T Z， DUHAN T， et al. ALPHA： 
attention⁃based long⁃horizon pathfinding in highly⁃s 
tructured areas［C］∥2024 IEEE International Conference 
on Robotics and Automation （ICRA）. 2024： 14576-
14582.

［17］ WOO S， PARK J， LEE J Y， et al. CBAM： convolutional 
block attention module［C］∥European Conference on 
Computer Vision （ECCV）. 2018： 3-19.

［18］ SHARON G， STERN R， FELNER A， et al. 
Conflict⁃based search for optimal multi⁃agent pathfinding
［J］. Artificial Intelligence， 2015， 219： 40-66.

［19］ LI J Y， RUML W， KOENIG S. EECBS： a bounded⁃ 
suboptimal search for multi⁃agent path finding［J］. Pro⁃
ceedings of the AAAI Conference on Artificial Intelli⁃
gence， 2021， 35（14）： 12353-12362.

［20］ SARTORETTI G， KERR J， SHI Y F， et al. PRIMAL： 
pathfinding via reinforcement and imitation multi⁃agent 
learning［J］. IEEE Robotics and Automation Letters， 
2019， 4（3）： 2378-2385.

［21］ LI Q B， LIN W Z， LIU Z， et al. Message⁃aware graph at⁃
tention networks for large⁃scale multi⁃robot path planning
［J］. IEEE Robotics and Automation Letters， 2021， 6（3）： 
5533-5540.

［22］ MA Z Y， LUO Y D， PAN J. Learning selective communi⁃
cation for multi⁃agent path finding［J］. IEEE Robotics 
and Automation Letters， 2022， 7（2）： 1455-1462.

［23］ SAVINOV V A. Learnable decentralized MAPF using re⁃
inforcement learning with local communication［D］. Saint 
Petersburg： Saint Petersburg State University， 2023.

［24］ TANG H J， BERTO F， MA Z H， et al. HiMAP： learning 
heuristics⁃informed policies for large⁃scale multi⁃agent 
pathfinding［EB/OL］. ［2025⁃05⁃01］. https：∥arxiv. org/
abs/2402.15546.

［25］ LIU X C， WANG P， NI C， et al. Scalable multi⁃agent 
path planning via wavelet⁃based KAN and enhanced fea⁃
ture extraction［J］. The Journal of Supercomputing， 
2025， 81（8）： 971.

（责任编辑：陈思宇）

127


