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摘要：多目标跟踪技术广泛应用于智能视频监控、自动驾驶等领域，其中行人多目标跟踪是重要研

究方向。然而，在真实复杂场景中，仍存在检测框信息挖掘不足、多任务特征竞争以及目标长时间

遮挡导致的跟踪中断等难题。为此，文中提出一种联合检测与特征嵌入的多目标跟踪方法。具体

地，首先设计了二次关联机制，通过分阶段处理高、低置信度检测框，提升检测信息的利用率与数

据关联的准确性；其次，引入互相关注意力网络，增强检测任务与重识别任务间的特征表达能力，

实现多任务特征的独立优化，缓解多任务竞争；最后，提出虚拟轨迹模块，结合遮挡前后的观测信

息校正卡尔曼滤波器参数，有效降低遮挡带来的轨迹中断与身份切换现象。实验结果表明，该方

法在公开数据集MOT17和MOT20上分别实现了 80.8%/80.3%的 IDF1和 78.7%/77.3%的MOTA，整

体性能优于多种先进方法，验证了所提方法在复杂场景下的有效性与实用性。
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Abstract： Multi-object tracking technology is widely used in fields such as intelligent video surveillance 
and autonomous driving， among which pedestrian multi-target tracking is an important research direction. 
However， in real-world complex scenes， challenges still remain， including insufficient mining of 
detection box information， multi-task feature competition， and tracking interruptions caused by long-

term occlusion of targets. Therefore， this paper proposes a multi-target tracking method that combines 
detection and feature embedding. First， we design a secondary association mechanism that processes 
high and low confidence detection boxes in stages  to improve the utilization of detection information and 
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the accuracy of data association . Second， we introduce a mutual attention intention network to enhance 
the feature expression ability between detection tasks and re-identification tasks， achieving independent 
optimization of multi-task features and alleviating multi-task competition. Finally， a virtual trajectory 
module is proposed to correct the Kalman filter parameters based on the observation information before 
and after occlusion， effectively reducing trajectory interruption and identity switching caused by 
occlusion. Experimental results show that the proposed method achieves 80.8%/80.3% IDF1 and 78.7%/
77.3% MOTA on the public datasets MOT17 and MOT20， respectively. The overall performance is 
superior to multiple advanced methods， verifying the effectiveness and practicality of the proposed 
method in complex scenarios.
Keywords： multi-object tracking； data association； object detection； joint detection and feature embed⁃
ding
多目标跟踪（Multi⁃Object Tracking， MOT）旨在

定位识别视频序列中所有运动目标，分配唯一身份

标识以输出完整轨迹并预测后续位置，应用于智能

视频监控［1］、自动驾驶［2］和体育视频分析［3］等场景，

在动态复杂场景中准确稳定跟踪多目标颇具挑战，

其中行人因运动轨迹复杂、遮挡频繁及身份保持难

成为研究重点。

多目标跟踪技术不仅有实用价值，在计算机视

觉任务中也具有重要理论价值［4］。获取的目标运动

轨迹可揭示其运动状态，还能推导运动方向、速度

及加速度等动态信息，这些时空特征信息在目标姿

态估计［5］、行为分析［6］及行为预测［7］等任务中作用关

键。因此，推进该技术发展意义重大，但因真实场

景复杂多样，仍面临检测框信息挖掘不足、多任务竞

争和目标长时间遮挡等难题。基于此，本文提出联

合检测和特征嵌入的多目标跟踪方法，贡献如下：

（1）区别于现有联合检测与特征嵌入方法，本

文提出的二次关联模块，首次在高、低置信度检测

框中引入动态权重调整机制与多尺度融合相似度，

有效挖掘了低置信度检测框中的真实目标，增强了

数据关联的稳定性。

（2）针对多任务竞争问题，本文设计了互相关

注意力模块，通过任务间的自相关与互相关性建

模，结合空间-通道多尺度融合结构，提升了检测与

重识别任务的独立表达能力，这是区别于传统任务

联合优化思路的改进点。

（3）针对目标长时遮挡问题，本文提出的虚拟

轨迹校正机制，突破了传统方法依赖连续观测的局

限，利用遮挡前后的信息生成虚拟轨迹，校正滤波

器参数，显著增强了遮挡后的重识别与轨迹恢复

能力。

1　相关工作

1. 1　数据关联机制相关工作

早期传统多目标跟踪算法依赖手工特征（如

HOG）和分类器（如 SVM）检测行人，按固定阈值筛

选检测框，易丢失低置信度框的潜在信息，尤其在

复杂场景中。深度学习发展后，Chen 等［8］提出的

MOTDT 扩大候选框范围并采用分层关联策略；Sun
等［9］提出的 TransTrack 利用 Transformer 建模目标长

距离依赖，实现检测与关联一体化；Yu等［10］提出的

RelationTrack通过关系图和图神经网络进行全局关

联，捕捉上下文信息。但这些方法大多仅基于几何

特征（如检测框面积、长宽比）或单一外观特征匹

配，忽略了特征多样性及不同场景下的特征重要性

差异。

1. 2　多任务竞争相关工作

在多目标跟踪中，多任务竞争问题源于其子任

务对特征需求各异。目标检测关注全局特征，旨在

检测出每帧图像中所有的目标人物。而对于身份

嵌入分支，则更加注重学习局部特征，希望最大化

不同目标之间的视觉特征，以增强不同目标之间的

区分能力，共享底层特征提取网络时易产生竞争。

Wang等［11］提出的 JDE算法，直接将两个分支合并共

享特征，并没有深入且全面地挖掘检测任务和身份

特征嵌入任务之间复杂的相关性和特异性。Yang
等［12］提出的ReMOT算法，该算法结合重识别和循环

结构，利用时序特征增强外观建模能力。Cao 等［13］

提出的OC⁃SORT算法引入遮挡感知策略，优化了特

征在极端场景下的稳定性，但检测对小目标及遮挡

目标特征提取效果仍有局限性，同时计算开销

增大。
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1. 3　目标长时间遮挡相关工作

在应对目标长时间遮挡导致的跟踪丢失问题

上，现有工作多依赖简单运动模型预测，卡尔曼滤

波器是常用方法。目标正常可见时，该方法能依据

此前运动状态（如位置、速度）较准确地预测下一帧

位置；但目标遭长时间遮挡后，因无法获取实时视

觉特征，只能依赖前几帧运动信息持续预测。随遮

挡时间延长，误差累积使预测偏差增大，最终可能

导致目标重新出现时无法准确关联，造成跟踪

丢失。

Bergmann 等［14］提出的 Tracktor++算法，跳出传

统运动建模范式，利用目标检测器自身回归目标位

置，规避了卡尔曼滤波的误差累积问题；Pang 等［15］

提出的 QuasiDense算法，进一步融合外观信息与时

空一致性特征，通过准密集轨迹匹配策略提升关联

稳定性；Qin等［16］提出的MotionTrack算法，引入显式

运动感知机制，利用更具判别力的运动特征增强数

据关联，以弥补传统卡尔曼滤波在复杂运动场景下

建模能力的不足。但这些方法难以保持目标在不

同帧间的连续性，无法有效解决长时遮挡导致的跟

踪丢失问题。

2　本文网络

2. 1　网络模型

本文以 FairMOT 算法为基线，从多方面优化多

目标跟踪能力，特别关注复杂场景下的性能提升。

针对多目标跟踪算法中检测框信息挖掘不充分问

题、多任务竞争问题及目标被长时间遮挡问题，从

数据关联机制、缓解多任务竞争以及轨迹补偿机制

3 个方面展开研究，并经过一系列消融实验和对比

实验验证本文所提出的多目标跟踪方法的有效性。

本文网络模型主要分为三部分，网络整体框架

如图 1所示，第一部分通过提出新的数据关联机制，

提高高置信度检测框利用率的同时挖掘低置信度

检测框中的真实目标；第二部分通过构建互相关注

意力模块，实现检测与重识别分支之间的信息协同

与特征交互，缓解任务间的相互竞争问题；第三部

分通过虚拟轨迹模块校正卡尔曼滤波器参数，减少

遮挡引发的轨迹中断和身份切换。

2. 2　二次关联模块

实际场景中，多目标跟踪受检测器精度、目标

交互重叠、遮挡及相机抖动等影响，检测结果常含

低置信度检测框。现有方法在数据关联时多直接

丢弃这类框，导致真实目标信息缺失、轨迹碎片化

加剧，降低跟踪准确性与稳定性，难以应对复杂场

景的挑战；但低置信度检测框特征又因极端遮挡或

目标过小等存在不稳定问题。因此，本文针对基线

算法中低置信度检测框的处理及特征不稳定问题，

提出二次关联模块作为数据关联机制，其流程如图

2所示。

与以往仅保留高置信度检测框的方法不同，本

文提出的二次关联模块将检测框划分为高、低置信

度两个集合：视频每帧中，检测器预测检测框及其

置信度分数，分数高于高置信度阈值的归入高置信

度集合，介于高、低置信度阈值之间的归入低置信

度集合；同时，通过卡尔曼滤波器预测轨迹集中各

轨迹的新位置。

首先，执行第一次数据关联，将高置信度检测

框与所有现存轨迹匹配，若两者的 GR 融合特征相

图1　网络整体框架
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似度小于 0.6 则匹配失败，未匹配的检测框和轨迹

分别保存。其次，将低置信度检测框与第一次未匹

配的轨迹进行匹配（基于GR融合特征相似度，通过

匈牙利算法实现）。未匹配的低置信度检测框被视

作背景删除，未匹配的轨迹暂存并保留一段时间

（如 60帧），超时未重新激活则删除。最后，对于连

续两帧出现且置信度超过高置信度阈值的检测框，

将其初始化为新轨迹。

为了获得更加准确的相似度信息，本文提出一

种基于 GIoU 与重识别特征的融合相似度计算方法

（GR 融合相似度），通过 GIoU 和余弦距离混合计算

特征相似度，计算如式（1）所示：

GR = αDGIoU + (1 - α ) Dcos （1）
其中，α为超参数，用于平衡运动特征和重识别特

征，据以往研究［17-26］，当 α = 0.6 时，性能达到最佳，

提高了目标跟踪的准确性与鲁棒性。

为应对遮挡或模糊导致的图像失真，本文提出

一种基于检测器置信度的动态权重调整方法，对

EMA中的α值优化。具体而言，本文在每帧检测基

础上，利用检测器置信度动态调整α，从而选择性地

融合当前帧的外观信息至轨迹模型中。避免低置

信度检测框视觉特征的嵌入，提高数据关联中代价

矩阵的准确度。标准的EMA公式为

et = αet - 1 + (1 - α ) enew （2）
其中，enew 表示添加到模型中的匹配检测的外观特

征。但本方法使用变化的 αt代替 α，参考文献［17-

18］，引入 β用于区分低置信度检测框与背景噪声，

当检测器输出置信度低于 β时，检测框被划入低置

信度集合并参与二次关联，否则被视作无效信息舍

弃。αt定义为

αt = αf + (1 - αf ) (1 - Sdet - β
1 - β ) （3）

其中，Sdet 为检测器置信度，β为检测低置信度阈值。

β的引入使得动态EMA更新策略只在置信度接近或

高于阈值时才更多融合外观特征，而当低于阈值时

自动削弱更新，从而提高代价矩阵的准确性和模型

的稳定性。

2. 3　互相关注意力模块

在实际应用中，目标检测分支注重全局特征以

检出每帧所有目标人物；身份嵌入分支则侧重学习

局部特征以最大化不同目标的视觉差异、增强区分

能力，二者存在竞争关系。将两任务直接集成于同

一网络，会使模型训练中特征图学习受彼此竞争制

约，进而影响整体效果。针对此问题，本文提出互

相关注意力模块，以加强两任务间的特征关联与信

息互补，缓解学习冲突，提升多目标跟踪准确性。

该模块旨在学习任务之间的相互表示，有效缓

解任务之间的竞争，同时提高检测任务和重识别任

务之间的协同学习能力，该网络结构为互相关注意

力模块。如图 3所示，特征提取器输出的特征记为

F i ∈ RC × H × W，其中 i=1，2，3。首先，将F i通过平均池

化层获取统计信息F'i ∈ RC' × H' × W'；其次，分别通过不

图2　二次关联流程图
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同的卷积层生成用于目标检测任务和重识别任务

的张量 M1 和 M2，并将其重塑为 C × N'，其中 N' =
H' × W'，N'为特征图的大小，C为通道数；然后，对

M1 或M2 及其相应的转置矩阵相乘，得到自注意力

特征图A = {WS1，WS2 } ∈ RC × C，计算如式（4）所示：

W ij
Tk = exp ( )mi

k ⋅ mj
k

∑
j = 1

C exp ( )mi
k ⋅ mj

k

，k ∈ {1，2} （4）

其中，符号 ⋅表示点积运算，mi
k和mj

k分别表示M1 =
M2 的第 i行和第 j行，W ij

Tk表示张量中第 i个通道和第

j个通道的关系。

然后，将M1 和M2 转置进行矩阵乘法，学习不同

任务之间的共性，再经过 softmax层生成互注意力图

B = {WS1，WS2 } ∈ RC × C，计算如式（5）所示：

W ij
Sk = exp ( )mi

k ⋅ mj
h

∑
j = 1

C exp ( )mi
k ⋅ mj

h

，( k，h ) ∈ { (1，2)，(2，1) }

 （5）
其中，W ij

Sk表示任务 1或 2的第 i个通道对任务 2或 1
第 j个通道的影响。通过可训练参数 γ，融合自相关

权重Ak和互相关权重Bk，得到{W1，W2 } ∈ RC × C，计算

如式（6）所示：

Wk = γ*Ak + (1 - γk ) *Bk，k ∈ {1，2} （6）
其中，γ为标量参数，用于在自相关权重与互相关权

重之间进行加权平衡。

接下来，原始特征图Fi经过 1×1 卷积层进行处

理，重新排列成RC × N形状。在重塑的特征和学习到

的权重映射之间进行矩阵乘法，获取每个任务的增

强表达。最后，增强后的表达被重新排列成与原始

特征F i相同的形状，并通过剩余注意力与原始特征

图F i进行残差融合，防止重要信息的缺失，确保信

息的有效传递和融合，从而提高模型的表现力和稳

定性。

同时，本文提出了一种新的多尺度特征融合结

构取代传统的特征融合方式，如图 4所示。通过该

结构实现对不同尺度特征的综合利用，平衡多任务

学习中的语义信息和细节特征，进一步提升网络的

整体性能。

所提网络针对检测与重识别任务在空间和通

道维度的差异化特征需求，引入空间注意力模块

（Spatial Attention Module， SAM）与通道注意力模块

（Channel Attention Module， CAM）实现协同优化：

SAM强化目标特征并抑制背景噪声；CAM则通过学

习特征统计信息优化通道表达，突出有效通道

信息。

各预测分支采用独立多尺度特征融合结构，以

减少训练干扰并提升性能：先将 1/16和 1/32尺度特

征上采样至 1/8，经 3×3 卷积捕获多分辨率特征；通

过全局池化与卷积处理生成空间注意力图，在各分

辨率独立学习后与原始特征相乘融合；随后将多尺

度特征传入CAM，经全局池化与共享网络处理生成

单通道注意力图以增强特征区分性；最终通过 3×3
卷积映射至 128通道，输出重识别特征，提升跟踪准

确性。

2. 4　虚拟轨迹模块

当跟踪目标因遮挡短暂消失后重新出现时，现

有多目标跟踪方法常难以准确定位。这是因为轨

迹信息长时间缺失会导致卡尔曼滤波器参数受噪

图3　互相关注意力模块网络架构图

图4　多尺度特征融合网络结构图
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声干扰，引发预测偏差和目标身份切换；同时，现有

方法仅依赖当前外观与运动特征匹配检测结果，而

检测不准及外观特征更新可靠性不足，可能进一步

加剧数据关联错误。

为此，本文提出一种修正卡尔曼滤波器参数的

方法，通过减少误差累积以提高后续轨迹预测的准

确性。具体而言，当一个目标被遮挡一段时间后重

新与检测结果成功关联时，本方法检查未跟踪期间

的时间步长，并基于虚拟轨迹对卡尔曼滤波器参数

进行重新更新。该更新是基于对虚拟轨迹的“观

察”。虚拟轨迹是根据丢失周期的起点和终点生成

的。例如，将未跟踪前最后一次检测到的观测值记

为 zt1，重新关联时的观测值记为 zt2，则虚拟轨迹如式

（7）所示：

ẑ t = Tvirtual ( zt1，zt2，t )，t1 < t < t2 （7）
随后，沿着 ẑ t ( t1 < t < t2 ) 的虚拟轨迹，通过预

测-再更新的循环校正卡尔曼滤波器参数。通过匀

速运动模型 x ( t ) = x ( t0 ) + v ( t - t0 ) 建立虚拟轨迹，

此时 ẑ t结合两次的观测信息，过程如式（8）所示，重

新更新操作如式（9）至式（11）所示：

ẑ t = zt1 + t - t1
t2 - t1 ( zt2 - zt1 )，  t1 < t < t2 （8）

Kt = Pt|t - 1H T
t (H t Pt|t - 1H T

t + Rt ) -1
（9）

X̂t|t = X̂t|t - 1 + Kt( ẑ t - H t X̂ t|t - 1 ) （10）
Pt|t = ( I - KtH t ) Pt|t - 1 （11）

其中，H t ∈ Rn × n为转换矩阵，Rt表示测量噪声的协

方差，ẑ t为观测值。将其代入到卡尔曼滤波器的更

新方程得到式（12），来回交替反向检查卡尔曼滤波

器的参数，降低误差累积。

x̂ t|t = Ft x̂t - 1|t - 1 + Kt ( ẑ t - H tFt x̂t - 1|t - 1 ) （12）
当虚拟轨迹的运动模式与最后一次观测及最

新关联观测的真实运动模式一致时，更新过程不再

受虚拟更新引入的误差影响。该过程作为一个独

立的阶段存在于预测-更新循环之外，仅当一个跟

踪目标在被遮挡一段时间后重新激活时才会触发，

以确保跟踪的连续性与准确性。虚拟轨迹模块示

意图如图5所示。

然而，在实际场景中，目标运动常存在加速、减

速或非线性轨迹，这使得“匀速运动假设”并不具有

普适性。例如，在行人突然拐弯或车辆加速变道的

场景下，基于匀速模型生成的虚拟轨迹与真实轨迹

产生较大偏差，进而影响卡尔曼滤波器的更新

效果。

3　实验与结果分析

3. 1　数据集与评价指标

为验证所提多目标跟踪方法的有效性，本文在

MOT Challenge公开数据集MOT17和MOT20上进行

实验评估。采用 IDF1、MOTA、MT、ML、IDS 和 FPS
作为评价指标。

MOT17数据集包含 14个视频序列，分为 7个训

练集和 7 个测试集，并提供 DPM 检测器、Faster 
R⁃CNN 检测器以及 SDP 检测器的检测结果。 
MOT20 数据集包含 8 个视频序列，被分为 4 个训练

集和4个测试集。

3. 2　实验设置

本文设置高置信度检测阈值为 0.6，低置信度检

测阈值为 0.2，使用文献［19］中提出的 DLA⁃34 变体

作为默认主干网络。为减小不同图像分辨率带来

的影响，输入图像的大小统一调整为1 088×608。使

用 COCO 数据集上预训练的模型参数［27］进行初始

化。使用 PyTorch 深度学习框架，配备 2 张 RTX 
3080 Ti 显卡进行训练。本文使用计算机操作系统

为 Ubuntu 22.04，深度学习环境为 PyTorch1.8.1 和

Python3.8.0，CUDA 版本为 11.1。使用 Adam 优化

器［28］训练 80个周期，初始学习率为 10-4。在第 50个

周期时，学习率衰减为10-5，批量大小设置为6。
3. 3　阈值选取实验

为进一步验证本文所提二次关联模块中高、低

置信度检测框阈值设置的合理性及对整体性能的

影响，设计了检测阈值敏感性实验。表 1 和表 2 分

别展示了不同高（H）、低（L）置信度阈值设置下，本

文方法在MOT17和MOT20数据集上的性能表现。

在MOT17数据集上的实验表明，当高置信度阈

值H设置为0.6，低置信度阈值L设置为0.2时，整体性

能最优，IDF1和 MOTA分别达到 80.8%和 80.3%，身

份切换次数（IDS）降低至 993，MT 提升至 53.9%，ML

图5　虚拟轨迹模块示意图
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降低至20.0%，各项关键指标均取得了均衡表现。进

一步观察发现，H设置过低（0.5）时，虽然部分检测框

信息被引入，但由于质量不高，导致关联准确性下降，

IDS 和 ML 均有不同程度上升；而H过高（0.7）则显

著限制了检测框信息的利用，尤其当 L=0.1时，IDS
高达 1 893，系统身份切换频繁，稳定性大幅下降。

同时，低置信度阈值方面，L=0.2能有效挖掘有价值

的低置信度检测信息，避免噪声干扰，整体性能最

优。因此，合理的检测阈值配置（H=0.6，L=0.2）对于

平衡检测框信息利用与系统稳定性具有重要作用。

在MOT20数据集上的实验表明，设置H=0.6，L=
0.2时，系统整体性能最佳，其中 IDF1和MOTA分别达

到78.7%和77.3%，IDS降低至783，MT提高至70.4%，

ML降至10.1%，在多个关键指标上均优于其他参数组

合。对比其他设置，H=0.5时，系统关联准确性下降，

IDS增多，ML升高，稳定性较差；而H=0.7虽在部分指

标上有所改善，但整体 IDS水平偏高，系统易出现身份

切换，跟踪连贯性不足。低置信度阈值方面，L=0.2同

样展现了最佳平衡效果，能够在有效利用低置信度

检测信息的同时抑制噪声干扰，整体跟踪性能提升

明显。该组实验进一步验证了合理的检测阈值选择

对多目标跟踪系统性能的显著影响，也体现了所提

二次关联模块在不同场景下的稳定性与适应性。

3. 4　消融实验分析

本文研究内容主要包括二次关联模块、互相关

注意力模块和虚拟轨迹模块。将提出的研究内容

进行整合，构成完整的网络模型，并对每个模块进

行消融实验，结果如表3所示。

实验结果显示，相较于基线模型FairMOT，各模

块的性能贡献如下：二次关联模块（SFSA）在低置信

度目标检测恢复上表现突出，使 IDF1 提升 3.3%、

MOTA 提升 1.7%（第 1 行 vs 第 2 行）；互相关注意力

模块（MCAT）带来 IDF1指标 4.3%、MOTA指标 1.7%
的提升（第 1行 vs第 3行）；虚拟轨迹模块（MTCT）显

著提升 IDF1 约 3.2%、MOTA 约 2.4%（第 1 行 vs 第 4
行）。此外，本文完整网络较基线在 IDF1指标提升

8.5%、MOTA指标提升 6.6%（第 1行 vs第 8行），且其

他指标亦有优化。这表明所提方法在优化数据关

联匹配及提升长时间遮挡场景下的多目标跟踪性

能方面成效显著。

实验数据显示，不使用模块时FPS为 25.9，引入

全部模块后 FPS 为 24.8，虽有下降，但降幅小于预

期。这主要是因为：

（1）特征提取部分在多模块间共享，避免了重

复卷积计算；

（2）数据关联操作中部分矩阵可复用，减少了

冗余运算和内存开销；

（3）模块间融合操作经过算子优化，使部分额

外计算被抵消。

需要说明的是，实验中各模块对实时性的影响

会因硬件环境与并行度配置的不同而有所差异。

总体而言，多模块联合使用时的“共享复用机制”有

效减轻了额外计算负担，使系统在性能提升的同时

仍能保持较优的实时性，尽管 FPS 略有下降，但整

体开销仍处于可控范围。

另一方面，尽管虚拟轨迹模块（MTCT）在多数

表2　不同阈值选取实验（MOT20数据集）

H

0.5
0.5
0.5
0.6
0.6
0.6
0.7
0.7
0.7

L

0.1
0.2
0.3
0.1
0.2
0.3
0.1
0.2
0.3

IDF1/%
75.3
78.2
76.1
77.2
78.7
78.6
77.1
78.5
77.5

MOTA/%
74.9
76.6
75.6
76.2
77.3
76.8
75.4
76.4
75.6

IDS
832
793
921
881
783
821
867
793
861

MT/%
67.8
69.5
68.3
69.6
70.4
69.8
68.8
69.3
67.5

ML/%
13.1
11.5
12.6
11.3
10.1
11.2
12.2
10.2
10.9

FPS
13.9
14.1
14.2
14.2
14.6
14.3
14.5
14.5
14.6

表1　不同阈值选取实验（MOT17数据集）

H

0.5
0.5
0.5
0.6
0.6
0.6
0.7
0.7
0.7

L

0.1
0.2
0.3
0.1
0.2
0.3
0.1
0.2
0.3

IDF1/%
77.3
79.4
78.3
79.6
80.8
78.6
77.2
78.3
77.1

MOTA/%
77.9
78.6
77.3
78.5
80.3
77.4
77.6
79.9
78.6

IDS
1 152
1 031
1 135
1 003
993

1 145
1 893
1 022
1 132

MT/%
44.2
51.8
47.3
52.1
53.9
48.3
50.3
52.6
49.3

ML/%
21.4
20.5
23.2
21.9
20.0
23.6
16.5
20.3
20.6

FPS
24.2
24.6
24.2
23.6
24.8
23.5
24.3
24.3
24.6

表3　不同模块消融实验结果

SFSA

√

√

√
√

MCAT

√

√
√

√

MTCT

√

√
√
√

IDF1/
%

72.3
75.6
76.6
75.5
77.8
76.6
77.2
80.8

MOTA/
%

73.7
75.4
75.4
76.1
78.9
76.4
77.6
80.3

IDS
3 303
2 851
2 964
1 203
2 509
2 160
1 893
993

MT/
%

43.2
49.3
47.3
45.9
50.6
48.3
50.3
53.9

ML/
%

17.3
17.3
14.6
16.0
15.9
17.0
16.5
20.0

FPS
25.9
25.2
24.2
23.6
22.3
23.5
24.3
24.8
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测试条件下有效提升了遮挡场景的轨迹连续性与

跟踪鲁棒性，但在极端遮挡或检测严重缺失时，仍

会因虚假重识别引发误关联问题，进而影响 ML 指

标表现。针对这一不足，后续工作将引入更强的外

观表征模型与时序关系建模策略，以进一步提升遮

挡环境下的跟踪鲁棒性与准确性。

3. 5　与现有方法比较

为证明所提方法的有效性，与现有的先进多目

标跟踪方法进行对比实验。表 2和表 3分别展示了

所提方法与其他先进方法在 MOT17 数据集和

MOT20数据集上的实验对比数据。

表 4展示了MTCT网络模型在MOT17数据集的

官方挑战中与其他先进方法的对比实验结果。本文

MTCT方法是以FairMOT为基线进行实验评估，MTCT
在 IDF1和MOTA指标上分别取得 80.8%和 80.3%的

跟踪准确度，相较于基线算法提升了8.5%和6.6%，同

时在 IDS及其他指标上均有不同幅度的提升。这说明

该算法在目标检测和跟踪任务中，能够克服极端遮

挡条件下因图像缺失有效的特征信息而导致的目标

定位失败问题，填充轨迹间隙，保持轨迹的连续性。

表 5显示，在人群更密集、更侧重复杂拥挤场景

多目标跟踪的 MOT20数据集官方挑战中，MTCT 网

络模型的表现优于其他先进方法。其 IDF1和MOTA
指标分别达 78.7%和 77.3%，较基线FairMOT分别提

升了11.4%和15.5%，表明在目标身份保持与整体跟

踪准确性上优势显著。这得益于二次关联模块有效

利用低置信度检测框以提升检测完整性，以及互相

关注意力模块缓解特征竞争、增强判别能力；同时，

IDS等其他指标也较基线有不同程度提升。由此可

见，本文针对极端遮挡下因图像特征信息缺失导致

目标定位失败而提出的MTCT是有效的，能在密集遮

挡场景中保持轨迹连续性。不过，ML和FPS指标与

其他方法仍有差距，下文将具体分析原因。

ML指标略高问题：观察发现，在极端遮挡或目

标长时间消失的场景下，虚拟轨迹模块虽一定程度

缓解了轨迹中断，但在部分情况下存在误关联或延

迟恢复的问题，导致 ML 指标未达到最佳。后续工

作将考虑引入更强的遮挡建模机制，结合场景中上

下文信息，进一步降低目标丢失率。

FPS 下降问题：由于本方法在关联阶段引入了

二次关联与虚拟轨迹模块，整体系统复杂度有所增

加，导致推理速度较部分轻量级方法略有下降。未

来将尝试采用模型剪枝和特征共享机制缓解计算

负担，提升实时性。

为更加直观地展示本文提出的基于互相关注

意力的多目标跟踪方法的有效性，本文给出与基线

算法的可视化对比图以及所提方法在视频序列中

的整体表现，如图 6 和图 7 所示。相同颜色的检测

框代表跟踪目标被成功跟踪且身份标识唯一，意味

着轨迹连续。当目标检测框颜色发生变化时，表示

跟踪目标的身份标识发生跳变，意味着轨迹碎

片化。

如图 6所示，基线算法FairMOT在第 164帧中对

穿蓝色上衣的男士和黑色上衣的女士进行跟踪，在

经历长时间遮挡后，蓝色上衣的男士身份 ID发生了

从 78到 458的跳变，黑色上衣的女士身份 ID发生了

从 188到 47的跳变。但本文方法MTCT维持了蓝色

上衣的男士和穿黑色上衣的女士目标的 ID 标识不

表5　与其他先进方法的比较（MOT20数据集）

方法

CSTrack⁃S［23］

FairMOT［24］

TransCenter［25］

TransTrack［9］

CorrTracker［29］

GSDT［18］

SiamMOT［19］

RealtionTrack［10］

ByteTrack［21］

MotionTrack［16］

FineTrack［22］

FFI_BASE［26］

本文（MTCT）

IDF1/
%

65.0
67.3
49.8
59.4
69.1
67.5
69.1
70.5
75.2
76.5
79.0
77.6
78.7

MOTA/
%

64.2
61.8
61.0
65.0
65.2
67.1
67.1
67.2
77.8
78.0
77.9
78.2
77.3

IDS
3854
5243
4493
3608
5183
3131
—

4243
1223
1165
980
984
783

MT/%
47.4
68.8
48.4
50.1
66.4
53.1
—

62.2
69.2
71.3
70.0
70.2
70.4

ML/%
18.4
7.6

15.5
13.4
8.9

13.2
—

8.9
9.5
9.5
9.5

10.1
10.1

FPS
12.4
13.2
1.0
7.2
8.5
0.9
4.3
2.7

17.5
—

—

—

14.6

表4　与其他先进方法的比较（MOT17数据集）

方法

CorrTracker［29］

PermaTrack［17］

GSDT［18］

SiamMOT［19］

RealtionTrack［10］

TransMOT［20］

ReMOT［12］

ByteTrack［21］

FineTrack［22］

MotionTrack［16］

本文（MTCT）

IDF1/
%

73.6
67.2
66.5
72.3
74.7
75.1
72.0
77.3
79.5
80.1
80.8

MOTA/
%

76.5
73.1
73.2
76.3
73.8
76.7
77.0
80.3
80.0
81.1
80.3

IDS
3 369
3 571
3 891
—

1 374
2 346
2 853
2 196
1 272
1 140
993

MT/%
47.6
42.3
41.7
—

41.7
—

51.7
53.2
51.7
55.5
53.9

ML/%
12.7
19.1
17.5
—

23.2
—

13.8
14.5
17.5
16.7
20.0

FPS
15.6
8.5
0.9

12.8
8.5
9.6
1.8

29.6
—

—

24.8
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变，保证了轨迹的连续性。如图 7 所示，基线算法

FairMOT在第 445帧中对穿黑色衣服的男士进行跟

踪，在经历长时间遮挡后，在第 526帧中将该男士漏

检并将 ID 错误赋给穿白色上衣的男士。但本文方

法 MTCT 维持了穿黑色衣服男士目标的 ID 标识不

变，保证了轨迹的连续性。

4　结束语

本文提出了一个联合检测和特征嵌入的多目标

跟踪方法，设计了二次关联模块，有效解决因信息挖

掘不足引发关联失败问题，从而充分利用检测信息；

提出了互相关注意力模块，以捕获完整信息并实现

任务间特征独立优化，缓解多任务竞争问题；提出了

虚拟轨迹模块，克服长时间遮挡条件下图像中缺失

有效的特征信息而导致的目标定位失败情况，填充

轨迹间隙，保持轨迹的连续性。通过在两个大规模

多目标跟踪数据集上开展的消融实验、与现有先进

方法的全面对比实验和可视化对比分析，验证了本

文方法的有效性。在实际场景中，目标可能存在加

速、减速或非线性轨迹（如行人突然转弯、车辆加速

变道等），此时匀速假设可能带来误差。因此，未来

工作可考虑引入基于多项式回归或神经网络的非线

性轨迹预测方法，以增强虚拟轨迹的普适性。
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