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摘要：随着车载网络对高质量服务和低延迟的需求不断攀升，引入无人机可解决计算与资源失衡

导致的延迟、拥塞等问题，但现行轨迹规划与任务卸载方案在降低能耗、提高实时性上存在不足，

难以适配车载网络数据的动态特性。文中提出 PPO算法，通过优化无人机飞行轨迹、设备关联及

任务卸载比例缓解系统延迟和能耗挑战，构建基于数字孪生的车载网络边缘计算架构，依托

MAPPO算法设计多无人机路径规划算法（MDP‑MAPPO），在动态场景下融合数字孪生与强化学习

优化无人机轨迹。实验表明，该算法在收敛性上优于粒子群优化和A‑star算法，且延迟更低、能耗

更小。
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Abstract： The demand for high-quality services and low latency in vehicular networks is rapidly increas‑
ing. Integrating unmanned aerial vehicles （UAVs） helps resolve latency and congestion caused by compu‑
tational/resource imbalances. Yet existing trajectory planning and task offloading schemes lack effective‑
ness in cutting energy use and boosting real-time responsiveness， struggling to adapt to vehicular net‑
works’ dynamic data. To tackle these challenges， we propose a proximal policy optimization （PPO）- 
based approach， mitigating latency and energy problems by optimizing UAV trajectories， device associa‑
tions， and task offloading ratios. First， we build a digital twin-enabled edge computing architecture for 
such networks. Second， we design a multi-UAV path planning algorithm， named MDP-MAPPO， based 
on the multi-agent PPO （MAPPO） framework. In dynamic scenarios， MDP-MAPPO optimizes UAV tra‑
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jectories via integrating digital twin technology and reinforcement learning. Experimental results show 
that MDP-MAPPO outperforms particle swarm optimization （PSO） and A-star in convergence speed， 
with lower latency and less energy cost.
Keywords： reinforcement learning； vehicular networks； edge computing； path planning； digital twins
智能交通催生了车联网（Internet of Vehicle， 

IoV），它通过融合车车、车与设施及道路通信，提升

安全与效率［1-2］。但随着车辆规模扩大、交通复杂

化，车联网面临数据处理与计算难题：车载应用对

低能耗、低时延、高可靠需求提升，需实时处理海量

数据，却受计算资源限制。

边缘计算将任务迁移至网络边缘节点（而非依

赖远端云端），可降低数据传输时延、缓解云端负

载，是适配 IoV 低时延需求的关键技术。但车辆高

移动性、任务动态分布使边缘计算面临挑战：多源

异构数据聚合难度大，边缘节点与车辆、节点间协

同调度不足，易导致资源分配失衡［3］。针对此问题，

无人机（UAV）凭借高机动性、灵活部署优势，可作

为移动边缘节点补充固定设施覆盖盲区，快速卸载

车载任务并动态规划路径，提升边缘系统响应效率

与覆盖范围［4-5］；已有研究证实，优化无人机轨迹可

降低通信损耗、提升服务性能［6］。此外，数字孪生技

术可构建物理实体（无人机、车辆、边缘节点）实时

虚拟映射，通过实时采集、仿真实现精准监测与前

瞻决策［7-9］，补全无人机-边缘计算协同中“动态场景

感知不足”的短板。为此，本文提出数字孪生驱动

的无人机-车辆协同框架，整合数字孪生、无人机与

边缘计算的核心能力，联合优化无人机路径与任务

卸载比例，实现系统时延与能耗双最小化［10-13］。

针对无人机辅助车载网络，本文聚焦于数字孪

生驱动的计算卸载技术，突破服务质量提升与低时

延保障的瓶颈。

本文核心贡献如下：

（1） 架构创新：构建数字孪生-数据中心总线融

合架构，集成中继、无人机和车辆计算模块，借助总

线实现多设备实时交互，降低通信中断风险。

（2） 算法突破：提出 TwinRL‑PPO 优化计算卸

载，时延较 DDPG 降低 11.6%；设计 MDP‑MAPPO 优

化多无人机路径规划，在大规模场景下其性能优于

TwinRL‑PPO。

（3） 多目标优化：实现“时延-能耗-扩展性”协

同，能耗较PSO降低28%，10辆车场景下MDP‑MAPPO
时延远低于DQN算法。

1　相关工作与背景知识

在无人机辅助车载网络领域，相关研究围绕轨

迹规划、任务卸载和多智能体协同三大核心挑战，

结合边缘计算、数字孪生和强化学习等技术展开，

各方向研究及局限如下：

（1）轨迹规划。Symeonidis等［9］围绕位置感知服

务与移动场景推荐机制开展研究，为移动节点路径

选择和位置关联建模提供了参考，但未面向无人机

辅助车联网场景建立路径规划与任务卸载协同优

化机制。Kumar等［14］以PPO算法优化无人机调度与

飞行参数，性能优于DQN算法，但未考虑车载网络动

态性，车辆变道、突发交通流场景下预优化参数难调

整，路径适应性不足，易出现服务中断或能耗激增。

（2）任务卸载。Tang 等［6］提出数字孪生联邦学

习框架（融合GRU与 SVM），降低碰撞预警任务训练

时延并提高精度，却仅优化单一任务，未考虑多类

型任务并发卸载，也未协同调整无人机轨迹与卸载

比例，多车并发时易资源失衡。Nasir等 ［15］优化 VR
内容传输资源分配，验证联合优化算法优势，但场

景局限强，未覆盖车联网低时延、低功耗任务，也未

考虑传输稳定性，且普适性不足。Liu等［16］用DDQN
调控UAV‑MEC协同系数，实现功耗与时延可控，却

依赖固定调控逻辑，车辆数量与任务突发变化时决

策更新速度较慢，易导致卸载策略失准。Gholipour
等［17］验证 PPO在时延能耗优化中的优势，为卸载策

略提供支撑，但未结合物理实体状态反馈，未引入

数字孪生感知实时状态，算法决策缺乏场景数据支

撑，优化效果偏离需求。

（3）多智能体协同。Zhang 等［18］提出数字孪生

任务提取框架与 5G架构，提升系统稳定性，却未研

究多无人机协同调度，多机服务多区域时易出现覆

盖重叠或覆盖空白的情况。Wu等［19］探索数字孪生

网络应用，为多智能体协同提供架构支撑，但未结

合车联网高动态、高移动性设计专用机制，仅迁移

通用架构，协同效率与实际需求有差距。

上述研究形成技术架构、算法创新到跨域应用

的体系，为本研究奠定基础。本研究聚焦数字孪生、

先进计算架构及 PPO等算法优化应用，探索提升无

人机车载网络性能的多元路径，助力领域突破。
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1. 1　移动边缘计算

移动边缘计算（MEC）将类云服务部署于移动

网络边缘，在用户侧部署计算与存储资源，加速任

务处理、缩短时延，优化物联网等场景体验。MEC
在本地处理数据，减少云端回传，缓解网络拥塞，降

低传输成本，还能强化数据安全，保障离线服务连

续性。MEC依赖无线通信（5G、Wi‑Fi）、虚拟化等核

心技术，其架构含边缘节点、应用平台和管理平台

三大组件。核心特性是数据就近处理以实现低时

延、强化隐私保护，借助先进技术将数据处理推向

用户侧，提升服务效率与网络性能［20-22］。

1. 2　数字孪生

数字孪生利用传感器、历史数据及运行信息构

建物理对象虚拟映射，支持实时监测、性能分析，实

现对象全生命周期数字化仿真，广泛应用于车载

网、物联网等领域。2020年《数字孪生应用白皮书》

明确了其定义、场景及核心挑战［23］。目前主要落地

智能制造，覆盖产品全流程，但设计环节仍有需求

定位等难题，数字孪生为解决这些痛点、提效降本

提供潜在方案［24］。图1为数字孪生基本模型。

1. 3　强化学习

强化学习是机器学习的重要分支，研究智能体

与环境的复杂交互。智能体不依赖静态数据，通过

持续互动探索最大化奖励的策略，形成“行动-反

馈-学习”闭环，包含智能体、环境和状态等基本元

素，如图2所示。

1. 4　车联网（IoV）
车联网（IoV）是物联网重要发展方向，依托无线

射频及识别技术采集车路信息，支撑高效管理、适

配多样场景。其深化可改善驾驶体验、优化交通

流、推动交通智能化，已形成“采集层-网络层-应用

层”架构［25］。
采集层依赖传感器感知实时信息；网络层整合

数据流实现无缝传输；应用层处理数据提供车载服

务。车联网通过多层处理监测，推动交通管理向智

能方案演进［26］。

2　系统模型与问题建模

本文从系统集成与建模角度，分析无人机辅助

车联网的计算卸载技术：车辆在分时隙内随机生成

任务，时隙内无人机静止以优化管理；以数据中心

为原点建立三维坐标系解析空间动态。建模设定

智能体依据自身状态与交互影响决策，优化模型在

多重约束下以最大化受服务车辆数、最小化无人机

能耗为目标［18］。TwinRL‑PPO 算法为卸载率及网络

关系优化提供创新方案，与系统模型融合，借助高

效任务卸载与资源管理突破瓶颈、提升性能［21］。
2. 1　融合数字孪生的5G使能无人机车联网计算卸载

5G为资源密集型、时延敏感型车联网应用提供

解决方案，但设备算力有限，MEC 在动态环境实时

处理仍面临挑战。数字孪生可应对这类挑战。本

文提出以无人机作为 MEC 服务器，承担计算卸载、

减少时延；设计网络架构，引入数字孪生驱动的

TwinRL‑PPO算法优化数据交互，提升系统性能。

2. 2　增强型数字孪生框架

如图 3 所示，该体系采用 OFDMA 技术，实现车

辆任务远程传输至无人机。时间周期T划分为N个

时隙，车辆随机生成任务，部分卸载至无人机，每个

时隙内无人机与车辆相对静止［27］。

图1　数字孪生基本模型

图2　智能体与其环境间的动态交互 图3　数字孪生系统模型
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设定数据中心坐标基准为原点，构建三维笛卡

尔坐标系，旨在精确描述在时隙 n 内无人机 m 的空

间定位，其坐标可描述为

Lm [ n ] = { xm [ n ]，ym [ n ]，H |∀m ∈ U } （1）
在此坐标体系中，xm［n］代表时隙 n时无人机 m

的 x轴坐标，ym［n］代表 y轴坐标，无人机飞行高度保

持固定值H（满足H>0）。车辆 k的坐标可描述为

Lk [ n ] = { xk [ n ]，yk [ n ]，0 | k ∈ V } （2）
针对车辆 k在时隙n产生的计算任务，将其定义

为 Uk［n］=〈Dk［n］，Ck［n］〉。其中，Dk［n］用于量化任

务数据规模，Ck［n］则对应处理该任务每比特数据时

所需消耗的CPU周期数量。基于这两个参数，该任

务的计算量可通过 Dk［n］×Ck［n］计算得到。对于无

人机 m，其同时服务车辆的数量存在上限 ωmax，当实

际服务车辆数超出此限制时，超出部分的任务会被

转移至其他有闲置计算资源的无人机处进行处理。

dmk = H 2 + ( )xm [ n ] - xk [ n ] 2 + ( )ym [ n ] - yk [ n ] 2

（3）
第 k辆车与第m架无人机之间的信道增益可表

示为

hk [ n ] = γ0 d-ϕ
mk （4）

其中，γ0 为固定传输损耗，路径损耗系数 ϕ 固定为

2。此外，提出以下假设：在特定区域内，每辆车辆

周边仅有一架无人机m处于工作状态，因此区间之

间的干扰可忽略不计。而在时隙n内，车辆 k和无人

机m之间的信道系数可表示为

ζk [ n ] = hk [ n ] pk [ n ] （5）
其中，pk [ n ]为车辆 k 与无人机 m 之间的传输功率。

此 时 ，车 辆 k 与 无 人 机 m 之 间 的 信 干 噪 比

（Signal‑to‑Noise and Interference Ratio， SINR）为

SINRk [ n ] = ζk [ n ]
σ2 （6）

其中，σ2 定义为高斯白噪声，小尺度衰落采用瑞利

分布建模。车辆 k 与无人机 m 之间的传输功率

pk［n］可表示为

pk [ n ] = Yk [ n ]
ψ + ψ̂

⋅ 1
Yk [ n ] + 1 （7）

其中，ψ 表示征模值为 1 的确定性视距（LoS）分量，

而 ψ̂ 则表示随机视距分量，Yk［n］定义为瑞利系数。

传输速率，即车辆 k 与无人机 m 之间数据传递的速

率，可通过式（8）予以定量描述。

Rk [ n ] = Bak [ n ] log2 (1 + SINRk [ n ]) （8）
其中，ak [ n ]用于表征时隙 n内车辆 k与无人机 m 的

关联状态（即通信可行性），其取值限定为｛0，1｝：当

ak [ n ]=1时，表示无人机m具备接收车 k所生成计算

任务的功能；当 ak [ n ]=0，则意味着无人机 m拒绝接

收计算任务。对于任意一架无人机 m，其具备向多

辆车辆提供计算卸载的能力；然而，对于任意一辆

车 k，其仅能与单一无人机建立关联。基于上述分

析，无人机m的关联性遵循式（9）：

∑
m = 1

M

ak [ n ] = 1 （9）
无人机 j可协助无人机m进行任务卸载，两者间

的信道增益同式（4）界定的标准一致。因无人机之

间信道模型与“无人机-车辆”通信系统的本质一

致，故信道增益、信干噪比及传输速率的计算方式

均与式（8）相同，具体表达式如下：

djm = ( )xi - xm

2 + ( )yi - ym

2
（10）

hj [ n ] = γ0 d-ϕ
jm （11）

SINR j [ n ] = ζj [ n ]
σ2 （12）

Rj [ n ] = B log2 (1 + SINR j [ n ]) （13）
其中，定义 ζj ［n］=hj［n］pj［n］为时隙 n内无人机 j与无

人机 m 之间的信道系数。pj［n］为无人机 m 向无人

机 j进行功率传输的具体数值。

在时隙n阶段，无人机m和车辆 k各自对应的数

字孪生模型，可分别描述如下：

DTm = { fm [ n ]，f ̂m [ n ]，sm [ n ]，sm [ n + 1]} （14）
DTk = { fk [ n ]，f ̂k [ n ]，sk [ n ]，sk [ n + 1]} （15）

系统数字孪生模型部署于数据中心。车辆发

送任务卸载指令时，无人机传输任务数据至数据中

心，数据中心据此构建无人机与车辆的数字孪生映

射模型，无人机可在该系统共享孪生数据。其中，

fk [ n ]和 sk [ n ]分别表征时隙 n 内无人机 m 与车辆 k

的估计计算能力；f ̂m [ n ]和 f ̂k [ n ]分别反映实际与估

计计算能力的偏离。无人机和车辆计算能力均存

在上限 fmax。sm [ n ]、sk [ n ]及 sm [ n + 1]、sk [ n + 1]分别

表示实时与后续状态。数据中心在模型中部署计

算卸载算法优化车联网性能，且正式实施前可先在

内部训练算法。

为量化任务处理时间开销，定义计算延迟模

型：变量 βk [ n ]（0 ≤ βk [ n ] ≤ 1）描述车辆 k 在时隙 n
的本地计算任务占比，（1 - βk [ n ]）为卸载至关联无
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人机 m 的占比；因无人机计算能力有限，每辆车同

一时隙仅关联一架无人机，可据此定义卸载时的计

算延迟。

T k
m [ n ] = ( )1 - βk [ n ] am

k [ n ] Dk [ n ] Ck [ n ]
fm [ n ] （16）

在时隙 n内，任务实际处理与估计处理间的计算延

迟偏差定义为

ΔT k
m [ n ] = ( )1 - βk [ n ] am

k [ n ] Dk [ n ] Ck [ n ] f ̂m [ n ]
fm [ n ] ( )fm [ n ] - f ̂m [ n ]

（17）
因此，时隙 n内车辆 k卸载至无人机m的任务，其实

际计算延迟可表示为

T kcom [ n ] = T k
m [ n ] + ΔT k

m [ n ] （18）
类似式（16），车辆 k 本地处理任务的计算延

迟为

Tk [ n ] = βk [ n ] Dk [ n ] Ck [ n ]
fk [ n ] （19）

针对本地任务处理，计算延迟偏差如式（20）所示：

ΔTk [ n ] = βk [ n ] Dk [ n ] Ck [ n ] f ̂k [ n ]
fk [ n ] ( )fk [ n ] - f ̂k [ n ] （20）

因此，结合式（19）与式（20），车辆 k的总计算延迟为

T kcom [ n ] = Tk [ n ] + ΔTk [ n ] （21）
最后，结合式（16）与式（21），时隙 n内系统总的

车辆最大计算时延（因为本地计算并行）为

Tcom，total [ n ] = maxk ∈ {1，2，…，K }{ αk [ n ] ⋅ Tcom，off [ n ] +
}( )1 - αk [ n ] ⋅ Tcom，loc [ n ] （22）

车辆本地计算由独立车载单元执行，可并行处

理，系统总计算时延由本地计算最长的车辆决定；

卸载任务因共享无人机资源，需串行累加时延。在

时隙n内，车辆 k卸载至无人机m的任务的传输延迟

定义为

T k，mtrans [ n ] = ( )1 - βk [ n ] am
k [ n ] Dk [ n ]

Rk
m [ n ] （23）

定义无人机 m 上传至数据中心的计算任务信

息大小为D inf [ n ]，对应的延迟为

T m，Otrans [ n ] = D inf [ n ]
Rm [ n ] （24）

当卸载至无人机 m 的车辆数量超过其最大负

载容量ωmax时，过剩负载会被卸载至其他无人机（如

无人机 j），由此产生的迁移延迟定义为

Tmig (k，m，j，t ) [ n ] = O (k，m，j，t ) [ n ]
P (m，j ) [ n ] +

θ (m，j )T re + θ ( j，m )T re （25）
最后，系统的总延迟为

T = ∑
n = 1

N ( )Tcom [ n ] + T trans [ n ] （26）
2. 2. 1 问题优化

本文旨在优化无人机与车辆关联性、任务卸载

比例及计算性能，最小化系统总延迟，优化问题表

述为

min
E，L，F

T （27）
s.t. C1：am

k [ n ] ∈ { 0，1}，定义车辆与无人机关联

关系；

      C2：∑
m = 1

M

am
k [ n ] = 1，确保每车仅关联一架无

人机；

      C3：0 ≤ βk [ n ] ≤ 1，限制任务卸载比例范围；

      C4：∑
k = 1

K

am
k [ n ] ≤ ωmax，控制单架无人机服务

车辆数；

      C5：fm［n］ ≤ fmax，约束无人机计算能力。

上述约束是构建车联网-无人机协同系统模型

的基础规则。

2. 3　基于数字孪生技术的多目标无人机路径规划

本文开发数字孪生辅助的无人机-车载边缘计

算系统，聚焦无人机路径规划，为多车服务时最小

化系统时延与能耗。构建能耗与时延数学模型，优

化无人机轨迹以提升性能，将问题转化为多智能体

马尔可夫决策过程（MDP）模型。

（1） 协同多无人机系统：支持无人机同时服务

更多用户，设安全距离约束并惩罚违规。

（2） 基于 MDP‑MAPPO 的路径规划：提出新型

算法，训练中支持无人机之间及与车辆通信，以支

撑数字孪生构建；实验显示其性能优于 MADDPG、

A‑star和PSO算法，验证有效性［28］。

如图 4所示，在地面应用场景中，K台车辆的计

算任务通过无人机的边缘计算服务器得以卸载和

执行。定义无人机集合为U={1，2，…，M}（其中m∈U
标识单架无人机），车辆集合为C={1，2，…，K}（其中

k∈C对应单辆车）。车辆部署位置具备随机性特征，

其空间位置可通过三维坐标进行量化描述，具体形

式为

Lk = ( xk，yk，0) （28）
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无人机飞行周期被划分为NT个等间隔时隙，时

隙索引集合记为 T = {1,2,…,NT}。因数据中心与车

辆直连延迟高，系统不采用该模式。每个时隙内，

无人机根据环境动态调整飞行策略（方向、角度、卸

载比例），时隙结束后悬停，与邻近车辆通信并卸载

任务。M 台无人机连满后，剩余（K‑M）辆车本地计

算；无人机持续服务已连车辆至电量临界值，飞行

周期结束。初始 t=0 时，无人机在预设位置初始化

等待服务。

在时间间隔 t 内，无人机 m 需根据实际情况动

态调整飞行角度与距离，实现从当前空间坐标向目

标位置转移，此过程需满足如下约束条件：

0 ≤ αm [ t ] ≤ 2π （29）
0 ≤ dm [ t ] ≤ dmax （30）

其中，dmax为无人机所能达到的最大飞行距离。设定

无人机在飞行过程中其高度维持在 H这一特定值，

则无人机m在时隙 t时的空间坐标可表示为

Lm [ t ] = ( xm [ t ]，ym [ t ]，H ) （31）
无人机m的横、纵坐标分别为

xm [ t ] = xm [ 0 ] + ∑
n = 0

t

dm[ ]n cos ( αm[ ]n ) （32）
ym [ t ] = ym [ 0 ] + ∑

n = 0

t

dm[ ]n sin ( αm[ ]n ) （33）
其中，xmax和 ymax为坐标的边界值。受服务覆盖区域

的限制，无人机的实时位置需满足如下空间范围

约束：

0 ≤ xm [ t ] ≤ xmax，∀m ∈ U，t ∈ T （34）
0 ≤ ym [ t ] ≤ ymax，∀m ∈ U，t ∈ T （35）

在时隙 t时，无人机m与车辆 k之间的信道增益

表示为

gk [ t ] = β0distk [ t ]2 （36）
其中，β0 为 1 m处信道增益，无人机 m与车辆 k通信

时，k上传任务数据，回传数据量小，延迟可忽略，时

隙 t内 k向m传输速率的表达式为

Rm，k [ t ] = B log2(1 + Pk [ t ] gk [ t ]
σ2 ) （37）

其中，Pk [ t ]表示车辆 k 在上传数据时的发射功率，

σ2 代表高斯白噪声的功率谱密度。车辆 k 在时隙 t
内向无人机m卸载的总数据量为

Sm [ t ] = μk [ t ] Dm （38）
其中，μk [ t ]为时隙 t内车辆 k向无人机m的任务卸载

比例，Dm为每个任务的比特数。无人机采用贪心策

略确定服务对象：优先为距离最近的车辆提供计算

卸载服务，若不满足服务条件则选择次近车辆，依

此类推。通过二进制变量表征时隙 t 内的服务决

策，具体关联规则如下：

ak [ t ] =
ì

í

î

ïïïï

ïïïï

1  ∑
n = 0

t - 1
ak [ n ] < M 或 ∑

n = 0

t - 1
ak [ n ] ≥ M

0 其他

（39）

对于单个时隙，则有

ak [ t ] ≤ 1，∀k ∈ C，∀t ∈ T （40）
对于单个时隙内每个用户的服务总次数，则有

M ≤ ∑
n = 0

t

ak[ ]n ≤ 2M，∀k ∈ C （41）
无人机全飞行周期受能耗约束，时隙能耗含飞

行、悬停、计算处理及传输能耗，延迟指标涉计算、

位移、传输延迟，因建立数字孪生模型，最大算力限

制为 fmax，可构建对应模型。在此前提下，无人机 m
与车辆 k的数字孪生模型可表示为

DTm [ t ] = { fm [ t ]，f ̂m [ t ]} （42）
DTk [ t ] = { fk [ t ]，f ̂k [ t ]} （43）

其中，fm [ t ]和 fk [ t ]分别代表在时隙 t时，存储于数字

孪生模型中的无人机 m 与车辆 k 的估计计算能力；

f ̂m [ t ]和 f ̂k [ t ]分别表示无人机m与车辆 k实际计算能

力和数字孪生模型中存储的估计计算能力之间的

偏差。

考虑到无人机在同一飞行高度作业时存在碰

撞风险，需引入距离约束条件以规避碰撞情况。无

人机m与无人机 j之间的空间距离可表示为

dm，j ≤ dmax （44）
其中，dmax为无人机间需保持的最低安全间距。若预

设无人机飞行过程中间距恒定，则无人机m在时隙 t
内所产生的飞行延迟为

图4　无人机辅助的车载边缘计算（VEC）数字孪生模型
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t fly [ t ] = Dm [ t ] - Dm [ t - 1]
vm [ t ] （45）

其中，Dm [ t ] 为无人机 m 在时隙 t 内的飞行距离，

vm [ t ]为无人机 m 的飞行速度。无人机 m 从当前位

置飞行至下一位置过程中所消耗的能量可表示为

E fly1 [ t ] = 0.5Mm t fly v2
m ( t ) （46）

其中，Mm 为无人机m的质量。无人机从悬停状态转

为飞行状态时所消耗的能量为

E fly2 = κ1 v3
m [ t ] + κ2 a2

m

vm [ t ] g2 (1 + g
am ) （47）

其中，κ1 和 κ2 为常数，am 为无人机的加速度，g为重

力加速度。因此，无人机的总飞行能量为

E fly = E fly1 + E fly2 （48）
当无人机抵达当前位置后，将进入悬停状态并

与用户建立通信连接，从而执行任务卸载操作。在

此情形下，无人机 m 的计算延迟与传输延迟可表

示为

tcom = Sk [ t ]
fm [ t ] （49）

T̂com = Sk [ t ] f ̂m [ t ]
fm [ t ] ( )fm [ t ] - f ̂m [ t ] （50）

T trans = Sm [ t ]
Rk，m [ t ] （51）

由于无人机实体与数字孪生体之间存在建模

误差，导致孪生体无法准确映射无人机的真实运行

状态。无人机 m 的实际计算时间与估计计算时间

之间的延迟误差如式（51）所示。

假定各车辆节点于时刻 t 产生固定数据量，则

无人机m在该时刻处理数据所耗费的能量为

Ecom = γmCSm [ t ] ( fm [ t ] - f ̂m [ t ]) 2
（52）

其中，γm 为无人机m的有效开关电容，C为无人机m

处理每比特数据所必需的 CPU 周期数。在无人机

处于悬停状态时，会向车辆传输数据，若设定传输

功率为Pm，则时刻 t的传输能耗可表示为

E trans [ t ] = PmT trans （53）
无人机m在时刻 t内的总能耗为

Em [ t ] = E fly [ t ] + Ecom [ t ] + E trans [ t ] （54）
无人机m在时刻 t内的总延迟可表示为

Tm [ t ] = Tcom [ t ] + T trans [ t ] + T fly [ t ] + T̂com [ t ]
（55）

因此，总能耗和总延迟为

Eall = ∑
n = 0

t ∑
i = 0

n

En [ i ] （56）

Tall = ∑
n = 0

t ∑
i = 0

n

Tn [ i ] （57）
在数字孪生辅助的多无人机车载边缘计算场景

中，本文以最小化系统能耗与延迟为目标，通过优化

无人机飞行轨迹 L = { xm [ t ]，ym [ t ] | m ∈ U，t ∈ T }
及计算功率分配 F = { fm [ t ] | m ∈ U，t ∈ T }实现该

目标，优化问题具体描述如下：

min ( ξEall + ηTall ) （58）
s.t. C1：0 ≤ xm［t］ ≤ xmax
      C2：0 ≤ ym［t］ ≤ ymax
      C3：dm，o ≤ dmax

      C4：若 ∑
n = 0

t - 1
ak [ n ] < M 或 ∑

n = 0

t - 1
ak [ n ] ≥ M 且

μk [ t ] > ωmax，则ak［t］ = 1
      C5：对于∀k ∈ C以及∀t ∈ T，ak［t］ ≤ 1
      C6：fm［t］ ≤ fmax

其中，ξ和η分别为能耗和延迟的平衡因子。

3　所提算法和仿真

5G 无人机车联网卸载系统仿真模型，集成数字

孪生技术以评估性能提升。通过构建车联网与无

人机数字孪生模型，模拟实时数据处理，监测优化。

针对不同条件测试，展示新技术提升计算效率、支

持动态应用的能力。所提算法解决多目标路径规

划难题，借助数字孪生动态优化轨迹，平衡能耗与

延迟，验证其作为可扩展实时方案的有效性。

3. 1　基于近端策略优化的强化学习数字孪生

（TwinRL‑PPO）算法

式（27）的优化问题涉及无人机-车辆网络的计

算与传输延迟挑战。传统凸优化方法在参数变化

时效率低；强化学习 Actor‑Critic 算法虽灵活高效，

但收敛性受信息误差影响。

本文提出 TwinRL‑PPO 算法，在数字孪生增强

的多无人机系统数据中心实现。该算法通过数字

化网络、优化卸载关系减少延迟，且适应虚实误差

更优［22］。为适配复杂环境，将问题建模为 MDP，基
于DADO算法构建含状态空间等设置的方案。

（1） 状态空间。决策时刻 n，数据中心数字孪

生模型状态空间含车辆待处理任务集D［n］，信道增

益hm［n］，无人机剩余可连接数定义如下：

S = {D [ n ]，hm [ n ]，hm [ n ]，ωmax -
∑ak [ n ] |∀m ∈ U，∀k ∈ V } （59）

（2） 动作空间。时隙 n 为最小化延迟，优化任

93



南京邮电大学学报（自然科学版） 2026 年
务分配比例 βk [ n ]、连接关联关系 ak [ n ]以及计算资

源配置 f [ n ]，形式化为

A = { βk [ n ]，ak [ n ]，f [ n ] |∀m ∈ U，∀k ∈ V } （60）
（3） 奖励函数。决策间隔内依据状态与操作反

馈奖励，以降低延迟为目标，奖励函数的具体形式

如式（61）所示：

r ( s， a ) = -T （61）
优化计算、传输等约束，用 TwinRL‑PPO 算法联

合训练关联与卸载比例，数学表达如下：

min T （62）
受约束于 C4 中的条件，TwinRL‑PPO 算法用裁剪技

术修改旧策略 θold：

r (θ ) = πθ ( )at| st

πθold ( )at| st

（63）
TwinRL‑PPO 的优化核心在于构建替代优化目

标。该目标不直接针对新策略 θnew 进行优化，而是

对其性能下界实施优化。这一优化过程被称为保

守策略迭代（CPI），其对应的优化目标函数即为CPI
函数。

LCPI (θ ) = E [ πθ ( st，at ) Aπθ
( s，a ) ] = E [ rAπθ

( s，a ) ]
（64）

通过训练，使系统延迟最小化，fm［n］和 fk［n］分

别为无人机m和车辆 k的计算能力。

在算法 1 中，TwinRL‑PPO 模型中的演员-评论

家（Actor‑Critic）网络由全连接层构成：定义 La与 Lb

分别为演员网络及评论家网络所包含的层数，其中

Na为演员网络在其 La层内的神经元数量，而Nb为评

论家网络在其 Lb层内的神经元数量。在 La层中演员

网络的计算复杂度评估如下：

O ( N 2
a ) （65）

演员网络的整体计算复杂度可表示为

O (∑i = 1

Ia

N Ia
a ) （66）

在算法 1中，计算主要涉及对行动者（Actor）网

络和评论者（Critic）网络的更新。该算法的计算复

杂度可表示为

O (M ⋅ N ⋅ U
é

ë
ê
êê
êd ⋅ ∑

i = 1

Ia - 2
NIa - 1 NIa

+ ∑
i = 1

Ic - 1
NIc - 1 NIc

ù

û
ú
úú
ú )
（67）

算法 1 基于 TwinRL‑PPO 的计算卸载优化

算法

输入：无人机计算能力 fm［n］和车辆计算能力 fk［n］

输出：系统时延T

1. 初始化：Actor 网络参数 θActor、Critic 网络参数 θCritic、训练回合

数 episode∈｛1，2，…，100｝、最大时间步长1 000
2. 对于每个回合 episode∈｛1，2，…，100｝：

3. 初始化状态S

4. 对于每个时间步 step=1到1 000：
5. 基于状态S获取动作A

6. 使用式（21）和式（23）计算系统的计算时延 Tcom［n］和传输时

延Ttrans［n］

7. 使用式（26）计算系统总时延T

8. 使用式（61）计算奖励 r

9. 更新状态S

10. 更新 Actor 网络参数 θActor=θActornew 和 Critic 网络参数 θCritic= 
 θCriticnew

11. 结束时间步循环

12. 结束回合循环

13. 使用式（26）计算系统总时延T

本文构建基于无人机的车载边缘计算系统，含

2 架无人机和 4 辆随机分布车辆。车辆数据量为

4.5~5 kbit，传输带宽为 2 MHz，神经网络含 3个隐藏

层［25］。用 Python 及 PyTorch 进行仿真，场景为无人

机服务 100 m×100 m区域内的 4辆车，参数如表 1所

示 。 通 过 与 DDPG、A2C 算 法 对 比 ，验 证

TwinRL‑PPO算法的优越性。

如图 5 所示，在 2 架无人机服务 4 辆车的场景

中，对 TwinRL‑PPO 与 A2C 算法的训练过程进行比

较。TwinRL‑PPO 在训练过程中获得了更高且较为

稳定的累计奖励，表明其在该实验设置下具有较好

的策略学习能力和训练稳定性。该优势主要得益

于裁剪目标函数对新旧策略更新幅度的约束，从而

降低了训练过程中的策略波动。

表1　系统参数

符号

M

K

Dk［n］/kbit
L/s

Pk［n］/W
B/MHz

Pm［n］/mW
h/m

fmax/mW
N0/（dBm·Hz-1）

含义

无人机数量

车辆数量

时隙n内车辆 k产生的任务量

每个时隙内无人机悬停时长

时隙 n内车辆 k与无人机 m 之间的通

信功率

信道带宽

时隙 n内无人机m与数据中心O之间

的通信功率

无人机飞行高度

无人机最大计算能力

噪声功率谱密度

默认值

2
4

4.5~5
2
2
2
3

100
5 000
-174
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在数字孪生误码率为 5%的条件下，图 6给出了

TwinRL‑PPO、A2C 和 DDPG 算法在不同发射功率及

无人机数量设置下的平均时延。随着发射功率由

0.05 W逐步增加，各实验组的平均时延总体呈下降

趋势，说明提高传输功率能够在一定程度上缩短任

务传输时间。不同算法和无人机数量设置下的时

延变化存在差异，其具体性能应依据相同功率和相

同场景条件下的原始仿真结果进行比较。表 2 表

明，无人机数量对系统时延的影响具有明显的算法

依赖性。当无人机数量由 2 架增加至 4 架时，

TwinRL‑PPO和A2C算法的系统时延分别由 4.02 ms
和 4.05 ms增加至 5.01 ms和 4.90 ms，说明多无人机

环境中的状态交换、协同决策和通信管理开销可能

抵消负载分散所带来的收益；DDPG 的系统时延则

由 3.60 ms 降低至 3.30 ms，表明其在当前实验参数

下能够从增加的无人机资源中获得一定收益。因

此，增加无人机数量并不必然降低系统时延，其实

际效果取决于算法的协同机制、任务分配策略及额

外通信开销。

图 7分析任务规模及数字孪生误码率对时延的

影响，所提卸载方法性能优于DDPG：任务规模固定

时，误码率与时延正相关；误码率恒定时，任务规模

增大时延增加［28］。表 3 给出了不同任务量条件下

TwinRL‑PPO、DDPG 和 A2C 算法的系统时延。当任

务量为 4.5~5 kbit 时，TwinRL‑PPO 的系统时延为

6.49 ms，DDPG 的系统时延为 7.35 ms，TwinRL‑PPO
较 DDPG 降低约 11.7%；当任务量为 8.5~9 kbit 时，

TwinRL‑PPO 的系统时延为 10.00 ms，A2C 的系统时

延为 10.59 ms，TwinRL‑PPO较A2C降低约 5.6%。结

果表明，随着任务量增加，各算法的系统时延均有

所上升，而 TwinRL‑PPO 在所测试的两组任务规模

下表现出一定的时延优势。

当任务量增至Mbit级时，单智能体算法因无法

协同多设备分担负载，触发计算与传输资源瓶颈，

时延急剧上升；所提方法借助数字孪生全局协同与

任务拆分突破瓶颈，时延优势随任务量增大而扩

大，更适配车联网需求。

所提算法性能优势源于两方面：（1）数字孪生

实时提供环境状态（车辆任务分布、无人机负载），使

RL智能体决策无需依赖历史数据，降低环境不确定

表3　不同任务量与算法对应的时延情况

任务量均值/kbit
4.5~5
8.5~9

算法

TwinRL‑PPO算法/DDPG算法

TwinRL‑PPO算法/A2C 算法

时延/ms
6.49/7.35

10.00/10.59

图5　TwinRL‑PPO算法与A2C算法的收敛性对比

图7　不同任务规模下数字孪生误码率对系统时延的影响

（2架无人机、4辆车）

表2　不同无人机数量与算法对应的时延

无人机数量/算法

2架/TwinRL‑PPO算法

4架/TwinRL‑PPO算法

2架/A2C算法

4架/A2C算法

2架/DDPG算法

4架/DDPG算法

时延/ms
4.02
5.01
4.05
4.90
3.60
3.30

图6　不同功率水平下各算法的平均时延
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性导致的次优决策；（2）保守策略迭代（式（64））
限制新老策略偏差，避免数字孪生估计误差导致的策

略震荡，图5表明，TwinRL‑PPO在训练过程中获得了

高于A2C的累计奖励，并表现出较好的训练稳定性。

图8对比DQN［29］、A2C［28］、DDPG［27］、TwinRL‑PPO
及MDP‑MAPPO共 5种算法的迭代平均奖励。MDP‑ 
MAPPO平均奖励高于其他算法，性能更优。其他算

法收敛到固定奖励时，MDP‑MAPPO 全程维持更高

平均奖励。这源于其保守特性：平衡当前与先前策

略，生成接近旧策略的新策略，带来更稳定的高奖

励，因此性能更优［26］。

图 9 显示，随车辆数量增加，MDP‑MAPPO、

TwinRL‑PPO等 5种算法时延均上升。MDP‑MAPPO
在车辆数量增多后表现出更平缓的时延增长趋势，

体现出较好的扩展性；DQN在小规模车辆场景下具

有较低时延，但随着车辆数量增加，其时延增长更

明显。TwinRL‑PPO与DDPG表现相近，10辆车时分

别约 11、10 ms；A2C增长平稳，终值近10 ms，略优于

前两者但不及 MDP‑MAPPO。MDP‑MAPPO 在多车

辆场景优势显著［30］。表 4进一步说明了本文算法在

大规模场景下的优势。

3. 2　基 于 MAPPO 的 多 无 人 机 路 径 规 划

（MDP‑MAPPO）
针对连续动作空间下多无人机路径规划难题，

因单无人机服务范围有限及单时隙单用户模式不

足，本文提出MDP‑MAPPO算法，求解式（58）优化问

题，将其转化为马尔可夫决策过程以最小化能耗和

时延，定义了状态空间。

s = { Lk [ t ]，μm [ t ]，Em }，m ∈ U，k ∈ C，t ∈ T （68）
其中，状态空间包含车辆坐标、任务请求以及无人

机能耗。动作空间定义如下：

a = { xm [ t ]，ym [ t ]，αm [ t ]，dm [ t ]，fm [ t ]}，
m ∈ U，k ∈ C，t ∈ T （69）

该优化框架的动作空间含无人机水平/垂直坐

标、飞行角度、飞行距离及计算功率，构成完整决策

维度。奖励与能耗、时延相关，无人机碰撞则施加

惩罚，奖励 r表示为

r = -( ξ1 Eall + ξ2Tall ) +  penalty ( t ) （70）
惩罚函数定义如下：

 penalty ( t ) =
ì

í

î

ïïïï

ï
ïï
ï

-500  x ∉ [ ]0，xmax  或 y ∉ [ ]0，ymax
-1 000  ∃j ≠ m，dj，m ≤ dmax
0 其他

（71）
传统强化学习方法在单智能体环境表现佳，多

智能体场景则受限：Q学习难用全局信息，协同决策

弱；策略梯度因动作耦合，收敛难、更新不稳，难以

优化联合策略。

图 10展示演员-评论家强化学习框架：智能体

执行动作、接收状态与奖励，更新策略并与环境交

互。演员依据策略生成动作，评论家借助价值函数

V（s）与优势函数评估动作优势，改进决策。训练时，

车辆智能体共享集中式评论家网络评估动作价值，

DAOA算法用LClip损失函数计算参数并更新梯度；

执行阶段，智能体依据自身状态选动作，隐式考虑

其他智能体影响［27］。多无人机路径规划在此基础

上引入MDP‑MAPPO框架，如算法2所示。

算法 2　基于 MDP‑MAPPO 的多无人机路径规

划算法

表4　大规模场景下不同算法的时延对比

UAV数量/
车辆数量

5/25
10/50

时延/ms
MDP‑MAPPO

12.3
18.7

TwinRL‑PPO
13.5
20.1

DDPG
15.2
23.5

A2C
16.8
25.3

DQN
17.5
26.8

图8　不同算法的平均奖励

图9　车辆不同数量对算法的影响
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输入：无人机神经网络参数Nm，NO，Θm，ΘO；算法迭代次数 episo‑
dea

输出：无人机路径

1.初始化：环境状态 s0；无人机计算能力 fM［n］；策略 π ( Nm )；价
值函数Q（s， a1， a2，…， aM|Θm）

2.对于 episode∈｛1， 2，…， episodea｝，执行以下操作：

3.初始化状态 s0

4.对于 t∈｛1，2，…，M｝，执行以下操作：

5.使用式（54）和式（55）计算时刻 t系统的时延和能耗

6.使用式（56）和式（57）计算总时延和总能耗

7.使用式（70）计算系统奖励

8.结束循环（针对 t的循环）

9.更新状态 s′
10.更新神经网络参数：

  Θ′m = τΘm + (1 - τ )Θ′m
  Θ′O = τΘO + (1 - τ )Θ′O
11.结束循环（针对 episode的循环）

12.输出无人机路径

本 节 使 用 Python 搭 建 仿 真 平 台 评 估

MDP‑MAPPO 算法，系统模型如图 4 所示，最大发

射功率为 30 W。训练含 1 000 轮迭代，演员-评论

家网络为三层全连接，两个隐藏层各有 256 个神经

元，用 ReLU 激活与 Adam 优化，经验回放缓冲区初

始填充 25 600 条样本［31］。相较于 A‑star、DQN 等算

法在能耗、时延及路径规划上，图 11呈现性能差异

以证有效性。

图 11 显示，当功率在 10~90 W 变化时，MDP‑ 
MAPPO 等 6 种 算 法 能 耗 均 增 加 但 增 速 不 同 。

MDP‑MAPPO能耗最高，低功率约270 J，随功率急剧

上升；TwinRL‑PPO 紧随其后，高功率时略低。PSO
能耗适度增长，起始近 250 J；A‑star增长更稳，能效

更高。DDPG和DQN能效最优，DDPG 起始约230 J，
两者高功率时能耗增长极小，适配能效严苛

场景［27，29，32‑33］。
总之，MDP‑MAPPO和TwinRL‑PPO 在时延优化

上表现突出，但能耗相对较高；而在不同功率水平

下，DDPG 和 DQN 展现出更优的能源效率。能耗方

面的差异凸显了每种算法在特定能源约束下的适

用性，对于能源敏感的应用场景，DDPG和DQN是最

佳选择［34］。
如图 12 显示，随着数字孪生误差率升高，各算

法能耗均呈上升趋势。MDP‑MAPPO 在时延控制、

平均奖励稳定性和路径规划效果方面具有优势，但

由于多智能体协同和动态决策带来额外计算与通

信开销，其绝对能耗并非始终最低，体现出时延优

化与能耗消耗之间的权衡关系。

如图 13 所示，MDP‑MAPPO 算法在无人机相对

飞行长度上优于 TwinRL‑PPO、DDPG等算法。统一

图12　数字孪生（DT）误差大小对能耗的影响

图10　演员-评论家（Actor‑Critic）强化学习框架

图13　不同算法下无人机的相对路径长度图11　系统能耗与边缘计算无人机计算能力的关系
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参数下，其飞行长度平均降低 28%~35%，体现路径

规划优势，能减少飞行距离，降低系统能耗，助力节

能增效。

4　结束语

本文探索无人机在车载网络的集成应用，借助

数字孪生技术和 TwinRL‑PPO 算法优化性能。数字

孪生强化实时决策，TwinRL‑PPO 优化无人机轨迹

等，在降低时延、能耗及提升收敛速度上优于传统

方法，凸显多指标处理重要性，为车载网络提供系

统优化策略，未来进一步研究以提升应用能力。
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