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融合统计特征与CNN的WiFi人数识别方法

张载龙，吴 宇

（南京邮电大学 物联网学院，江苏 南京 210003）

摘要：为了提升多人场景下的人员数量识别精度，提出了一种基于信道状态信息（Channel State In‑
formation， CSI）统计特征（Statistical Feature， SF）与卷积特征的门控融合模型。首先，从原始 WiFi 
CSI中构建 12个与人员数量变化密切相关的统计特征指标，并通过系统性实验筛选出 6个最具判

别力的特征构成特征向量，同时利用卷积神经网络（Convolutional Neural Network， CNN）提取CSI的
空间特征。然后，使用门控机制将两类特征进行动态融合，实现了两类特征的协同利用。在

WiMANS数据集上进行了实验，取得了 97.08% 的分类准确率，在 0~5人的不同人数下的识别率分

别为99.87%、99.65%、99.51%、95.22%、94.73%和93.51%，优于已有的分类模型。
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WiFi‑based people counting via fusion of statistical features 
and CNN

ZHANG Zailong， WU Yu
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Abstract： To improve the accuracy of people counting in multi-person environments， this paper pro‑
poses a gated fusion model that combines statistical features （SF） and convolutional features extracted 
from channel state information （CSI）. First， twelve statistical indicators closely related to variations in 
the number of people are extracted from raw WiFi CSI signals. Through systematic experiments， six of the 
most discriminative features are selected to construct a statistical feature vector. Meanwhile， spatial fea‑
tures of CSI are extracted using a convolutional neural network （CNN）. A gated mechanism is then em‑
ployed to dynamically fuse the two types of features， enabling collaborative feature utilization. Experi‑
ments conducted on the WiMANS dataset demonstrate that the proposed model achieves a classification 
accuracy of 97.08%， with recognition rates of 99.87%， 99.65%， 99.51%， 95.22%， 94.73%， and 
93.51% for zero to five people， respectively， outperforming existing classification models.
Keywords： channel state information （CSI）； crowd counting； feature extraction； convolutional neural 
network （CNN）； gating mechanism
近年来，WiFi 的信道状态信息（Channel State 

Information， CSI）常用于无线感知领域，尤其在人类

活动感知方面表现出色。CSI能够精确捕捉WiFi信
号在传播过程中的幅度与相位变化，为人体检
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测［1-2］、行为识别［3-4］、室内定位［5-6］和人群计数等任

务提供关键数据支持，凭借其对多径效应和人体干

扰的高度敏感性，逐渐成为这些任务中广泛使用的

核心信息来源。

传统人群计数方法多依赖于基于图像的视觉

模型［7-8］，通过摄像头获取的图像或视频数据估计场

景中的人员数量。随着WiFi感知技术的发展，研究

人员开始利用CSI实现人员数量估计。相较于视觉

模型，CSI 在人群计数中因其具备穿透遮挡能力以

及无需用户佩戴设备的优势，更适用于复杂环境下

的非接触式感知任务。早期研究多采用支持向量

机（SVM）或决策树等传统分类器［9］，但在复杂环境

下准确率较低。为提升识别性能，部分研究引入 
CNN进行人数分类［10］。相较于 SVM方法，CNN能够

自动提取关键特征，并具备更强的非线性建模能力

与空间特征表达能力，适用于更复杂的多人场景。

为进一步提高准确率，有研究者结合长短期记忆

（Long Short‑Term Memory，LSTM）网络构建时序模

型，利用CSI的时间相关性进一步优化分类模型［11］。
尽管结合 LSTM 的模型显著提升了 CSI数据中时序

特征的建模能力，但在多人场景下仍面临信息冗

余、特征选择不精准等问题。为此，部分研究引入

注意力机制［12］，以增强模型对关键时刻和重要子载

波的关注能力，从而提升人群计数的精度与鲁棒

性。此外，也有研究采用多模态融合方法，通过结

合 CSI 和视觉图像数据，实现对不同特征源的互补

利用，从而进一步提高人数识别的准确性和

效率［13］。
在多人干扰、遮挡严重和特征易混淆的环境

下，现有方法仍存在识别精度下降的问题。因此，

融合多种特征类型、提升模型适应性的研究成为当

前重点。本文的主要贡献如下：

（1）在多个统计特征中进行系统设计并筛选出

6 个人数敏感性统计特征，包括信道状态信息随着

人数变化的能量、频域与统计性描述，为模型提供

额外的判别依据。

（2）利用门控机制实现统计特征与卷积特征的

动态权重调控，充分发挥两类特征的互补性，有效

缓解多人干扰带来的精度下降问题。

（3）在 WiMANS 数据集上进行了全面评估，实

验结果表明本模型在 0~5 人分类任务中达到了

97.08%的整体准确率，验证了所提方法的有效性与

鲁棒性。

1　相关工作

在实际 WiFi感知场景中，原始 CSI数据通常包

含大量高维、冗余且噪声敏感的信息。统计特征具

有良好的数据压缩性和物理可解释性，能够有效提

取出反映人员数量变化的核心模式信息，从不同角

度对 CSI 的时间、频率及空间变化趋势进行量化建

模，在维持信息代表性的同时显著降低了模型输入

的复杂度。

时域统计特征［14-15］是一类用于描述无线信号随

时间变化规律的统计指标，能够提取信号随时间的

波动趋势、分布形态与结构变化，往往反映了环境

中人的存在与移动所带来的信道扰动，从而有效区

分不同人数或存在状态，尤其适用于动作微弱或静

态场景中的状态识别。频域能量类特征［16-17］通过分

析 CSI 信号在不同频率分量上的能量分布，捕捉由

人员数量或活动所引发的频谱变化。信息熵类特

征［18］衡量CSI信号在频域或幅度分布中的不确定性

和混乱程度，人数增加通常导致信道中多径效应增

强，信号结构变得更加复杂，从而提升熵值，能够反

映不同人数或状态下信号的复杂性变化。降维类

特征［19-20］通过压缩原始CSI矩阵或频谱图中的主成

分信息，提取最具代表性的能量集中区域，形成简

洁有效的信号表达。相位类特征［21-23］通过统计 CSI
相位信息的偏移与分布特性，揭示了信道中更深层

次的物理变化，尤其对静态状态或微小动作高度敏

感。相较于幅度，相位特征对环境变化更加敏感，

可作为人数变化的精细判据。

CNN［24-25］能够刻画子载波与天线之间的非线性

空间依赖关系，凭借强大的空间特征提取能力能够

识别由人体存在、动作或姿态变化引起的微弱信道

扰动。这在传统基于阈值或简单统计量的方法中

难以实现，尤其适合捕捉人体引起的多径效应

变化。

2　本文模型

考虑到统计特征具备较强的信号可解释性，且

卷积神经网络擅长自动学习传统方法难以捕捉的

空间特征，本文提出了一种基于统计特征与CNN的

人群计数方法。基于统计特征与 CNN 的门控融合

模型如图1所示。首先，从原始CSI信号中提取统计

特征，并通过统计特征编码模块映射为 32维特征表

示向量；同时，原始 CSI 信号进入卷积神经网络模

块，依次经过两层卷积操作，提取局部空间特征，用
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于建模子载波与接收天线之间的空间结构信息，再

进入特征编码模块，映射为 64维 CNN表示向量；然

后，引入门控机制［26］将 32 维统计特征与 64 维 CNN
特征融合；最后，使用全连接（Fully Connected，FC）
分类器对融合后的特征进行分类，实现对 0~5人的

精准识别。

2. 1　统计特征提取模块

2. 1. 1　统计特征提取

为提取CSI信号中与人体存在状态密切相关的

可解释性特征，构建了由时域、频域、能量类、分布

类与相位类统计特征组成的 12 维特征向量，如式

（1）所示：

xstat = [ x1，x2，⋯，x12 ] T ∈ R12 （1）
其中，每个 xi分别代表一种统计特征。

时域特征用于刻画CSI信号在时间上的波动性

和周期性，可反映出动作引起的信道扰动强度。其

中，子载波幅度标准差（Subcarrier Amplitude Std）反

映不同子载波之间的稳定性，如式（2）所示：

x1 = 1
N∑

i = 1

N

σ (ai ) （2）
其中，ai为第 i个子载波的幅度序列（每条天线的CSI
幅度），σ (∙) 为标准差函数，N为子载波总数。

幅度方差（Amplitude Variance）描述整个 CSI幅
度场景的变化程度，如式（3）所示：

x2 = Var ( vec (|CSI|) ) （3）
其中，CSI为原始复数CSI矩阵，vec (∙)将矩阵展平成

向量，Var (∙)为方差函数。

随着场景中人数的增加，室内环境中的多径散

射路径数量显著增多，增强了各子载波通道响应的

波动性，从而导致 CSI 信号在子载波维度上的幅度

分布呈现更高的不稳定性。上述两项特征可有效

表征信道扰动强度，与人数呈正相关关系。

自相关值（Autocorrelation Value）反映 CSI 时间

序列的平稳性，在静止或少人状态下，该值通常较

高，表明信号随时间变化较平稳。而多人活动会打

破这种时间相关性，导致自相关系数下降，如式（4-
5）所示：

x3 = R ( )1
R ( )0 （4）

R ( k ) = ∑
t

( )xt - μ ( )xt + k - μ （5）
其中，xt为幅度向量中第 t个样本，μ为均值，R (1)为
滞后1阶协方差，R ( 0 )为方差。

标准差差值（Standard Deviation Difference）用于

描述CSI相邻帧的变化速率。当房间内人数较少或

处于静止状态时，信道扰动较弱，各子载波的幅度

波动整体较小且较为一致，标准差的整体差异值较

低，如式（6）所示：

x4 = max (σi ) - min (σi ) （6）
其中，σi为每个子载波的标准差。

频域特征通过对CSI信号进行傅里叶变换提取

频率结构特征，适用于识别不同类型的人体动作。

其中，高频能量比（High‑Frequency Energy Ratio）衡

量 CSI 信号频谱中高频成分所占比例，用于反映人

体快速移动等高动态行为对信道造成的扰动强度，

如式（7）所示：

x5 =
∑
f = fh

fmax |X ( )f |2

∑
f = 0

fmax |X ( )f |2
（7）

其中，X ( f )为CSI幅度信号的傅里叶变换结果，fh为

高频起始阈值。该特征反映了高速扰动对CSI频谱

高频能量的激发效应，随人数增加而显著上升，并

在高人数条件下趋于饱和。

低频能量比（Low‑Frequency Ratio）衡量 CSI 信
号中低频分量所占能量比例，随着人数增多及移动

加剧，该比值逐渐下降，反映出信号结构由低频主

导向高频主导转变的过程，如式（8）所示：

x6 =
∑
f = 0

fl |X ( )f |2

∑
f = 0

fmax |X ( )f |2
（8）

图1　基于统计特征与CNN的门控融合模型
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其中，X ( f )为傅里叶变换后的CSI幅度频谱，fl为低

频截止频率阈值。

主频能量比（Main Frequency Energy Ratio）用于

衡量CSI频谱中主导频率分量相对于整体能量的占

比，在人数较少、活动较弱的情况下表现更为突出，

如式（9）所示：

x7 = max ( )|X ( )f |2
∑
f = 0

fmax |X ( )f |2
（9）

其中，X ( f ) 为 CSI 信号经快速傅里叶变换后的

频谱。

频谱熵（Spectral Entropy）用于度量 CSI 信号频

谱能量分布的熵值，多人移动将引起信道频率响应

的广谱扩展，使得能量分布趋于均匀，频谱熵上升，

如式（10-11）所示：

x8 = -∑
i = 1

N

pi∙log ( )pi （10）

pi = |X ( )fi |2
∑
j = 1

N |X ( )fj |2
（11）

其中，pi表示频率 fi上的归一化能量，|X ( fi ) |2 为 CSI
信号的功率谱密度，N为频谱中的总频率点数。

能量类与降维类特征反映CSI信号的整体能量

变化趋势和主成分集中程度。其中，信号能量（Sig‑
nal Energy）在静态或人数较少的环境中，分布相对

集中，波动较小；而在多人活动的场景中，反射路径

显著增加，CSI能量总量提升，如式（12）所示：

x9 = ∑
i = 1

N |xi|2 （12）
其中，xi表示CSI信号中第 i个采样点的复数值，N为

当前时间窗口中所有子载波与天线组合下的总数

据点数，|xi|2表示该数据点的能量。

PCA能量比（PCA Energy Ratio）衡量CSI信号中

主成分所占的信息比例，反映了信号的主导方向性

强弱，在人数较少或特定动作下通常更加集中，如

式（13）所示：

x10 = λ1

∑
j = 1

k

λj
（13）

其中，λ1 为主成分分析得到的最大特征值，λj为第 j
个特征值，表示第 j个主成分的能量，k为总共参与

计算的特征维度。

分布形态类特征中，峰度（Kurtosis）反映 CSI信

号在频率或时间上的异常波动是否集中，能够检测

跳跃这种剧烈人体活动对信道的非均匀影响，如式

（14）所示：

x11 = 1
N∑

i = 1

N ( )xi - μ
σ

4
（14）

其中，xi表示第 i个 CSI幅度值，μ表示 CSI幅度序列

的均值，σ表示 CSI 幅度序列的标准差，N为样本

总数。

峰度反映CSI信号分布的尖峭性。峰度受干扰

分布形态影响较大，实测显示在人数为 2~3人时达

到最小值，呈现U形趋势。

相位类特征中的相位稳定性（Phase Stability）衡

量 CSI 信号在时间或空间上的相位一致性，当环境

静止时，相位变化非常平稳；而当人移动时，相位波

动剧烈，如式（15）所示：

x12 = 1
N∑

i = 1

N |ϕi - ϕ̄| （15）
其中，ϕi为第 i个子载波对应的瞬时相位值，ϕ̄为所

有子载波的平均相位，N为子载波总数。

CSI 信号的相位在静态环境下较为平稳，而多

人活动会引发强烈相位波动，导致其标准差显著升

高。该特征对微小扰动及结构变化尤为敏感，适用

于混合状态下的人数判别。

2. 1. 2　特征编码模块

经过后续系统化实验验证，从初始的 12个统计

特征中筛选出若干性能表现优异的特征，构建出初

始的统计特征向量 xstat = [ x1，x2，⋯，xn ]，其中 n<12。
随后将向量输入至特征编码模块，通过式（16）线性

变换映射为统一维度的表示向量：

fstat = ReLU (W stat∙xstat + bstat ) （16）
其中，W stat 表示一个维度为 32×n的权重矩阵，bstat 为
偏置向量，ReLU（∙）为激活函数。最终输出的 fstat 是

一个长度为 32 的向量，用于后续与 CNN 特征进行

融合。

2. 2　CNN特征提取模块

2. 2. 1　卷积神经网络

为提取原始CSI数据中蕴含的高维时序模式与

局部结构特征，本文使用了一个浅层的一维卷积神

经网络。该网络包括两层卷积模块，每层由一维卷

积操作和 ReLU 激活函数组成，用于逐步提取局部

特征并增强非线性表达能力。

其中，第一层卷积网络使用了 32 个卷积核，每

个卷积核的大小为 1×3，步长为 1，为进一步提取更
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深层特征，在第二层卷积网络中使用了 64 个卷积

核，每个卷积核的大小为 1×3，步长为 1。同时，在每

一层卷积操作后都接入 ReLU 激活函数，从而引入

非线性变换，增强模型的表达能力。ReLU 函数通

过抑制负值、保留正值，有效缓解了梯度消失问题，

并提升了特征的稀疏性，有助于模型更好地捕捉

CSI 中 的 关 键 局 部 变 化 ，最 终 输 出 张 量 为

hCNN ∈ RT × 64，作为后续特征编码模块的输入，其中T
为经过该层卷积后的时间步数。

2. 2. 2　特征编码模块

为了将上一层提取到的二维特征张量进一步

压缩成固定长度的向量，在特征编码模块对其进行

如式（17）所示的线性映射，得到64维的CNN特征向

量为

fCNN = ReLU (WCNN∙Flatten (hCNN ) + bCNN ) （17）
其中，ReLU（∙）为激活函数，WCNN 为编码权重矩阵，

Flatten (∙)为张量展平操作，将二维张量按顺序拉平

成一维向量，bCNN为偏置向量。

2. 3　门控融合机制

为了充分结合统计特征的可解释性与 CNN 表

征的深层语义信息，引入门控机制对两类特征进行

加权融合。门控机制通过自动学习不同特征来源

的重要性权重，有效增强模型对多模态信息的适应

能力。

将统计特征分支输出的 32 维特征向量与 CNN
分支输出的 64维特征向量进行维度对齐，使用的线

性变换如式（18）所示：

f'CNN = Walign∙fCNN + balign （18）
其中，Walign ∈ R32 × 64，balign ∈ R32。

映射后的 f'CNN 与 fstat 都是 32 维特征向量，门控

机制能够根据式（19-20）融合两个分支的表示：

g = σ (Wg∙fstat + bg ) （19）
f fusion = g⨀fstat + (1 - g )⨀f'CNN （20）

其中，σ (∙)为 Sigmoid激活函数，确保输出在（0，1）区

间内，Wg ∈ R32 × 32，bg ∈ R32，g为门控权重向量，⨀为

元素级乘法。

2. 4　FC分类器

得到综合了统计特征和 CNN 特征的互补信息

向量 f fusion，为了进一步完成人数分类任务，将该向量

输入FC分类器。FC分类器由一层或多层全连接神

经网络构成，其主要功能是将融合特征映射到具体

的类别空间。考虑到任务的复杂度与参数规模的

平衡，本文采用了单层全连接结构，输出节点个数

（即类别数）设为 6，对应 0~5 人 6 种情况，最终输出

如式（21）所示：

ŷ = Softmax (W fc∙f fusion + b fc ) （21）
其中，Softmax (∙)为 Softmax激活函数，用于将结果映

射为概率分布，W fc 为 6×32的权重矩阵，b fc 表示维度

为6的偏置向量。

3　实验结果与分析

3. 1　数据集

为了验证所提出的基于统计特征与 CNN 的门

控融合模型的有效性，使用了WiMANS数据集［27］进

行实验。数据集采用 Intel 5300网卡采集 2.4 GHz频
段下的 WiFi CSI 信号，CSI 信号以 100 Hz 频率进行

采样，CSI 帧之间时间间隔约为 10 ms，包含多个房

间场景中不同人数条件下的 CSI 数据及对应标注，

每一帧CSI样本记录了不同人员状态下的信道响应

信息。其中，每帧数据由 3×3根天线之间的CSI传输

链路构成，每条链路采集 30 个子载波，总计 270 个

复数通道响应值。

数据集共包含 11 286 个样本，覆盖 0~5 人的 6
类场景，其中0人594个，1人3 564个，2~5人各1 782
个。为保证实验结果的可靠性，按 8∶2的比例将数

据集划分为训练集和测试集，分别为9 028个和2 258
个，并保持各人数类别在两子集中的分布一致。

数据集涵盖 3类典型室内场景：空房间、教室和

会议室，每类样本数量基本均衡，约 3 762个。考虑

到空房间场景干扰较少，能更直接反映人数变化对

CSI 信号的影响，本文的主要实验均在空房间场景

中展开，之后在 3.5.4节中补充教室与会议室的实验

对比结果，以验证方法的鲁棒性。

3. 2　评价指标

为了全面衡量所提出的 SF+CNN模型在人群计

数任务中的分类性能，采用准确率、精确度、召回率

和 F1 分数 4 个常用评价指标。准确率反映模型在

所有预测样本中整体判断正确的比例，是衡量整体

分类能力的基本指标；精确度衡量被模型判定为某

类正样本中实际为正的比例，用于评估误报情况；

召回率则反映实际正样本中被模型成功识别出来

的比例，用于衡量漏检情况；F1 分数是精确度与召

回率的调和均值，在样本不平衡的场景下能更全面

地评价模型的分类效果。
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3. 3　对比模型

为了验证所提模型的有效性，将其与以下 4 个

具有代表性的模型进行比较。

（1）CNN+LSTM［11］。一种经典的人群计数模型，

采用 CNN 提取空间特征，结合 LSTM 建模时间维度

上的动态变化，以捕捉人群密度随时间演化的

趋势。

（2）CNN+LSTM+Attention［12］。在 CNN+LSTM 结

构基础上引入注意力机制的改进模型，通过显式建

模不同时间步 CSI 特征的重要性，增强人群计数的

稳定性与准确性。

（3）Transformer［28］。一种当前主流的基于自注

意力机制的人群计数模型，具备强大的全局建模能

力，在复杂环境下表现出更优的泛化能力。

（4）GNN［29］。一种近年来应用于人群计数的新

兴模型，基于图神经网络对 CSI 各子载波或时间片

构建图结构，通过消息传递机制建模特征间的高阶

依赖，增强模型对多径干扰与空间拓扑关系的感知

能力。

3. 4　实验环境与训练设置

基于 PyTorch 深度学习框架实现，硬件环境为

搭载NVIDIA GeForce RTX 4050 GPU的PC台式机。

在模型训练过程中，首先从原始 CSI 信号中提

取并筛选出 6个统计特征，输入统计特征编码模块，

映射为 32 维特征向量；随后将原始 CSI 数据输入

CNN模块，提取高维空间表征。门控机制对统计特

征与CNN特征进行加权融合，融合结果再通过全连

接层映射至6类人数标签空间。

实验中，将卷积神经网络的层数设置为 2，分别

使用 32 个和 64 个卷积核，卷积核大小均为 1×3，步
长为 1，无填充。门控融合模块及全连接分类器中

的权重参数W均采用均值为 0、标准差为 0.1的高斯

分布进行初始化；采用交叉熵损失作为损失函数；

优化器选用Adam，初始学习率为 0.001，最小学习率

为 10-6，学习率每 5个 epoch衰减一次，衰减率为 0.1；
训练共进行30个 epoch，每个 epoch 在训练集上迭代

若干批次，批大小（batch size）为 128；在每次迭代

中，先计算预测结果与真实标签之间的交叉熵损

失，再通过反向传播更新模型参数。为缓解过拟合

问题，优化器中引入了 L2正则化，权重衰减系数设

置为 10-4。训练完成后，在测试集上对模型进行性

能评估。

3. 5　实验结果分析

3. 5. 1　统计特征筛选实验

本文构建的 12个统计特征涵盖了时域、频域等

多个维度，旨在从多个角度刻画不同人数场景下

CSI信号的变化模式。考虑到模型效率与特征冗余

问题，并不直接使用全部 12个特征，而是通过一系

列评估指标与实验对比，从中筛选出最具代表性和

判别力的若干关键特征，作为后续融合建模的输入

基础，因此设计了 3 个实验子任务，如图 2 至图 4
所示。

如图 2 所示，对 12 个统计特征分别建模，评估

其在人数分类任务中的表现。子载波幅度标准差、

幅度方差和自相关值在准确率与 F1分数上均表现

优异，展现出较强的不平衡样本识别能力。主频能

量比与高频能量比在不同人数下表现稳定，适合表

征人数变化引起的能量分布差异。

为避免特征冗余与共线性，绘制特征相关系数

热力图，如图 3所示。多数表现较好的特征之间相

关性较低，绝对值小于 0.5，其中虽有部分相关，但识

别侧重点不同，联合使用仍具提升作用。谱熵与能

量比呈显著负相关，具备频域区分的补充能力。

如图 4所示，逐步叠加特征评估组合性能，模型

准确率在前 6个特征加入后迅速趋于饱和，进一步

添加特征提升有限，甚至引入过拟合风险。因此，

最终选取子载波标准差、幅度方差、高频能量比、自

相关值、谱熵与主频能量比 6个特征，构建多维统计

特征向量。

图2　特征准确度和F1雷达图
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3. 5. 2　消融实验

确定好统计特征向量的组成后，为了验证模型

各模块的有效性，通过消融实验逐步移除或替换模

型结构中的关键组成部分，分别为仅统计特征、仅

CNN、SF 与 CNN 的简单拼接结构和 SF 与 CNN 的门

控融合结构。

如图 5所示，4组模型在不同人数分类任务中表

现差异明显。仅使用统计特征的模型在低人数场

景下保持一定识别能力，但在多人数情况下误判显

著，尤其是 5 人场景下准确率仅为 74.30%，表现最

弱。相比之下，CNN模型在大多数类别中表现较为

稳定，但多人数场景下仍存在明显混淆，说明其对

复杂干扰仍欠缺鲁棒性。当采用无门控方式拼接

两类特征后，模型准确率普遍提升，尤其在 4~5人场

景下分类性能明显改善，表明统计特征与深层语义

特征具备一定互补性。然而，该结构未考虑特征间

的语义权重差异，仍存在部分类别误判。最终提出

的门控融合模型在所有人数类别中均展现出更为

优异的分类精度，特别是在高干扰的多人场景下，5
人场景准确率提升至 93.51%。这表明门控机制能

够有效抑制冗余信息并加强关键判别特征，有效提

升模型对复杂场景的适应性与泛化能力。

如图6所示，4种模型的整体准确率依次为：SF、
CNN、无门控拼接和门控融合模型。结果显示，单一

分支模型均存在性能瓶颈，而特征融合策略可显著

提升分类能力，其中门控机制带来约 3.31% 的进一

步增益，说明其在信息选择与融合过程中的关键

作用。

3. 5. 3　对比实验

SF+CNN 模型与目前具有代表性的 4种模型结

构的对比实验结果如表1和表2所示。

从表 1可以看出，SF+CNN 模型在准确率、精确

度、召回率与 F1 分数 4 项指标上均取得最优结果，

整体性能优于其他 4个对比模型，验证了本文所提

模型的有效性。

尽管 Transformer 与 CNN+LSTM+Attention 结构

在建模长程依赖方面具备一定优势，但在多人数场

图3　特征冗余热力图

图4　特征数量消融实验图
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景下仍存在混淆误判，表现略逊于 SF+CNN。传统

CNN+LSTM 模型在复杂扰动环境中鲁棒性不足，分

类性能受限。相较之下，GNN 模型虽可建模 CSI特
征间的图结构关系，但未能充分利用领域先验知

识，导致识别精度不及融合模型。

从表2可知，SF+CNN在保持高识别准确率的同

图5　不同融合策略的混淆矩阵对比图

图6　不同融合策略的准确率柱状图

表1　不同模型在分类性能指标上的对比结果 %  
模型结构

CNN+LSTM
CNN+LSTM+Attention

Transformer
GNN

SF+CNN

准确率

0.941 8
0.957 4
0.945 6
0.933 0
0.970 8

精确度

0.942 1
0.957 8
0.945 9
0.933 3
0.971 1

召回率

0.942 3
0.957 9
0.946 0
0.933 4
0.971 2

F1分数

0.942 1
0.957 8
0.945 9
0.933 3
0.971 1

表2　各模型复杂度与推理效率对比

模型结构

CNN+LSTM
CNN+LSTM+Attention

Transformer
GNN

SF+CNN

参数量/
个

287 510
289 990
302 412
123 447
197 190

FLOPs/
次

1 520 000
1 680 000
2 100 000
980 000
623 904

推理时间/
ms

3.41
3.63
4.12
1.26
0.36
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时，模型规模远小于 Transformer 和 CNN+LSTM 结

构，参数量为 19.7 万，单样本推理浮点运算次数

（Floating Point Operations，FLOPs）低至 62 万，平均

推理时间仅为 0.36 ms。这一结果表明，本文所提模

型不仅具备较高的建模能力，也具有良好的轻量性

和实时性，适用于边缘设备及嵌入式部署等资源受

限场景。

3. 5. 4　多场景实验验证

为进一步验证所提方法在多种环境条件下的

鲁棒性，在 3 种场景上分别进行实验，表 3 给出了 3
种场景的分类性能对比。

如表 3所示，空房间场景由于干扰因素较少，模

型性能最高，而在教室和会议室中，由于人数分布

更密集、动作交互更复杂，模型性能略有下降，但整

体准确率仍维持在 95% 以上。因此能够验证本文

模型具备较好的泛化性和鲁棒性。

4　结束语

本文提出了一种融合统计特征与卷积神经网

络的门控融合模型，用于提升复杂场景下的人数识

别精度。该模型首先从物理可解释性出发，选取子

载波标准差、幅度方差、高频能量比、自相关值、谱

熵与主频能量比 6个统计特征，构建多维统计特征

向量；随后通过CNN模块提取CSI空间特征，并引入

门控机制动态融合两类特征，有效提升模型的鲁棒

性与判别能力。在 0~5 人识别任务中，SF+CNN 模

型取得了 97.08% 的准确率，优于其他经典模型，验

证了模型的有效性与先进性，同时在不同场景下进

行了实验，验证了模型的泛化性和鲁棒性。
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