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一种模型驱动的OTFS‑NOMA系统信号检测器
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摘要：正交时频空（Orthogonal Time Frequency Space，OTFS）技术在高速移动环境下表现出对时延扩

展和多普勒效应的强鲁棒性，显著提升了通信系统在移动场景下的可靠性。针对多用户OTFS系统，

提出一种基于非正交多址接入（Non‑Orthogonal Multiple Access，NOMA）的信号检测器，该检测器利

用共轭梯度法和OTFS正反变换实现OTFS‑NOMA系统的信号检测。进一步，针对用户间干扰大和

检测器梯度下降收敛慢的问题，提出一种模型驱动神经网络信号检测器。该检测器引入抑制用户间

干扰的学习参数，并将执行过程中产生的中间变量嵌入到神经网络中作为学习参数。实验结果表

明，相较于现有的信号检测器，所提的模型驱动神经网络信号检测器误比特率性能具有更优表现。
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A model‑driven signal detector for OTFS‑NOMA systems
WANG Xiaoming， ZHANG Yongjia， JIANG Rui， XU Youyun

( )School of Communications and Information Engineering, Nanjing University of Posts and Telecommunications, Nanjing  210003, China

Abstract： Orthogonal time frequency space （OTFS） exhibits strong robustness against delay spread and 
Doppler effects in high-speed mobile environments， significantly enhancing the reliability of communica‑
tion systems in mobility scenarios. This study proposes a signal detector based on non-orthogonal multiple 
access （NOMA） for multi-user OTFS systems. It employs the conjugate gradient method and OTFS trans‑
form techniques to achieve signal detection in OTFS-NOMA systems. Furthermore， to address the chal‑
lenges of severe inter-user interference and slow convergence in gradient descent optimization， a model-
driven neural network signal detector is developed. This detector incorporates learnable parameters to 
suppress inter-user interference and embeds intermediate variables generated during algorithm execution 
into the neural network as learnable parameters. Experimental results demonstrate that compared with ex‑
isting signal detectors， the proposed model-driven neural network detector achieves superior bit error rate 
（BER） performance.
Keywords： orthogonal time frequency space （OTFS）；non-orthogonal multiple access （NOMA）；signal 
detection；model-driven neural network
在高移动通信场景下，多普勒效应和时延扩展

会对信号传输造成较大的影响。由于移动端在高

速运动过程中，信号传播路径不断变化，还会产生

多径效应引发严重的符号间干扰，从而导致误比特
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率（Bit Error Rate， BER）显著上升［1-3］。传统的正交

频分复用系统虽然在静态或低速环境中能够实现

高效传输，但在高速移动通信场景下，其子载波间

干扰以及信道时变特性导致系统的抗干扰能力较

差，通信质量难以得到有效保障［4-5］。为了解决移动

性的影响，近年来研究人员积极探索新的调制方

案，通过使用更高效时频资源应对高速通信中信道

不稳定的问题。正交时频空（Orthogonal Time Fre‑
quency Space， OTFS）调制作为一种全新的二维信号

调制技术被提出，其在时延多普勒（Delay‑Doppler， 
DD）域内对信号进行预处理，从而充分利用无线信

道的稀疏性和内在结构，实现对信号的高效恢

复［6-8］。理论分析和实验验证表明，OTFS 调制技术

在高速移动场景下相较于正交频分复用技术具有

更高的抗干扰能力和传输可靠性，因此被视为未来

移动通信系统中的关键技术之一［9-11］。此外，其他

研究还指出 OTFS 在频率资源分配、干扰抑制等方

面也具有独特优势，对整体系统性能的改善起到了

积极作用［12-13］。
在 OTFS 系统中，信号检测作为整个接收端的

核心环节，对系统整体性能起决定性作用。理论

上，最大似然（Maximum Likelihood， ML）检测方法能

够在统计意义上实现最优检测效果，但其计算复杂

度呈指数级增长，尤其在高维信号和复杂信道条件

下，实际应用存在较大局限性［14-15］。因此，近年来基

于线性最小均方误差及其他逼近算法的检测方法

逐渐受到研究者关注，这类方法在一定程度上实现

了复杂度与准确性的平衡［16-17］。然而，由于传统检

测算法往往未能充分利用OTFS调制中固有的时延

多普勒结构信息，其检测精度和鲁棒性仍存在较大

提升空间［18-19］。另外，实际通信中信道估计误差及

噪声干扰等因素也进一步削弱了传统检测算法的

效果，使得这些方法难以满足高速移动场景下通信

系统对实时性和可靠性的严格要求［20-21］。
同时，多用户接入技术在高速移动场景下OTFS

系统的研究中不断突破。在 OTFS 系统中，多输入

多输出（Multiple Input Multiple Output， MIMO）通过

利用时延多普勒域的多维资源，构建时延-多普勒-
空间三维信道模型，实现多用户干扰抑制与频谱效

率的协同提升，文献［22-23］的实测数据验证该技

术框架的有效性。针对时变信道引起的多普勒扩

展问题，文献［24］提出基于深度学习辅助的信道预

测接入机制，通过时变信道冲激响应的动态建模，

使系统在高速场景下仍能保持较高的传输可靠性。

为突破异构用户共存场景的技术瓶颈，文献［25］创

新性地设计基于非正交多址接入（Non‑Orthogonal 
Multiple Access，NOMA）的OTFS‑NOMA双域传输协

议。其中，高移动性用户基于多普勒补偿算法在

DD 域实现稀疏化传输，而静态用户则通过时频域

预编码提升频谱利用率，该方案使系统在混合移动

性场景下的资源复用增益提升 37%。进一步地，文

献［26-27］构建了移动性感知的 OTFS‑NOMA 动态

资源分配体系，通过建立用户移动速度与资源块需

求量的量化映射模型，实现时延多普勒域资源格的

非均匀划分，最终使多用户连接密度较传统方案提

升2.1倍。

因此，如何在充分利用 OTFS 调制结构特性的

前提下设计出既能保证高检测精度又能降低计算

复杂度的检测算法，成为当前 OTFS 信号检测领域

亟待解决的关键挑战［17，28］。近年来，深度神经网络

（Deep Neural Networks， DNN）在图像识别、自然语

言处理等领域取得了巨大突破，其在数据拟合和特

征提取方面的优势逐渐被引入无线通信中，以提高

复杂、非理想信道条件下信号检测的准确性［29-30］。
例如，一些工作采用卷积神经网络结合自注意力机

制对 OTFS 系统的信号进行特征提取，不仅在降低

BER上取得了显著成效，而且在控制模型计算复杂

度方面展现了明显优势［31］。另有研究利用循环神

经网络有效捕捉信道的时变特性，从而使检测算法

更好地适应高速通信环境［32］。
然而，传统的DNN方法通常需要大量训练数据

且依赖庞大网络参数，导致训练和实际部署时计算

资源消耗较大，这严重影响通信即时性［33-34］。此外，

由于纯数据驱动的模型在设计过程中往往未能充

分利用 OTFS 通信系统的先验知识，其检测性能也

一定程度受到训练数据限制［35-36］。为了解决上述问

题，近年来模型驱动的神经网络逐渐受到关注。该

方法通过将通信系统的物理模型和先验知识融入

到神经网络结构中，不仅显著减少了训练参数数

量，还提高了系统的可解释性和适应性［37-38］。对此，

本文提出了一种适用于OTFS‑NOMA系统的共轭梯

度信号检测器。进一步地，将迭代算法转化为网络

层结构，构建一种模型驱动神经网络信号检测器，

本文的具体贡献如下：

（1）针对OTFS‑NOMA系统，提出一种适用于该

系统的共轭梯度信号检测器。该检测器利用 OTFS
调制解调实现信号在时延多普勒域上的预处理，提

高在高移动场景下的适应性。此外，该检测器将线
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性最小均方误差（Linear Minimum Mean Square Er‑
ror， LMMSE）检测器的信号检测过程视为方程求解

并将求解转换为二次凸优化问题，利用共轭梯度算

法迭代计算求出步长并最终完成信号检测工作。

（2）根据共轭梯度信号检测器的原理，提出一种

适用于OTFS‑NOMA系统的模型驱动神经网络信号

检测器。该检测器基于共轭梯度方法构建模型驱动

神经网络，将共轭梯度检测器步长的中间变量转换

为神经网络的可学习参数，解决共轭梯度检测器收

敛速度较慢的问题。此外，该检测器相较于基于

DNN的神经网络检测器降低了训练参数量。

（3）模型驱动神经网络信号检测器还引入干扰

消除参数抑制了多用户干扰，相较于共轭梯度信号

检测器等其他检测器显著降低BER。

1　系统模型

在本文中，考虑一个由具有N t 根发射天线的基

站系统和 I个用户组成的下行OTFS‑NOMA系统，每

个用户都配备了N r 根接收天线。设本文中DD域有

M个子载波和 N个符号，在时频（Time‑Frequency，
TF）域中，利用采样周期 T和频率区间 Δf得到了一

个离散 TF 域 (MΔf，NT )，且 N，M > 0。对于基站第

p = 1，2，⋯，N t 根发送天线，第 i = 1，2，⋯，I个用户

在DD域发送的信号为

X ( )i，p = é
ëx ( )i，p ( k，l ) ùû k = 0，…，M - 1，l = 0，…，N - 1

（1）
其中，x ( )i，p ( k，l )表示在DD域 ( k，l )网格中的信号值，

k ∈ {0，1，…，M - 1}，l ∈ {0，1，…，N - 1}。系统分配

功率时，对于信道条件较差的用户分配功率较多，

信道条件较好的用户分配功率较少。设 a ( )i，p 表示第

p 根天线分配给第 i 个用户的功率系数，a ( )1，p >
a ( )2，p > … > a ( )K，p ，则第 p根天线完成功率分配并发

送的信号为

Xp = ∑
i = 1

K

a ( )i，p X ( )i，p （2）
系统功率系数之和为 1，即∑

i = 1

I ∑
p = 1

N t

a ( )i，p = 1。在

TF域中，第 p根天线发送的信号为

Up[m，n ] = 1
MN ∑

k = 0

M - 1∑
l = 0

N - 1
xp [ k，l ] ej2π ( )ln

N - mk
M （3）

其中，m和 n分别表示频域和时域索引。在时域中，

将 TF 域中的信号进行 Heisenberg 变换，得到第 p根

天线在时域上传输的信号为

sp[ t ] = ∑
m = 0

M - 1∑
n = 0

N - 1
Up (m，n ) g [ t - n ] ej2πmΔf ( )t - n （4）

其中，[ t ]表示时间索引，时间索引为离散形式表达

且 t ∈ {0，1，…，MN - 1}，g [ t - n ]为窗口函数，Δf为
子载波间隔。设在 DD域中，第 q根接收天线和第 p
根发射天线之间信道为

H ( )i，q，p ( k，l ) = ∑
m = 1

P

c( )i，q，p，m e-j2π ( )f( )i，q，p，m

MΔf k + τ( )i，q，p，m

NT l

（5）
其中，P为路径数量，c( )i，q，p，m 为第m条路径的复数增

益，反映了信号的衰减和相位变化，f( )i，q，p，m 表示与第

m条路径相关的多普勒频率，τ ( )i，q，p，m 表示与第m条

路径相关的时延。在时域上，对于第 i个用户的第 q
根接收天线和第 p根发射天线，等效信道为

h ( )i，q，p [ t ] = 1
MN

∑
l = 0

N - 1∑
k = 0

M - 1
H ( )i，q，p ( k，l ) ej2π ( )l

N t - k
M t （6）

将第 i个用户的第 q根天线接收到的信号表

示为

r( )i，q [ t ] = ∑
k = 1

N t

h ( )i，q，p [ t ] sk[ t ] + w ( )i，q [ t ] （7）
其中，噪声w ( )i，q [ t ]为一个均值为 0的独立同分布高

斯随机变量，方差为σ2。将该时域信号做Wigner变
换得到TF域信号：

V ( )i，q (m，n ) = ∑
t = 0

N - 1
r( )i，q [ t ] ⋅ r *

( )i，q [ t - n ] e-j2πΔfm （8）
其中，r *

( )i，q [ t - n ]为加入时间索引的共轭信号。将

TF 域信号做辛快速傅里叶（Symplectic Fast Fourier 
Transform， SFFT）变换得到第 i个用户对应的 DD域

信号为

Y ( )i，q ( k，l ) = 1
MN

∑
m = 0

M - 1∑
n = 0

N - 1
V ( )i，q (m，n ) ej2π ( )km

M - ln
N

（9）
在已知 DD 域信道的情况下，对于第 i个用户，

第 q根天线接收的第 p根发送天线发送的信号为

Y ( )i，q，p = é
ëy ( )i，q，p ( k，l ) ùû k = 0，…，M - 1，l = 0，…，N - 1

（10）
其中，y ( )i，q，p ( k，l )为

y ( )i，q，p ( k，l ) = x ( )i，p ( k，l ) H ( )i，q，p ( k，l ) （11）
根据上述推导，可以得到X ( )i，p，Y ( )i，q，p ∈ CM × N，存

在矩阵H ( )i，q，p ∈ CM × N，使得

Y ( )i，q，p = H ( )i，q，p X ( )i，p （12）
其中，H ( )i，q，p 可以看作信道等效的传递矩阵，则记第 i

个用户的等效传递矩阵为

17



南京邮电大学学报（自然科学版） 2026 年

H MIMO
i =

é

ë

ê

ê

ê

ê

ê
êê
ê

ê

ê

ê

ê ù

û

ú

ú

ú

ú

ú
úú
ú

ú

ú

ú

úH ( )i，1，1 H ( )i，1，2 ⋯ H ( )i，1，N t

H ( )i，2，1 H ( )i，2，2 ⋯ H ( )i，2，N t

⋮ ⋮ ⋱ ⋮
H ( )i，Nr，1 H ( )i，Nr，2 ⋯ H ( )i，Nr，N t

（13）

将发送端天线发送的信号表示为

XMIMO = [X1 X2 ⋯ XN t ] T
（14）

将第 i个用户接收端信号表示为

Y MIMO
i = é

ëY ( )i，1 Y ( )i，2 ⋯ Y ( )i，N t
ù
û

T
（15）

在串行干扰消除（Successive Interference Can‑
cellation， SIC）时不需要考虑噪声的影响，故第 i个
用户接收信号Y MIMO

i 与发送信号XMIMO的关系为

Y MIMO
i = H MIMO

i XMIMO （16）
使用接收信号Y MIMO

i 与H MIMO
i 进行 SIC，第 e次恢

复的信号为 X̂ MIMO
( )i，e ，则信号的重构和干扰消除过程

如下

Ŷ MIMO
( )i，e = H MIMO

i a ( )e，p X̂
MIMO
( )i，e

Ŷ MIMO
( )i，e + 1 = Y MIMO

i - ∑
j = 1

e

Ŷ MIMO
( )i，j

（17）

其中，Ŷ MIMO
( )i，e 表示第 e次重构后的信号。将接收信号

减去前 e次重构的信号，作为下一次消除的输入，不

断重复直至用户 i检测到需要的信号为止。

如果在天线上每个用户分配系数大小相同，则

第 i个用户只需要进行 i次 SIC就可以得到自己的信

号；如果分配系数按照用户信道条件分配但数值不

同，可以进行 i次 SIC，将每个天线恢复的信号进行

对比以提高准确率。

2　基于共轭梯度方法的信号检测器

对于将 I个用户信号叠加在统一时频资源块上

的 OTFS‑NOMA 系统，可以通过最小均方误差检测

算法计算每个 SIC 周期中传输符号向量的 X̂ i。第 i
个用户的估计发送信号为

X̂ i = ( (H MIMO
i ) H

H MIMO
i + σ2

i E i ) -1 × (H MIMO
i ) H

Y MIMO
i  （18）

在时域中，噪声表示为 w ( )i，q [ t ]，经过 Wigner 变
换和SFFT，在DD域中噪声可以表示为

Z ( )i，q [ ]m，k = ∑
t = 0

MN - 1
w ( )i，q [ ]t ⋅ e-j2π ktN

W ( )i，q ( )k，l = 1
MN

∑
m = 0

M - 1∑
n = 0

N - 1
Z ( )i，q [ ]m，n ⋅ ej2π ( )ml

M - nk
N

（19）

因为在时域中，w ( )i，q [ t ]表示均值为 0 的独立同

分布高斯随机变量，方差为σ2，且变换到DD域中仅

涉及线性变换，所以上述σ2
i 与时域中表示的方差数

值 相 同 。 Ei 表 示 单 位 矩 阵 ， 且

E i ∈ CM × ( )NN t ，(H MIMO
i ) H

表示H MIMO
i 的共轭转置。

根据共轭梯度法的思想，将估计信号 X̂ i看作线

性方程组A i X̂ i = b i的解向量求解，其中

ì
í
î

ïï

ïïïï

A i = ( )H MIMO
i

H
H MIMO
i + σ2

i E i

b i = ( )H MIMO
i

H
Y i

（20）
求方程解可以转化为求解二次凸优化问题

min
X̂ i

φ ( X̂ i ) ≜ é
ë
êêêê1

2 X̂ T
i A i X̂ i - bT

i X̂ i
ù
û
úúúú （21）

函 数 φ ( X̂ i ) 在 最 小 点 X̂ i 处 的 梯 度 为 0，即

∇φ ( X̂ i ) = A i X̂ i - bi。最优化问题可以沿共轭梯度

方向最小化φ ( X̂ i )迭代计算得到，即

X̂ ( )a，e + 1
i = X̂ ( )a，e

i + α ( )a，e
i p ( )a，e

i （22）
其中，α ( )a，e

i 和 p ( )a，e
i 分别表示用户 i接收端第 e次迭代

步长和共轭梯度方向。在初始点 X̂ ( )a，0
i 处，p ( )a，0

i 为函

数φ ( X̂ i )的负梯度方向，即-∇φ ( )X̂ ( )a，0
i =b i - A i X̂ ( )a，0

i 。

因此 X̂ ( )a，e
i 与最优解之间距离的残差向量 g ( )a，e

i 迭代

过程为

g (a，e + 1)
i = b i - A i X̂ (a，e + 1)

i = b i - A i( X̂ (a，e)
i + α (a，e)

i p (a，e)
i ) =

g (a，e)
i - α (a，e)

i A i p (a，e)
i （23）

对于用户 i，r ( )a，e
i 为函数 φ ( X̂ i )在 X̂ i = X̂ ( )a，e

i 处的

负梯度。下一次迭代搜索的方向由当前的残差向

量g ( )a，e
i 和其他搜索方向的线性求和得到，即

p (a，e + 1)
i = g (a，e + 1)

i - ∑
j = a，e

( )p (a，j )
i

T
A ig (a，e + 1)

i

( )p (a，j )
i

T
A i p (a，j )

i

p (a，j )
i =

g (a，e + 1)
i - β (a，e)

i p (a，e)
i （24）

其中，β ( )a，e
i 为更新共轭方向 p ( )a，e + 1

i 的步长。步长

α ( )a，e
i 和β ( )a，e

i 的过程分别为

α ( )a，e
i  = ( )g ( )a，e

i

T
g ( )a，e
i

( )p ( )a，e
i

T
A i p ( )a，e

i

β ( )a，e
i  = ( )g ( )a，e + 1

i

T
g ( )a，e + 1
i

( )g ( )a，e
i

T
g ( )a，e + 1
i

（25）
对 于 用 户 i，第 a 次 SIC 得 到 的 信 号

X̂ ( )a，e
i ∈ CM × ( )NN t 为所有天线的第 a个用户的估计信

号，X ( )a，e
( )i，p ∈ CM × N为第 p根天线对应的信号。重构发

送信号首先需要对估计出的信号 X̂ ( )a，e
i 进行OTFS变

换，从而得到时域信号 ŝ( )a，e
i 。该过程将DD域上的信

号转换回时域表示，以便后续信号处理。一般而

18
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言，卷积运算的计算复杂度低于矩阵乘法，这一优

势在卷积核尺寸较小时更显著。因此，在时域直接

进行信号重构相较在DD域能够有效降低计算资源

消耗。接下来，将时域信号 ŝ( )a，e
i 与信道 h i进行卷积，

得到估计的接收信号 r̂ ( )a，e
i 。最后，对估计的接收信

号 r̂ ( )a，e
i 进行 OTFS 逆变换，得到用户 a接收信号的

估计 Ŷ a
i 。

随后执行干扰消除操作更新估计信号 Ŷ a + 1
i 。

具体做法是从原始的Y MIMO
i 信号中减去所有已估计

信号的干扰，即 Ŷ a + 1
i ← Y MIMO

i - ∑
k = 1

a

Ŷ k
i ，以减少已检

测的信号对当前估计的影响。干扰消除的目的是

使得每次迭代后能够更精准地估计当前用户的信

号 。 经 过 多 次 迭 代 后 ，返 回 最 终 估 计 信 号

X̂ i ← X̂ ( )i，e + 1
i ，该信号代表着用户 i在经过多次 SIC处

理后得到的最终发送信号估计值。将这种适用于

OTFS‑NOMA 系统的共轭梯度信号检测器记作

CGON检测器，该信号检测算法流程如算法1所示。

算法1 CGON信号检测算法
输入：用户 i信道矩阵H MIMO

i ，接收信号Y MIMO
i

输出：发送信号的估计 X̂i

1.for a = 1，2，…，i：

2． 初始化：A i ← (H MIMO
i ) H

H MIMO
i + σ2

i E i

3． 计算 b i ← (H MIMO
i ) H

Y MIMO
i ，并初始化X ( )a，0

i ← 0
4． 计算初始残差：g( )a，0

i ← b i - A iX
( )a，0
i

5． 设置初始方向：p( )a，0
i ← g( )a，0

i

6． for e = 1，2，…，T：

7． 更新搜索步长：α( )a，e
i ← ( )g ( )a，e

i

T
g ( )a，e
i

( )p( )a，e
i

T
A i p

( )a，e
i

8.   更新信号估计X ( )a，e + 1
i ← X ( )a，e

i + α( )a，e
i p( )a，e

i

9.   更新残差向量g( )a，e + 1
i ← g( )a，e

i - α( )a，e
i A i p

( )a，e
i

10.    更新共轭方向步长β ( )a，e
i  ← ( )g ( )a，e + 1

i

T
g ( )a，e + 1
i

( )g ( )a，e
i

T
g ( )a，e
i

11.    更新共轭方向 p( )a，e + 1
i ← g( )a，e + 1

i + β ( )a，e
i p( )a，e

i

12． 重构发送信号的过程：

13.   对 估 计 出 的 X i 进 行 OTFS 变 换 ，得 到 时 域 信 号

s( )a，e
i ← OTFS-1(X ( )a，e

i )
14.   将时域信号 s i 与信道矩阵卷积，得到估计的接收信号

r̂ ( )a，e
i ← h i*s( )a，e

i

15.   将估计的 r̂ ( )a，e
i 进行 OTFS 逆变换，得到接收信号的估计

Ŷ a
i  ← OTFS-1( r̂ ( )a，e

i )
16. 执行干扰消除：Ŷ a + 1

i ← Y MIMO
i - ∑

k = 1

a

Ŷ k
i

17.返回最终估计信号 X̂ i ← X̂ ( )i，e + 1
i

3　基于模型驱动神经网络的信号检

测器

3. 1　检测器结构

由于 OTFS‑NOMA 系统存在用户间干扰且

CGON 检测器收敛速度较慢的问题，本文提出一种

模型驱动神经网络检测器，记作MNON检测器。该

检测器将模型驱动的深度学习思想与所提的共轭

梯度算法相结合，通过将每次迭代中的步长转化为

可学习的参数避免直接计算步长，进而解决了收敛

速度较慢的问题。同时，在神经网络中引入了一个

加性补偿项，用于抑制多用户干扰。具体地，在

LMMSE检测器中引入一个自适应项，用于抵消当前

估计信号之外的多用户干扰。对于OTFS‑NOMA系

统的多用户检测，可以将第 i个用户信号的 LMMSE
检测器重新表述为

X̂ i = ( (H MIMO
i ) H

H MIMO
i + σ2

i E i + γ i ) -1 × (H MIMO
i ) H

Y MIMO
i

ì

í

î

ïïïï

ïïïï

A i = ( )( )H MIMO
i

H
H MIMO
i + σ2

i E i + γ i

-1

b i = ( )H MIMO
i

H
Y MIMO
i

（26）

其中，A i ∈ C( )N r × M × ( )N r × N 和 b i ∈ C( )N t × M × N分别表示第

i个用户接收端改进后的厄米特LMMSE滤波矩阵和

匹配滤波向量。γ i ∈ C( )N r × M × ( )N r × N 为一个干扰自适

应矩阵，虽然 γ i无法通过迭代计算得到，但是可以

作为训练参数在训练过程中不断更新。

由算法 1 可知，沿着共轭方向 p ( )a，t
i 和步长 α ( )a，t

i

搜索逐步逼近最优解的迭代过程，可以看作是计算

一组通用的共轭方向 { p ( )a，0
i ，p ( )a，1

i ，…，p ( )a，t
i } 和步长

{α ( )a，0
i ，α ( )a，1

i ，…，α ( )a，t
i }的过程。该过程可以描述为

X̂ ( )a，t
i = X ( )a，0

i + α ( )a，0
i p ( )a，0

i + … + α ( )a，t
i p ( )a，t

i      （27）
其中，上标 a表示第 a组神经网络，上标 t表示神经

网络第 t层，下标 i表示第 i个用户。

OTFS变换属于线性变换，除 SIC外目前的网络

不包含其他非线性成分，因此该检测器受限于最小

均方误差检测器的性能。由于引入其他非线性成

分可以提高神经网络的学习能力，故将可学习步长

参 数 的 维 度 从 标 量 形 式 扩 展 到 向 量 形 式

{α ( )a，t
i ，β ( )a，t

i } T
t = 0，并且将向量乘法改为非线性的 Had‑

amard乘积运算，计算过程转化为

X̂ ( )a，t
i = X ( )a，0

i + α ( )a，0
i ∘ p ( )a，0

i + … + α ( )a，t
i ∘ p ( )a，t

i （28）
其中，符号∘代表Hadamard积，步长β ( )a，t

i 计算过程中

的乘法也改为 Hadamard 积。神经网络中引入
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Hadamard积可以引入非线性成分，因此矢量步长的

网络相较线性步长的网络具有更好的学习性能。

对应地，将干扰自适应矩阵 γa
i ∈ C( )N r × M × ( )N r × N 设计

为具有 (N r × M × N r × N )个可学习参数的矩阵。

综上所述，模型驱动神经网络信号检测器的结

构如图 1所示。每个MDNN模块表示检测某一用户

信号的一层网络，其中用户 a的信号在第 t层的检测

计算过程表示为

g ( )a，t
i = g ( )a，t - 1

i - α ( )a，t - 1
i ∘ A ( )a，t

i p ( )a，t - 1
i

p ( )a，t
i = g ( )a，t

i + β ( )a，t - 1
i ∘ p ( )a，t - 1

i

X̂ ( )a，t + 1
i = X̂ ( )a，t

i + α ( )a，t
i ∘ p ( )a，t

i

（29）

检测器的输入是接收信号 Y MIMO
i 和信道矩阵

H MIMO
i ，最终的输出是符号向量 X̂ ( )a，T

i 。第一层为初始化

层，初始化设置为X ( )a，0
i = 0，g ( )a，0

i = b i以及p ( )a，0
i = b i。

与迭代计算检测器重构发送信号的过程相似，

首先需要对信号 X̂ ( )a，t
i 进行 OTFS 逆变换，得到时域

信号 ŝ( )a，t
i ，再经过一系列变换与计算最终得到用户 a

接收信号的估计 Ŷ a
i ，从而继续进行干扰消除。

随 后 执 行 干 扰 消 除 操 作 ，更 新 估 计 信 号

Ŷ a + 1
i ← Y MIMO

i - ∑
k = 1

a

Ŷ k
i 。最终，X̂ i为经过多次干扰消

除的结果，返回最终估计信号 X̂ i ← X̂ ( )i，t + 1
i 完成整个

信号估计过程。

需要说明的是，在发送端，若各天线信号的功

率系数相同，在计算过程中可以直接采用估计信号

的平均值进行判决降低BER；若各天线信号的功率

系数不同，则需要先恢复原始信号，再对原始信号

取平均值进行判决降低BER。

对于下行 OTFS‑NOMA 系统，每个用户都有一

个模型驱动神经网络信号检测器，每个用户终端通

过接收的符号样本独立进行信道估计和训练网络。

T表示搜索迭代次数，由检测精度和网络复杂性权

衡决定，也对应着每个检测器中神经网络的层数。

每个用户的检测器具有相同的结构，但可训练参数

的训练结果不同。

3. 2　实现过程

MNON检测器的实现可分为训练集训练阶段和

测试集测试阶段。训练集中包含Mt个训练数据，训

练数据包括 H MIMO
i 、Y MIMO

i 和 X (i，p )，其中 X (i，p ) 包含的

x ( )i，p ( k，l ) 为调制信号，如二进制相移键控（Binary 
Phase Shift Keying，BPSK）、正交相移键控（Quadra‑
ture Phase Shift Keying，QPSK）及十六进制正交幅度

调制（16 Quadrature Amplitude Modulation，16QAM）

等，H MIMO
i 为第 i个用户从发射端到接收端的具有高

移动特性信道的等效矩阵。

将训练集输入训练网络，通过计算估计信号

X̂ ( )a，t
i 与 X̂a的归一均方误差对网络进行训练。使用归

一均方误差可以均衡不同分配系数用户对于总损失

函数的影响，则单个用户的损失函数可以表示为

L t
a =  X̂a - X̂ (a，t )

i

 X̂a
2 （30）

因此，总的损失函数为每个用户损失函数之

和，表示为

L ttotal = ∑
a = 1

I

L t
a （31）

训练时，记用户 i两个步长的变量为

Φ ( )a，t
i = {α ( )a，t

i ，β ( )a，t
i } （32）

使用分层训练方式提高训练速度，每次仅通过最

小化当前估计信号的损失函数值更新Φ ( )a，t
i ，直到将T

图1　MNON检测器结构示意图
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层网络全部训练。分层训练将每层的训练都当作一

个单独的周期，通过归一均方误差判断是否继续进行

训练，可以兼顾训练时参数更新的准确性和效率。

3. 3　可训练参数量对比

基于系统模型中的假设，MNON 检测器需要训

练 2 ( )T + 1 I - 1 个参数，包含 (T + 1) I个搜索步长

α ( )a，t
i ，TI个方向步长β ( )a，t

i ，以及 I - 1个干扰自适应矩

阵γ i。考虑基于DNN的信号检测器，输入层维度为

2，网络有T个隐藏层，每个隐藏层有 4个神经元，输

出层维度为 1，输入层到第一个隐藏层的训练参数

量为 12，隐藏层之间的可训练参数为 20(T - 1)，最
后一个隐藏层到输出层的可训练参数为 5。因此，

一个用户检测可训练参数为 20T - 3，I个用户总的

可训练参数为 I (20T - 3)。其他层（如激活函数层

和丢弃层）不包含可训练参数。因此，模型驱动神

经网络信号检测器相较于基于DNN的信号检测器，

可训练参数量从 I (20T - 3) 下降到 2 (T + 1) I - 1，
可见神经网络层数和用户数越多的情况下，MNON
检测器减少的可训练参数越多。

根据上述推导，表1对应给出了不同条件下减少

的参数量百分比。例如，表 1中神经网络层数为 15、
用户数为 2，代入上文的计算过程，MNON检测器相

较于基于 DNN 检测器可训练参数量从 594 下降到

63，训练参数量减少 89.4%。从表 1中可以看出，不

同组别都实现接近 90% 的参数减少，可见使用

MNON检测器极大程度减少了训练的参数量。

3. 4　复杂度分析

考虑在第 2节的条件下计算本文两种检测器和

常见检测器的时间复杂度。定义M * = N tM且N * =
N rN，表2和表3罗列了4种检测器的复杂度。其中，

迫零（Zero‑Forcing，，ZF）检测器计算过程包括 OTFS
解调、信道矩阵构建、矩阵求逆、信号检测和 SIC。

LMMSE检测器的计算过程与ZF检测器的计算过程

类似，区别在于加入了考虑噪声的矩阵。

CGON检测器的检测步骤包括OTFS解调、初始

化、T次共轭梯度迭代计算和 SIC。其中，OTFS解调

和 SIC 与 LMMSE 检测器及 ZF 检测器相同；一次共

轭梯度迭代计算包括残差更新、步长计算和方向更

新。MNON检测器的检测步骤包括OTFS解调、神经

网络向前传播计算和 SIC。其中，OTFS 解调和 SIC
过程与其他 3种检测器计算过程相同；神经网络向

前传播计算包括残差更新和方向更新，由于步长参

数是训练所得，因此复杂度为0。
比较复杂度时主要考虑主导项的大小，4 种

检测器 ZF、LMMSE、CGON 和 MNON 的主导项分

别 为 O ( (M *N * ) 3 )、O ( (M *N * ) 3 )、O (T (M *N * ) 2 ) 和

O (M *N * )。可见 MNON 虽然在训练阶段耗费资源，

但是在测试阶段的计算复杂度远低于其他 3种检测

器。且M *N * 维度越大，MNON检测器相较于其他 3
种检测器复杂度降低越多，更加适应部署在移动端

执行实时计算任务。

4　仿真与分析

本文通过仿真结果评估检测器在下行 OTFS‑
NOMA系统中的BER性能。首先，比较不同检测器

方案在相同条件下的BER表现，验证MNON检测器

的优越性。然后，研究不同系统参数对MNON检测

器性能的影响，分别改变训练数据信噪比（Signal to 
Noise Ratio，SNR）、调制方案、各用户分配系数、天线

数量以及神经网络层数，并通过BER分析其对检测

性能的影响。最后，对MNON检测器在不同多普勒

表1　不同条件下训练参数减少比例 %  
用户

2
3
4
5

层数

10
89.1
89.0
89.0
88.9

15
89.4
89.3
89.3
89.3

20
89.5
89.5
89.5
89.5

25
89.6
89.6
89.6
89.6

表2　ZF和LMMSE检测器复杂度

检测步骤

OTFS解调

信道矩阵构建

矩阵求逆

信号检测

SIC
主导项

ZF
M*N * logM*N *

M*N *

(M*N * ) 3

(M*N * ) 2

M*N * logM*N *

(M*N * ) 3

LMMSE
M*N * logM*N *

M*N *

(M*N * ) 3

(M*N * ) 2

M*N * logM*N *

(M*N * ) 3

表3　CGON和MNON检测器复杂度

检测步骤

OTFS解调

初始化

SIC
残差更新

步长计算

方向更新

主导项

CGON
M*N * logM*N *

(M*N * )2

M*N * logM*N *

T (M*N * )2

M*N *

M*N *

T (M*N * )2

MNON
M*N * logM*N *

M*N *

M*N * logM*N *

TM*N *

—

M*N *

M*N * logM*N *
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频移和时延条件下的性能进行仿真，并与不使用

OTFS调制的检测器进行对比，以验证在 OTFS调制

下的优势。

本文对不同检测器的BER性能进行了验证，参

数设置如表 4所示。不同强度的多普勒值和时延值

对照关系如表 5 所示，路径数量 P为 8，f( )i，q，p，m 和

τ ( )i，q，p，m 分别为多普勒值和时延值 0到 1的随机倍数，

c( )i，q，p，m 满足瑞利分布且所有路径方差和为 1，采样时

间为 100 μs。如图 2所示，ZF检测器表现最差，主要

是因为该检测器仅考虑信道等效矩阵和接收信号，而

未考虑噪声的影响，因此在信噪比较低的情况下，噪

声干扰较大，检测器无法有效抵抗噪声影响。LMMSE
和CGON检测器的性能相近，这归因于两者原理基本

相同，加上本文中MIMO系统规模较小且迭代次数较

多，使得二者的BER性能趋于一致。此外，基于DNN
的检测器由于训练参数较多且缺乏物理模型的约束，

训练过程收敛性较差，因此BER表现也不理想，与前

两者相差无几。而MNON检测器则通过引入物理模

型对神经网络进行优化，更好地捕捉训练数据之间的

关系，且引入干扰消除项抑制多用户干扰，从而显著

提高了在各SNR测试下的BER性能。

同时可以看到，将MNON检测器与DNN、LMMSE
和CGON检测器在BER为4 × 10-2的情况下比较，性

能大约分别提升 8 dB、9 dB和 9 dB，具有较大的性能

提升。在测试集SNR为30 dB的情况下，MNON检测

器 BER 约为 1 × 10-3，验证了在下行 OTFS‑NOMA 系

统中，MNON检测器具有较好的BER性能。

通常情况下，当训练集 SNR与测试时的 SNR较

为接近时，测试效果更佳。在实际信号中，SNR往往

分布在一个区间内，因此可以将训练集 SNR分布设

置在一定范围内（如 10~20 dB）而非单一值，以期在

测试时获得更好的表现。如图3所示，将不同SNR训

练集训练出的网络分为5个组别。可以看出，组1在

低SNR测试时具有较好的性能，但由于噪声较大，神

经网络适应了该高噪声环境，导致其在高 SNR时表

现不佳；同时组2在0~10 dB时性能劣于组1，但在0~
20 dB区间却优于其他组别。另一方面，组 4和组 5
在自身训练集SNR相应区间内的性能仍不如组3，是
由于数据范围过窄而导致了过拟合现象。综合对比

可知，组 3的训练集方案最优，不仅使得神经网络在

低 SNR 区间展现出与低 SNR 训练集组别相似的性

能，同时在高SNR区间也能表现出较好的性能。

已知在其他条件相同的情况下，调制的阶数越

高，系统传输信号的速率越大。改变调制方式，测

试不同调制下的BER曲线。如图4所示，在256QAM

表4　参数对照表

参数

总功率/W
M × N
N t × Nr

训练集SNR/dB
网络层数

训练集大小

学习率

时延值/μs
中心频率/GHz

数值

1
16 × 16

2 × 2
0~30

15
20 000
0.003

3
5

参数

I

分配比例

调制

测试集SNR/dB
批大小

验证集大小

多普勒值/kHz
优化器

载波宽度/kHz

数值

2
30∶1

16 QAM
0~30

1
100 000

2
Adam

10

表5　强度对应等级

强度等级

1
2
3
4
5

多普勒值/kHz
0.3
1
2
5

10

时延值/μs
1
2
3
4
5

图2　不同检测器BER性能

图3　不同SNR训练的BER性能
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调制的情况下，随着 SNR 的增大，接收信号的 BER
没有明显的下降。这种现象说明在该条件下调制

的阶数过高，星座图中的判决区域被划分得过于密

集，进而导致信号误判。对于其他调制，BER 达到

2×10-2 的情况下，BPSK、QPSK 和 16QAM 相较于

64QAM 的调制均提高 10 dB 以上的性能，说明

64QAM 调制下的系统 BER 性能较差。考虑到实际

系统的信噪比大约为 20 dB，BER 达到 2×10-3时，尽

管 BPSK 相较于 QPSK 和 16QAM 性能分别提升了

3 dB 和 7 dB，但是 BPSK 信号的传输效率较低。此

外，考虑到 SNR 为 20 dB 时，三者 BER 性能相近，且

之后性能随SNR提升较少，可见16QAM调制比较适

合表4条件下的系统。

由于多天线可以利用分集增益，分别估计不同

接收天线信号后取平均再进行判决，以提高信号检

测的准确性能。不同天线数下系统的 BER 性能如

图 5 所示，对比 2×2 MIMO 和 SISO，当 BER 达到 5×
10-3时，2×2 MIMO的BER性能提升了 11 dB，性能提

升较大。对比 16×16、8×8、4×4 和 2×2 的组别，当

BER 达到 2×10-3 时，性能分别提升了 3 dB、3 dB、

2 dB和 2 dB，性能提升相对较小。由于多天线会使

估计信号的等效矩阵变大，进而增加系统的计算数

据量，因此采用2×2的MIMO能够兼顾效率与性能。

图 6展示不同层数神经网络的 BER 性能对比。

根据实验结果可知，在限定训练次数的约束下，神

经网络层数在一定范围内的选择需权衡性能和开

销。具体表现为：5层和 10层网络的组别随测试时

SNR升高，BER的改善幅度明显弱于其他 3个组别，

尤其是 0~15 dB 区域内性能差距最高达 7 dB，因此

排除 5 层和 10 层两个组别；对比 15 层网络和 25 层

网络的组别，当 BER 达到 5×10-3时，系统 BER 性能

提升约 7 dB，该现象是因为 25层网络由于层数过多

产生过拟合现象，导致系统对测试集泛化能力下

降。进一步观察发现，15 层与 20 层网络组别在高

SNR区间测试时BER性能提升趋势相近，考虑到训

练资源消耗的差异，15 层最适合该 OTFS‑NOMA
系统。

图 7 测试了在用户 1 和用户 2 不同分配比例情

况下的BER性能，分配比例表示信号较差用户和信

号较好用户分配系数之比。分配比例越大，意味着

对于信号较差用户获得的功率较大。由于文中

BER指的是两个用户的均值，需要在保证效率的同

时兼顾公平性，保证两者平均 BER 最小。测试时

SNR为 5 dB 和 10 dB 的组别，噪声对信号检测影响

较大。对于信号较好用户，本身分配系数较小，这

种情况造成噪声对于信号较好用户 BER 性能影响

较为严重。观察 SNR为 15~30 dB的曲线可知，在分

配比例增大的过程中，BER先降低再增大。这是因

为随着分配比例升高，信号较差用户的BER在降低

而信号较好用户的BER在升高，均值会在某一分配

比例达到最低，由图 7 可知，最佳的分配比例约

为30。
为了探究在 DD 域对信号预处理的作用，对

MNON检测器做适应性修改，即不考虑OTFS调制与

解调。将该检测器记作MNN检测器，其所有步骤均

在时域完成。将时延值在 1~5 μs区间内分成 5个组

图4　不同调制的BER性能
图6　不同神经网络层数的BER性能

图5　不同MIMO大小的BER性能
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别，从图 8 可以观察到，MNON 的曲线在对应组别

MNN 检测器的左侧，该结果说明 OTFS 对于时延扩

展具有一定抵抗作用。随着时延强度的增大，使用

相同检测器的组别对应的曲线向上移，说明时延越

大，检测器 BER 性能越差。但可以观察到，当时延

值为 5 μs 且 BER 达到 4×10-3 时，两组性能仅相差

5 dB；当时延值为 1 μs且BER达到 2×10-3时，两组性

能相差了 10 dB。可见时延强度对BER性能的影响

较小，而OTFS调制对于信号在DD域预处理的作用

对于性能提升影响较大。

为了研究 MNN 和 MNON 检测器在不同多普勒

强度下的 BER 性能，设置时延值为 3 μs，将多普勒

值为 300~10 000 Hz 分为 5 个组别，仿真结果如图 9
所示。观察图 9，将 MNN 检测器在 30 dB 时各个组

别对应的BER作为参考，MNON检测器性能达到相

同 BER 时相较于 MNN 检测器分别提升了 3 dB、

5 dB、9 dB、10 dB 和 12 dB。可见 OTFS 调制对于多

普勒频移具有较好抑制效果，且优于对时延扩展的

抑制效果。这是因为OTFS调制对于归一化值较大

的组别具有更好的改善效果；而在仿真参数设定

中，中心频率较高导致归一化多普勒频移（多普勒

值/系统带宽）远高于归一化时延扩展（时延值/采样

时间），从而导致上述结果。

为了单独研究多普勒值在 0.3~10 kHz范围内对

MNN和MNON检测器BER性能的影响，将时延值设

为 0，分为 5 组。从图 10 可以观察到多普勒值在

10 kHz 下的 BER 达到 8×10-2时，MNON 检测器相较

MNN 检测器性能提升了约 12 dB；多普勒值在

0.3 kHz下的 BER达到 1×10-4时，MNON检测器相较

MNN 检测器性能提升了约 3 dB；多普勒值在 2 kHz
下的BER达到 3×10-3时，MNON检测器相较MNN检

测器性能提升了约 10 dB。此外，两种检测器在不

同组别中，随着 SNR 提高，BER 下降幅度存在相同

特点：当多普勒值较高时，BER 随 SNR 增大而下降

的曲率较小。这是因为低多普勒值组别的多普勒

效应较弱，BER 主要受 SNR 影响；而在高多普勒值

组别，多普勒效应逐渐显著，从而削弱了 SNR 对

BER性能的主导作用。

5　结束语

本文针对 OTFS‑NOMA 系统设计了 CGON 检测

器和 MNON检测器。首先，通过将 OTFS信号在 DD

图8　多普勒值2 kHz下BER性能

图9　时延值3 μs下BER性能

图10　时延值0下BER性能对比

图7　不同分配比例的BER性能
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域进行稀疏化预处理，结合共轭梯度算法将传统

LMMSE 检测器的矩阵求逆问题转化为二次凸优化

迭代求解，避免高维矩阵直接计算求逆。在此基础

上，MNON 检测器使用共轭梯度方法构建模型驱动

神经网络，并将 CGON 检测器中间变量转换为神经

网络的可学习参数，解决了共轭梯度信号检测器收

敛速度慢的问题；对比纯数据驱动基于DNN的检测

器，训练参数量下降约 90%。此外，MNON检测器引

入干扰消除的训练参数提升检测精度，相较于其他

检测器在 BER达到 4×10-2的情况下，性能大约提升

9 dB。进一步地，可以考虑在不同域中分别接入高

速和低速用户，在更加复杂工况下提高BER性能并

降低训练参数数量。
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