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摘要：在微表情识别系统中，常规的特征融合方法会引入冗余或干扰特征，因而会影响识别准确率

和效率。 针对上述问题，提出一种基于双支路核化群稀疏学习 （ Ｔｗｏ⁃Ｂｒａｎｃｈ Ｋｅｒｎｅｌｉｚｅｄ Ｇｒｏｕｐｓ
Ｓｐａｒｓｅ Ｌｅａｒｎｉｎｇ，ＴＢ⁃ＫＧＳＬ）的特征选择方法，并将其应用于微表情识别系统。 首先，提取多个人脸

区域的 ３ 个正交平面上局部二值模式（Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎｓ ｆｒｏｍ Ｔｈｒｅｅ Ｏｒｔｈｏｇｏｎａｌ Ｐｌａｎｅｓ，ＬＢＰ⁃
ＴＯＰ）和多个方向上的单方向梯度直方图（Ｈｉｓｔｏｇｒａｍ ｏｆ Ｓｉｎｇｌｅ Ｄｉｒｅｃｔｉｏｎ Ｇｒａｄｉｅｎｔ，ＨＳＤＧ）两组不同类

型的特征；然后，使用 ＴＢ⁃ＫＧＳＬ模型从上述两组特征中分别选择有效区域的 ＬＢＰ⁃ＴＯＰ 特征和有效

方向上的 ＨＳＤＧ特征；最后，将选择的 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ特征进行拼接融合，得到紧凑且可鉴别的

特征，并使用基于支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ）的分类器进行微表情分类。 实验结果

验证了 ＴＢ⁃ＫＧＳＬ的可行性和有效性，并在 ＣＡＳＭＥ ＩＩ和 ＳＭＩＣ数据集上分别达到 ６８．６３％和 ７５．９５％
的识别准确率，比基线方法分别高出 ５．７７个百分点和 １５．２０个百分点。
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中图分类号：ＴＰ３９１　 　 文献标志码：Ａ　 　 文章编号：１６７３⁃５４３９（２０２３）０１⁃００７０⁃０１０

Ｍｉｃｒｏ⁃ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｔｗｏ⁃ｂｒａｎｃｈ
ｋｅｒｎｅｌｉｚｅｄ ｇｒｏｕｐｓ ｓｐａｒｓｅ ｌｅａｒｎｉｎｇ

ＷＥＩ Ｊｉｎｓｈｅｎｇ１， ＬＵ Ｇｕａｎｍｉｎｇ１， ＰＥＮＧ Ｗｅｉ２，ＣＨＥＮ Ｈａｏｘｉａ１，
ＨＵＡＮＧ Ｘｉａｏｈｕａ３， ＹＡＮ Ｊｉｎｇｊｉｅ１

１．Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｐｏｓｔｓ ａｎｄ Ｔｅｌｅｃｏｍｍｕｎｉｃａｔｉｏｎｓ， Ｎａｎｊｉｎｇ ２１０００３， Ｃｈｉｎａ
２．Ｄｅｐａｒｔｍｅｎｔ ｏｆ Ｐｓｙｃｈｉａｔｒｙ ａｎｄ Ｂｅｈａｖｉｏｒａｌ Ｓｃｉｅｎｃｅｓ ｏｆ Ｓｔａｎｆｏｒｄ Ｍｅｄｉｃｉｎｅ， Ｓｔａｎｆｏｒｄ Ｕｎｉｖｅｒｓｉｔｙ， ＣＡ ９４３０５， Ａｍｅｒｉｃａ
３．Ｃｏｌｌｅｇｅ ｏｆ Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｎａｎｊｉｎｇ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｎａｎｊｉｎｇ ２１１１６７， Ｃｈｉｎａ

æ

è

çç

ö

ø

÷÷

收稿日期：２０２２－０８－２２；修回日期：２０２２－１１－１６　 　 本刊网址：ｈｔｔｐ：∥ｎｙｚｒ．ｎｊｕｐｔ．ｅｄｕ．ｃｎ
基金项目：国家自然科学基金（７２０７４０３８，６２０７６１２２，６１９７１２３６）和江苏省研究生科研与实践创新计划（ＫＹＣＸ１９＿０８９９）资助项目

作者简介：魏金生，男，博士研究生，讲师；卢官明（通信作者），男，博士，教授，博士生导师，ｌｕｇｍ＠ ｎｊｕｐｔ．ｅｄｕ．ｃｎ
引用本文：魏金生，卢官明，彭伟，等．基于双支路核化群稀疏学习的微表情识别［Ｊ］ ．南京邮电大学学报（自然科学版），２０２３，４３（１）：７０－７９．

Ａｂｓｔｒａｃｔ： Ｉｎ ｔｈｅ ｍｉｃｒｏ ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｓｙｓｔｅｍ， ｔｈｅ ｃｏｎｖｅｎｔｉｏｎａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｅｔｈｏｄ ｗｉｌｌ
ｉｎｔｒｏｄｕｃｅ ｒｅｄｕｎｄａｎｔ ｏｒ ｉｎｔｅｒｆｅｒｉｎｇ ｆｅａｔｕｒｅｓ ａｎｄ ａｆｆｅｃｔ ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ａｎｄ ｅｆｆｉｃｉｅｎｃｙ． Ｉｎ ｔｈｉｓ
ｒｅｇａｒｄ， ａ ｎｏｖｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｔｗｏ⁃ｂｒａｎｃｈ ｋｅｒｎｅｌｉｚｅｄ ｇｒｏｕｐｓ ｓｐａｒｓｅ ｌｅａｒｎｉｎｇ （ ＴＢ⁃
ＫＧＳＬ） ｉｓ ｐｒｏｐｏｓｅｄ ａｎｄ ａｐｐｌｉｅｄ ｔｏ ｔｈｅ ｍｉｃｒｏ⁃ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｓｙｓｔｅｍ． Ｆｉｒｓｔ， ｌｏｃａｌ ｂｉｎａｒｙ ｐａｔｔｅｒｎｓ
ｆｒｏｍ ｔｈｒｅｅ ｏｒｔｈｏｇｏｎａｌ ｐｌａｎｅｓ （ ＬＢＰ⁃ＴＯＰ） ｉｎ ｍｕｌｔｉｐｌｅ ｆａｃｉａｌ ｒｅｇｉｏｎｓ ａｎｄ ｈｉｓｔｏｇｒａｍ ｏｆ ｓｉｎｇｌｅ ｄｉｒｅｃｔｉｏｎ
ｇｒａｄｉｅｎｔ （ＨＳＤＧ） ｉｎ ｍｕｌｔｉｐｌｅ ｄｉｒｅｃｔｉｏｎｓ ａｒｅ ｅｘｔｒａｃｔｅｄ． Ｓｅｃｏｎｄ， ｔｈｅ ＴＢ⁃ＫＧＳＬ ｍｏｄｅｌ ｉｓ ｕｓｅｄ ｔｏ ｓｅｌｅｃｔ ｔｈｅ
ＬＢＰ⁃ＴＯＰ ｆｅａｔｕｒｅｓ ｉｎ ｔｈｅ ｅｆｆｅｃｔｉｖｅ ｆａｃｉａｌ ｒｅｇｉｏｎｓ ａｎｄ ｔｈｅ ＨＳＤＧ ｆｅａｔｕｒｅｓ ｉｎ ｔｈｅ ｅｆｆｅｃｔｉｖｅ ｄｉｒｅｃｔｉｏｎｓ ｆｒｏｍ ｔｈｅ
ａｂｏｖｅ ｔｗｏ ｇｒｏｕｐｓ ｏｆ ｆｅａｔｕｒｅｓ． Ｆｉｎａｌｌｙ， ｔｈｅ ｓｅｌｅｃｔｅｄ ＬＢＰ⁃ＴＯＰ ａｎｄ ＨＳＤＧ ｆｅａｔｕｒｅｓ ａｒｅ ｃｏｎｃａｔｅｎａｔｅｄ ｔｏ
ｏｂｔａｉｎ ｃｏｍｐａｃｔ ａｎｄ ｄｉｓｔｉｎｇｕｉｓｈａｂｌｅ ｆｅａｔｕｒｅｓ， ａｎｄ ａ ｃｌａｓｓｉｆｉｅｒ ｂａｓｅｄ ｏｎ ｔｈｅ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ （ＳＶＭ）



ｉｓ ｕｓｅｄ ｆｏｒ ｍｉｃｒｏ⁃ｅｘｐｒｅｓｓｉｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ． Ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｄｅｍｏｎｓｔｒａｔｅ ｔｈｅ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｏｆ ＴＢ⁃
ＫＧＳＬ． Ｔｈｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｃｃｕｒａｃｙ ｏｎ ＣＡＳＭＥ ＩＩ ａｎｄ ＳＭＩＣ ｄａｔａｓｅｔｓ ｉｓ ６８．６３％ ａｎｄ ７５．９５％， ｒｅｓｐｅｃｔｉｖｅｌｙ，
ｗｈｉｃｈ ｉｓ ｉｍｐｒｏｖｅｄ ｂｙ ５．７７ ａｎｄ １５．２０ ｐｅｒｃｅｎｔａｇｅ ｐｏｉｎｔｓ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｏｓｅ ｏｆ ｔｈｅ ｂａｓｅｌｉｎｅ ｍｅｔｈｏｄ．
Ｋｅｙｗｏｒｄｓ： ｍｉｃｒｏ⁃ｅｘｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ； ｓｐａｒｓｅ ｌｅａｒｎｉｎｇ； ｆｅａｔｕｒｅ ｆｕｓｉｏｎ； ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ

　 　 面部表情是人类表达内心情感的直观反映，在
人际交流和沟通过程中起着非常重要的作用。 情感

识别作为情感计算系统的关键技术，是实现人机交

互的基础［１］。 与普通表情［２－３］不同，微表情（Ｍｉｃｒｏ⁃
Ｅｘｐｒｅｓｓｉｏｎ）是一个人试图隐藏内心真实情感却又不

由自主流露出的不易被察觉的自发式表情。 微表情

识别技术在测谎、刑事侦查、心理疾病的临床诊断以

及公共安全等领域具有重要的应用价值［４－９］。
微表情识别主要包括预处理、特征提取和分类

３个步骤，其中特征提取是关键步骤，也是研究的核

心。 如何提取能够表征微表情中面部微弱运动的特

征对于微表情识别性能来说是至关重要的。 现有的

方法主要分为传统方法和深度学习方法［４，６－９］。 传

统方法采用人工设计的特征提取算子，从微表情视

频中提取人工特征；而深度学习方法通过构建深度

学习模型自适应地提取微表情视频中的深度特征。
与普通表情相比，由于微表情的持续时间非常

短，面部肌肉运动强度弱，变化幅度小，采集微表情

样本难度大，标注微表情的类别标签不仅需要由训

练有素且具有丰富专业经验的心理专家来完成，而
且耗时费力。 因此，获取大量有类别标签的微表情

样本比较困难。 目前公开的一些微表情数据集，如
ＣＡＳＭＥ ＩＩ［１０］、ＳＭＩＣ［１１］等，其规模都比较小，这在一

定程度上限制了深度学习在微表情识别中的有效应

用。 因为“端到端”的深度学习模型依赖大量有标

签的样本数据来训练，其泛化能力备受质疑与挑战，
样本数据不足、训练样本与真实样本分布不一致，均
会导致算法性能急剧下降。 另外，深度学习模型的

计算代价较高，也缺乏一定的可解释性［４］。 而传统

方法有着计算代价小、可解释性强的优势，且可以有

效地利用目前有限的微表情视频样本。 因此，本文

聚焦在传统方法中的特征选择技术，用于提升目前

已有特征的可鉴别性和紧凑性，提高识别性能和

效率。
常规的特征融合技术在引入更多特征信息的同

时，也会增加特征的冗余度，引入更多干扰的特征信

息，从而影响微表情识别的性能和效率。 如果在融

合前能够消除两种特征中的冗余或干扰信息，不仅

可以降低特征维度，提高效率，还能得到更加可鉴别

的特征，提高识别性能。 为此，本文提出一种基于双

支路核化群稀疏学习（Ｔｗｏ⁃Ｂｒａｎｃｈ Ｋｅｒｎｅｌｉｚｅｄ Ｇｒｏｕｐｓ
Ｓｐａｒｓｅ Ｌｅａｒｎｉｎｇ，ＴＢ⁃ＫＧＳＬ）的微表情识别方法，在融

合两组不同类型的特征之前，采用核化群稀疏学习

模型分别对两组特征进行选择，消除两组特征中的

冗余及干扰信息，选择可鉴别的特征并进行拼接融

合，从而得到更加紧凑且可鉴别的特征，提高识别性

能和效率。

１　 相关工作

目前，微表情识别领域的工作大多聚焦在特征

提取上，且部分工作为了增强特征的表示能力，提出

了一些特征选择方法。 本文提出了一种基于双支路

核化群稀疏学习的微表情识别方法，其主要涉及到

特征提取及特征选择技术。
１．１　 微表情识别中的特征提取

在表情识别领域，局部二值模式（Ｌｏｃａｌ Ｂｉｎａｒｙ
Ｐａｔｔｅｒｎｓ，ＬＢＰ）是一种常用的纹理特征描述算子，用于

描述图像中每个像素值与其近邻点像素值之间的关

系。 ２００７年，Ｚｈａｏ 等［２］针对动态图像序列的纹理特

征描述，将 ＬＢＰ 算子扩展到了三维空间，提出了 ３个
正交平面上局部二值模式（Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎｓ ｆｒｏｍ
Ｔｈｒｅｅ Ｏｒｔｈｏｇｏｎａｌ Ｐｌａｎｅｓ，ＬＢＰ⁃ＴＯＰ）。 Ｌｉ等［１１］将 ＬＢＰ⁃
ＴＯＰ 应用于微表情识别系统。 之后，一些研究人员对

ＬＢＰ⁃ＴＯＰ 进行了改进，提出各种特征描述算子，包括

ＬＢＰ⁃ＭＯＰ（Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎｓ ｆｒｏｍ Ｍｅａｎ Ｏｒｔｈｏｇｏｎａｌ
Ｐｌａｎｅｓ） ［１２］、ＳＴＣＬＱＰ（ＳｐａｔｉｏＴｅｍｐｏｒａｌ Ｃｏｍｐｌｅｔｅｄ Ｌｏｃａｌ
Ｑｕａｎｔｉｚｅｄ Ｐａｔｔｅｒｎｓ） ［１３］、ＬＢＰ⁃ＳＩＰ （Ｌｏｃａｌ Ｂｉｎａｒｙ Ｐａｔｔｅｒｎ
ｆｒｏｍ Ｓｉｘ Ｉｎｔｅｒｓｅｃｔｉｎｇ Ｐｏｉｎｔｓ） ［１４］、ＬＢＰ⁃ＩＰ （Ｌｏｃａｌ Ｂｉｎａｒｙ
Ｐａｔｔｅｒｎ ｗｉｔｈ Ｉｎｔｅｇｒａｌ Ｐｒｏｊｅｃｔｉｏｎ） ［１５］及 ＬＢＰ⁃ＦＩＰ （Ｌｏｃａｌ
Ｂｉｎａｒｙ Ｐａｔｔｅｒｎ ｆｒｏｍ Ｆｉｖｅ Ｉｎｔｅｒｓｅｃｔｉｎｇ Ｐｌａｎｅｓ） ［１６］等。

一些工作将 ＬＢＰ⁃ＴＯＰ 与其他特征进行融合，提
升了微表情识别的准确率。 Ｌｉｏｎｇ 等［１７］结合光流特

征和 ＬＢＰ⁃ＴＯＰ 特征，使用时域均值池化光流应变图

加权 ＬＢＰ⁃ＴＯＰ 特征，提高了识别性能。 Ｇｕｏ 等［１８］

将局部二阶信息引入到 ＬＢＰ⁃ＴＯＰ 特征中，实现二者

拼接融合，得到 Ｅｘｔｅｎｄｅｄ ＬＢＰ⁃ＴＯＰ 特征。 最近，Ｗｅｉ
等［１９］研究了不同方向上运动特征的有效性，提取了

单方向梯度直方图 （ Ｈｉｓｔｏｇｒａｍ ｏｆ Ｓｉｎｇｌｅ Ｄｉｒｅｃｔｉｏｎ
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Ｇｒａｄｉｅｎｔ，ＨＳＤＧ）特征，并将其与 ＬＢＰ⁃ＴＯＰ 进行拼

接，得到局部二值模型⁃单方向梯度 （ Ｌｏｃａｌ Ｂｉｎａｒｙ
Ｐａｔｔｅｒｎ⁃Ｓｉｎｇｌｅ Ｄｉｒｅｃｔｉｏｎ Ｇｒａｄｉｅｎｔ， ＬＢＰ⁃ＳＤＧ）特征。
该工作分别测试了 １８ 个方向上的 ＨＳＤＧ 与 ＬＢＰ⁃
ＴＯＰ 拼接融合后的性能。 结果表明，最优方向上的

ＨＳＤＧ与 ＬＢＰ⁃ＴＯＰ 融合拼接后，取得了较好的识别

性能。 但是，该工作需要手动测试并确定 ＨＳＤＧ 的

最优方向，不同方向上的 ＨＳＤＧ 存在巨大的性能差

异，且只能将单个有效的 ＨＳＤＧ与 ＬＢＰ⁃ＴＯＰ 进行拼

接融合。 针对上述问题，本文提出的基于 ＴＢ⁃ＫＧＳＬ
的特征选择方法，可以选择有效方向上的 ＨＳＤＧ 以

及有效面部区域上的 ＬＢＰ⁃ＴＯＰ 特征，从而提高识别

效率和性能。
１．２　 微表情识别中的特征选择

微表情出现时仅激活面部小部分区域，且强度

较小，因此，提取的特征存在冗余和干扰信息，特别

是对于传统方法中的人工特征，由于缺乏自适应性，
使得其存在大量的冗余及干扰信息。 为了提高识别

性能，采用特征选择算法消除特征中的冗余及干扰

信息是一种有效的技术手段。
目前，微表情识别领域有部分工作涉及特征选

择。 卢官明等［２０］ 结合 ＲｅｌｉｅｆＦ 和局部线性嵌入

（Ｌｏｃａｌｌｙ Ｌｉｎｅａｒ Ｅｍｂｅｄｄｉｎｇ， ＬＬＥ）流形学模型，对
ＬＢＰ⁃ＴＯＰ 进行降维，得到更加紧凑的动态纹理特

征。 基于主方向平均光流 （Ｍａｉｎ Ｄｉｒｅｃｔｉｏｎａｌ Ｍｅａｎ
Ｏｐｔｉｃａｌ Ｆｌｏｗ， ＭＤＭＯ） ［２１］特征，Ｌｉｕ等［２２］从微表情视

频片段中学习有效的字典，提出一个新的距离度量，
并将新的距离度量与经典的图正则化稀疏编码结合

得到稀疏的 ＭＤＭＯ 特征。 张延良等［２３］ 提出基于

Ｆｉｓｈｅｒ的特征选择算法，学习并选择更加可鉴别的

微表情特征，降低特征维度，得到更加紧凑的特征表

示。 基于拉普拉斯算子，Ｈｕａｎｇ 等［２４］设计了一种新

的特征选择算法用于分组的 ＬＢＰ⁃ＩＰ 特征，该工作为

每一组特征学习一个拉普拉斯分数，并根据分数选

择特征。 Ｚｏｎｇ等［２５］采用稀疏学习方法，建立 ＫＧＳＬ
从分层的 ＬＢＰ⁃ＩＰ 特征中学习可鉴别的微表情特征。
该工作将面部区域划分为多个尺度的区域，并提取

这些区域上的 ＬＢＰ⁃ＩＰ 特征，得到分层 ＬＢＰ⁃ＩＰ 特征；
然后，使用 ＫＧＳＬ为每个 ＬＢＰ⁃ＩＰ 特征学习能代表其

对微表情分类的贡献度权重；最后，采用学习到的权

重加权相应的 ＬＢＰ⁃ＩＰ 特征，并使用优化后的 ＫＧＳＬ
模型预测微表情类别。 以上这些工作提出的特征选

择算法都是针对一组特征的选择。
受 ＫＧＳＬ的启发，本文提出一种基于双支路核

化群稀疏学习（ＴＢ⁃ＫＧＳＬ）的特征选择方法，通过双

支路的方式，采用 ＫＧＳＬ 模型分别对来自不同面部

区域的 ＬＢＰ⁃ＴＯＰ 特征以及不同方向的 ＨＳＤＧ 特征

进行选择，并对选择后的两组特征进行拼接融合，得
到更加紧凑且可鉴别的微表情特征。 与 ＫＧＳＬ＋分
层 ＬＢＰ⁃ＩＰ 的方法［２５］不同的是：（１） 提出的方法采

用双支路的方式分别对两组特征进行选择，并将选

择的特征进行拼接融合，不仅引入更多的可鉴别信

息，还能得到更加紧凑的特征表示，而 ＫＧＳＬ＋分层

ＬＢＰ⁃ＩＰ 方法只针对一组特征的选择，并未涉及两组

特征的选择；（２） 提出的方法仅采用 ＫＧＳＬ 模型选

择特征，分类器采用支持向量机 （ ＳＶＭ）模型，而
ＫＧＳＬ＋分层 ＬＢＰ⁃ＩＰ 方法采用 ＫＧＳＬ 模型预测微表

情类别；（３） 提出的方法在训练阶段学习了有效的

面部区域以及方向，而实际识别微表情时，仅需提取

有效区域及有效方向上的特征即可，降低了特征维

度，提升了识别的性能和效率，而 ＫＧＳＬ＋分层 ＬＢＰ⁃
ＩＰ 的方法需要将学习的权重加权每一个分层 ＬＢＰ⁃
ＩＰ 特征，实际识别微表情时，需要提取完整的分层

ＬＢＰ⁃ＩＰ 特征。

２　 基于双支路核化群稀疏学习的微表
情识别

　 　 本文提出的基于双支路核化群稀疏学习（Ｔｗｏ⁃
Ｂｒａｎｃｈ Ｋｅｒｎｅｌｉｚｅｄ Ｇｒｏｕｐｓ Ｓｐａｒｓｅ Ｌｅａｒｎｉｎｇ，ＴＢ⁃ＫＧＳＬ）
的微表情识别系统原理框图如图 １ 所示。 首先，通
过两条支路从微表情视频序列中分别提取多个面部

区域的 ＬＢＰ⁃ＴＯＰ 特征以及多个方向上的 ＨＳＤＧ 特

征， 其中，第一条支路处理多个面部区域的 ＬＢＰ⁃
ＴＯＰ 特征，而第二条支路处理多个方向上的 ＨＳＤＧ
特征；然后，两条支路分别使用 ＫＧＳＬ 模型选择有效

区域的 ＬＢＰ⁃ＴＯＰ 特征和有效方向上的 ＨＳＤＧ特征；
最后，将选择的 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ特征进行拼接融

合，得到紧凑且可鉴别的特征，并使用基于支持向量

机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ）的分类器进行微

表情分类。
２．１　 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 特征的提取

为了研究不同方向上运动特征的有效性，Ｗｅｉ
等［１９］提取 ＨＳＤＧ特征表示单个方向上的运动信息，
并将其与 ＬＢＰ⁃ＴＯＰ 进行拼接融合得到 ＬＢＰ⁃ＳＤＧ 特

征。 该工作分别测试了 １８ 个方向上的 ＨＳＤＧ，实验

结果表明，有效方向上的 ＨＳＤＧ与 ＬＢＰ⁃ＴＯＰ 拼接融

合能够取得较好的识别准确率。 但是，分别测试每

个方向上 ＨＳＤＧ的有效性耗费大量的时间，结论过
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于依赖设定的特征参数，且手动测试单个 ＨＳＤＧ，不
能同时考虑多个 ＨＳＤＧ 之间的关系。 另外，ＬＢＰ⁃
ＴＯＰ 采用了分块策略，将人脸划分为完备的多个区

域，并提取每个区域的 ＬＢＰ⁃ＴＯＰ 特征。 但是，微表

情与面部少部分区域有关，提取的 ＬＢＰ⁃ＴＯＰ 包含了

大量的冗余和干扰信息。 因此，本文提取多个人脸

区域的 ＬＢＰ⁃ＴＯＰ 特征和 １８ 个方向上的 ＨＳＤＧ 特

征，并采用 ＫＧＳＬ模型选择有效区域的 ＬＢＰ⁃ＴＯＰ 特

征和有效方向上的 ＨＳＤＧ特征。

如图 １所示，在本文提出的基于 ＴＢ⁃ＫＧＳＬ 的微

表情识别系统中，第一条支路提取若干个人脸区域

的 ＬＢＰ⁃ＴＯＰ 特征，第二条支路提取 １８ 个方向上的

ＨＳＤＧ特征。 具体地，第一条支路将人脸区域划分

为若干个完备子区域，并提取每个子区域的 ＬＢＰ⁃
ＴＯＰ 特征组成一组特征；第二条支路提取 １８个方向

上的 ＨＳＤＧ特征组成一组特征。 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ
特征的提取可以参考文献［１９］。

图 １　 基于 ＴＢ⁃ＫＳＧＬ 的微表情识别系统原理框图

２．２　 核化群稀疏学习模型的建立

假设训练集有 Ｍ 个微表情视频样本，输入特征

为 Ｘ ＝ ［ｘ１，ｘ２，…，ｘＭ］ ∈RＤ∗Ｍ，其中，Ｄ 为总特征维

度， ｘｍ ∈ RＤ∗１ 表示第 ｍ 个样本的输入特征。
为了能够采用群稀疏学习模型将特征空间映射

到标签空间，数据集提供的离散标签被转换为 Ｏｎｅ⁃
ｈｏｔ标签。 具体地，假设第 ｉ 个视频样本的离散标签

为 ｄｌｉ（ｄｌｉ ＝ １，２，…，ｃ）， 其中，ｃ 为微表情类别数。
那么， ｄｌｉ 对应的 Ｏｎｅ⁃ｈｏｔ 标签为 Ｉｉ ＝ ［ ｌｉ，１，ｌｉ，２，…，
ｌｉ，ｃ］ Ｔ ∈ Rｃ∗１，其中

ｌｉ，ｊ ＝
１　 　 ｊ ＝ ｄｌｉ
０ 其他{ （１）

那么，Ｍ 个视频样本的 Ｏｎｅ⁃ｈｏｔ标签表示为 Ｌ ＝ ［Ｉ１，
Ｉ２，…，ＩＭ］ ∈ Rｃ∗Ｍ。

由于所有样本的 Ｏｎｅ⁃ｈｏｔ 标签是一组包含标签

信息的标准正交向量，所以这些 Ｏｎｅ⁃ｈｏｔ 标签能够

展开成一个标签向量空间。 具体地，采用映射矩阵

Ｕ∈ RＤ∗ｃ 将特征向量空间映射到标签向量空间，即
ｍｉｎ
Ｕ

Ｌ － ＵＴＸ ２
Ｆ （２）

式中， · Ｆ 为 Ｆｒｏｂｅｎｉｕｓ范数。
将每个样本提取的输入特征分为 Ｎ 个子特征，

且每个子特征的维度为 ｄ，即，Ｄ＝ｄ∗Ｎ。 那么，将 Ｕ

做相应的划分，则式（１）可转化为

ｍｉｎ
Ｕｎ

Ｌ －∑
Ｎ

ｎ ＝ １
ＵＴｎ Ｘｎ

２

Ｆ
（３）

式中， Ｘｎ ∈ Rｄ∗Ｍ 表示第 ｎ 个子特征， ｎ ＝ １，２，…，
Ｎ。

为了学习能够表示每个子特征对微表情分类的

贡献度权重，引入 Ｎ 个权重分别加权 Ｎ 个子特征，
第 ｎ 个子特征的权重为 αｎ。 由于这些权重表示每

个子特征对微表情分类的贡献度，所以应该是非负

的，另外，由于无效或干扰的特征应该尽量为 ０，且
理论上少量特征即可表示微表情相关的面部肌肉运

动，因此，权重应该是稀疏的。 本文中，建立的群稀

疏学习模型引入 ｌ１ 范数作为惩罚项对权重进行约

束，以满足权重的稀疏性。 所以，群稀疏学习模型的

优化问题为

ｍｉｎ
Ｕｎ，αｎ

Ｌ －∑
Ｎ

ｎ ＝ １
αｎＵＴｎＸｎ

２

Ｆ
＋ λ∑

Ｎ

ｎ ＝ １
αｎ

ｓ．ｔ． αｎ ≥ ０ （４）
式中， λ 为权衡系数（惩罚项系数），决定 αｎ 的稀疏

程度。 由于 αｎ ≥ ０，所以 αｎ 的 ｌ１ 范数∑
Ｎ

ｎ ＝ １
‖ αｎ‖１

表示为∑
Ｎ

ｎ ＝ １
αｎ。
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为了提高群稀疏学习模型的学习能力，将其拓

展为核化版本。 本文采用一个非线性匹配算子 φ
将 Ｘｎ 和 Ｕｎ 映射到卡方核空间 ＣＳ，即， φ：Rｄ →ＣＳ，
Ｘｎ → Ｘφ

ｎ ，Ｕｎ → Ｕφ
ｎ 。 那么，原始群稀疏学习模型的

优化问题转化为

ｍｉｎ
Ｕφｎ，αｎ

Ｌ －∑
Ｎ

ｎ ＝ １
αｎＵφＴ

ｎ Ｘφ
ｎ
２

Ｆ
＋ λ∑

Ｎ

ｎ ＝ １
αｎ

ｓ．ｔ．　 αｎ ≥ ０ （５）
进一步，由于卡方核空间 ＣＳ 是无限维的，因

此， Ｕφ
ｎ 的每一列 ｕφ

ｎ，ｉ 都能被 Ｘφ
ｎ 通过线性系数 ｐｎ 表

示，其中， ｕφ
ｎ，ｉ 是 Ｕφ

ｎ 的第 ｉ 列。 因此， Ｕφ
ｎ 被表示为

Ｕφ
ｎ ＝ ［ｕφ

ｎ，１，ｕφ
ｎ，２，…，ｕφ

ｎ，ｃ］ ＝ Ｘφ
ｎＰ （６）

式中， Ｐ ＝ ［ｐ１，ｐ２，…，ｐｃ］。 那么，将式（５）代入式

（４）中，得到

ｍｉｎ
Ｕφｎ，αｎ
‖Ｌ －∑

Ｎ

ｎ ＝ １
αｎ ＰＴ ＸφＴ

ｎ Ｘφ
ｎ ‖２

Ｆ
＋ λ∑

Ｎ

ｎ ＝ １
αｎ

ｓ．ｔ．　 αｎ ≥ ０ （７）
核空间的高度线性化使得 ｕφ

ｎ，ｉ 只需要 Ｘφ
ｎ 中少

数列向量就能够重构。 因此，引入 Ｐ 的惩罚项

‖Ｐ‖１ 保证 Ｐ 的稀疏性，且能够防止过拟合。 因

此，核化群稀疏学习模型的优化为

ｍｉｎ
Ｐ，αｎ

Ｌ －∑
Ｎ

ｎ ＝ １
αｎ ＰＴ Ｋｎ

２

Ｆ
＋ λ∑

Ｎ

ｎ ＝ １
αｎ ＋

ξ∑
Ｎ

ｎ ＝ １
Ｐ　 　 ｓ．ｔ． αｎ ≥ ０ （８）

式中， Ｋｎ ＝ ＸφＴ
ｎ Ｘφ

ｎ ， 为格拉姆矩阵； ξ 为权衡系数

（惩罚项系数）。
２．３　 基于核化群稀疏学习模型的特征选择

如图 １所示，ＴＢ⁃ＫＧＳＬ 中的两条支路分别使用

ＫＧＳＬ模型从不同人脸区域的 ＬＢＰ⁃ＴＯＰ 特征和不同

方向的 ＨＳＤＧ特征中学习其对微表情分类的贡献度

权重。 具体地，在第一条支路中，将 Ｂ∗Ｂ 个人脸区

域的 Ｂ∗Ｂ 个 ＬＢＰ⁃ＴＯＰ 特征作为 ＫＧＳＬ 模型的输

入，并对 ＫＧＳＬ模型的参数进行优化，从 Ｂ∗Ｂ 个人

脸区域的 ＬＢＰ⁃ＴＯＰ 特征中学习其对微表情分类的

贡献度权重；相似地，在第二条支路中，将 １８个方向

上的 ＨＳＤＧ特征作为 ＫＧＳＬ模型的输入，并对 ＫＧＳＬ
模型的参数进行优化，从 １８个方向上的 ＨＳＤＧ特征

中学习其对微表情分类的贡献度权重。 然后，设定

阈值，选择出权重大于阈值的重要特征。 考虑到两

组特征对微表情识别的有效性差异，两条支路可以

设置不同的阈值。 具体地，在第一条支路中，选择权

重大于阈值 Ｔ１的有效区域的 ＬＢＰ⁃ＴＯＰ 特征；而在第

二条支路中，选择权重大于阈值 Ｔ２的有效方向上的

ＨＳＤＧ 特征。 最后，将筛选出的 ＬＢＰ⁃ＴＯＰ 特征和

ＨＳＤＧ特征进行拼接融合，得到更加紧凑且可鉴别

的微表情特征。
上述步骤中，两条支路上的 ＫＧＳＬ 模型需要进

行参数优化，优化问题的描述如式（８）所示， Ｐ 和 α
为主要的优化参数，其中， α ＝ ［α１，α２，…，αＮ］。 针

对此优化问题，采用方向交替法（ＡＤＭ） ［２６］交替地

更新优化 Ｐ和 α这两个参数。 算法 １显示了整个优

化过程，主要包括 ４ 个步骤，其中，步骤 ２ 和步骤 ４
是该算法的两个子优化问题。

算法 １将核化群稀疏学习模型的优化问题转化

为两个常规的优化问题，即，步骤 ２中对 Ｐ 的优化问

题和步骤 ４ 中对 α 的优化问题。 具体地，步骤 ２ 的

目标是求解最优的参数 Ｐ，采用不精确的增广拉格

朗日乘子法求解［２５，２７］；步骤 ４ 的目标是求解最优的

权重 α。 由于该优化问题属于非负 Ｌａｓｓｏ 问题，所
以直接调用 ＳＬＥＰ 包［２８］进行求解。

算法 １　 核化群稀疏学习模型的优化
输入：特征 Ｘ，训练标签 Ｌ，核函数 φ（ｘ，ｙ），最大迭代次数 ｋｍａｘ，

权衡系数 λ 和 ξ。

输出：最优 Ｐ 和 α。

初始化：迭代次数 ｋ＝ ０， α ＝ ０，Ｋｎ ＝ φ（ｘｎ，ｘｎ）。
Ｗｈｉｌｅ目标函数 ＜ ε 或 ｋ ＜ ｋｍａｘ ｄｏ：

１．固定 αｋ，计算 Ｋ ｋ＋１：

Ｋ ｋ＋１ ＝ ［αｋ
１ ＫＴ１ ，αｋ

２ ＫＴ２ ，…，αｋ
Ｎ ＫＴＮ］ Ｔ

２．固定 αｋ，更新 Ｐｋ＋１：

Ｐｋ＋１ ＝ ａｒｇｍｉｎ
Ｐ
‖Ｌ － ＰＴ Ｋ ｋ＋１‖２Ｆ ＋ ξ ‖Ｐ‖１

３．固定 Ｐｋ＋１，计算 Ｚｋ＋１：
Ｚｋ＋１ ＝ ［ｚ１，ｚ２，…，ｚＮ］

其中 ｚｎ ＝ ｖｅｃ（ＰＴ Ｋｎ），且 ｖｅｃ（Ｖ） 表示将矩阵 Ｖ 拉成向量。 假

设 Ｖ ＝ ［ｖ１，ｖ２，…，ｖｏ］，且 ｖｉ 是列向量，则 ｖｅｃ（Ｖ） 被定义为：

ｖｅｃ（Ｖ） ＝ ［ｖＴ１ ，ｖＴ２ ，…，ｖＴｏ ］ Ｔ

４．固定 Ｐｋ＋１，更新 αｋ＋１：

αｋ＋１ ＝ ａｒｇ ｍｉｎ
α
‖Ｉ － Ｚｋ＋１α‖２Ｆ ＋

λ ‖α‖１ ｓ．ｔ． α≥ ０
其中， Ｉ ＝ ｖｅｃ（Ｌ）。

５． ｋ ＝ ｋ ＋ １。

Ｅｎｄ ｗｈｉｌｅ

３　 实验结果与分析

为了验证所提出的 ＴＢ⁃ＫＧＳＬ 特征选择算法的

有效性，本文选用 ＣＡＳＭＥ ＩＩ 和 ＳＭＩＣ 微表情数据集

对不同的特征提取和选择方法进行对比实验。 实验

时，使用基于支持向量机（ＳＶＭ）的分类器，并采用

主流的留一交叉验证（ Ｌｅａｖｅ⁃Ｏｎｅ⁃Ｓｕｂｊｅｃｔ⁃Ｏｕｔ Ｃｒｏｓｓ
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Ｖａｌｉｄａｔｉｏｎ，ＬＯＳＯ⁃ＣＶ）方法，比较平均识别准确率和

Ｆ１得分。
３．１ 实验设置

ＣＡＳＭＥ ＩＩ微表情数据集［１０］由中科院傅小兰团

队创建，包括了 ２６个受试者的 ２５５个微表情视频样

本，且受试者全部来自中国。 该数据集将微表情分

为 ７类：高兴、厌恶、惊讶、压抑、悲伤、恐惧和其他。
由于恐惧和悲伤类别的样本数量较少，本实验中删

除了这两类的视频样本，只使用高兴、厌恶、惊讶、压
抑和其他 ５类微表情的 ２４６ 个视频样本。 ＳＭＩＣ 微

表情数据集［１１］由奥卢大学机器视觉与信号分析中

心的赵国英团队创建。 ＳＭＩＣ 包括了 ３ 个子集：
ＳＭＩＣ⁃ＨＳ、ＳＭＩＣ⁃ＶＩＳ和 ＳＭＩＣ⁃ＮＩＲ，分别采用高速相

机、可见光摄像机和近红外摄像机采集。 由于

ＳＭＩＣ⁃ＨＳ的样本量最大，且帧率最高，因此，本实验

使用 ＳＭＩＣ⁃ＨＳ 数据集。 ＳＭＩＣ⁃ＨＳ 数据集包含了 １６
个受试者的 １６４ 个样本，且受试者来自 ３ 个不同的

国家。 此数据集中，微表情样本分为 ３ 类：积极、消
极和惊讶。

由于特征提取并不是本文的核心工作，因此，两
组特征的提取采用文献［１９］中的最优设置。 在第

一支路中，ＣＡＳＭＥ ＩＩ数据集上的每个微表情视频序

列被划分为 ５∗５∗１ 个视频块，而 ＳＭＩＣ⁃ＨＳ 数据集

上的每个微表情视频序列被划分为 ８∗８∗２个视频

块，即，分别从 ＣＡＳＭＥ ＩＩ和 ＳＭＩＣ⁃ＨＳ数据集上的每

个微表情视频序列中提取 ２５ 个和 １２８ 个 ＬＢＰ⁃ＴＯＰ
子特征。 在第二支路中，分别从 ＣＡＳＭＥ ＩＩ和 ＳＭＩＣ⁃
ＨＳ数据集上的每个微表情视频序列中提取 １８ 个方

向上的 ＨＳＤＧ子特征。

对于 ＫＧＳＬ模型，最大迭代次数 ｋｍａｘ 设置为 １００；
ε 设置为 １∗１０－４，且若连续 ３次迭代 ε 不下降，则迭

代停止；权衡系数 ξ 为 １。 λ 决定着权重 α 的稀疏性，
在区间［０．０１，０．１０］中以 ０．０２为间隔选择 λ 并对其进

行测试。 从文献［１９］的实验结果可知，ＬＢＰ⁃ＴＯＰ 特

征比 ＨＳＤＧ特征能够提供更加有效的可鉴别信息，且
某些方向上的 ＨＳＤＧ特征甚至会存在干扰信息。 因

此，应当适当地保留更多的 ＬＢＰ⁃ＴＯＰ 特征，而着重筛

选 ＨＳＤＧ特征。 本实验将阈值 Ｔ１设置为 ０，即，选择

权重大于 ０的 ＬＢＰ⁃ＴＯＰ；而对于阈值 Ｔ２的设置，由于

ＣＡＳＭＥ ＩＩ和 ＳＭＩＣ⁃ＨＳ两个数据集上ＨＳＤＧ特征的特

征维度及特征分布的差异，使得学习到的权重范围有

差异，因此，对于 ＣＡＳＭＥ ＩＩ 数据集，在区间［０．１，０．３］
中以 ０．０５为间隔选择 Ｔ２并对其进行测试；对于 ＳＭＩＣ⁃
ＨＳ数据集，在区间［１，３］ 中以 ０．５ 为间隔选择 Ｔ２并
对其进行测试。
３．２　 特征选择性能的评估

本节通过消融实验对提出的 ＴＢ⁃ＫＧＳＬ 特征选

择算法进行性能评估。 表 １ 列出了不同方法在

ＣＡＳＭＥ ＩＩ和 ＳＭＩＣ数据集上识别准确率和 Ｆ１ 得分

的比较，其中，ＬＢＰ⁃ＴＯＰ 表示采用传统的 ＬＢＰ⁃ＴＯＰ
特征，且不做特征选择； ＬＢＰ⁃ＴＯＰ ＋ＨＳＤＧ 表示对

ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 两组特征不做特征选择而直接

进行拼接融合，视为基线方法；ＬＢＰ⁃ＳＤＧ 表示文献

［１９］提出的方法，通过手动测试将人工选择的最优

方向的 ＨＳＤＧ 特征与完整的 ＬＢＰ⁃ＴＯＰ 特征进行拼

接融合；ＫＧＳＬ 表示文献［２５］提出的原始 ＫＧＳＬ，对
ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ两组特征一起进行选择。

表 １　 特征选择性能的评估结果

方法
ＣＡＳＭＥ ＩＩ ＳＭＩＣ⁃ＨＳ

准确率 ／ ％ Ｆ１得分 准确率 ／ ％ Ｆ１得分

ＬＢＰ⁃ＴＯＰ［２］ ６６．６８ ０．６３０ ５ ６４．９７ ０．５９３ ５

ＬＢＰ⁃ＴＯＰ＋ＨＳＤＧ ６２．８６ ０．５９３ ０ ６０．７５ ０．５７５ ０

ＬＢＰ⁃ＳＤＧ［１９］ ７１．３２ ０．６６３ ０ ６７．８６ ０．６１３ ６

ＫＧＳＬ［２５］ ６７．１４ ０．６４１ １ ５９．５６ ０．５８９ ０

提出的 ＴＢ⁃ＫＧＳＬ ６８．６３ ０．６５７ ９ ７５．９５ ０．６６７ ０

　 　 与 ＬＢＰ⁃ＴＯＰ 相比，ＬＢＰ⁃ＴＯＰ＋ ＨＳＤＧ 的性能反

而下降，这表明直接将 １８个方向上的 ＨＳＤＧ特征与

ＬＢＰ⁃ＴＯＰ 特征拼接融合，不仅不会提升性能，反而

会恶化性能。 与 ＬＢＰ⁃ＴＯＰ 和 ＬＢＰ⁃ＴＯＰ ＋ ＨＳＤＧ 对

比，提出的 ＴＢ⁃ＫＧＳＬ 算法有着更加优秀的性能，这
表明 ＴＢ⁃ＫＧＳＬ 能够有效地从两组特征中选择可鉴

别特征。 与 ＫＧＳＬ对比，提出的 ＴＢ⁃ＫＧＳＬ 特征选择

算法也有优势，这表明对 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ两组特

征分开单独进行特征选择优于对两组特征一起进行

特征选择，其主要原因在于：ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 两

组特征在特征维度和特征数量等方面存在差异，导
致 ＫＧＳＬ模型偏向于某一组特征而无法公平地衡量

两组特征的贡献度。 将 ＬＢＰ⁃ＳＤＧ 与 ＴＢ⁃ＫＧＳＬ 进行

对比，在 ＣＡＳＭＥ ＩＩ数据集上，ＬＢＰ⁃ＳＤＧ 取得较好的
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性能；而在 ＳＭＩＣ⁃ＨＳ 数据集上，ＴＢ⁃ＫＧＳＬ 取得更好

的性能。 虽然在 ＣＡＳＭＥ ＩＩ数据集上 ＴＢ⁃ＫＧＳＬ选择

的特征不如人工选择的最优方向的 ＨＳＤＧ 特征，但
是 ＴＢ⁃ＫＧＳＬ占据了自动选择的优势，不需要通过大

量的手动测试来确定最优方向的 ＨＳＤＧ 特征，且可

以选择有效区域的 ＬＢＰ⁃ＴＯＰ 特征。 此外，ＴＢ⁃ＫＧＳＬ
选择的特征具有较低的特征维度，如表 ２所示，这有

利于后续的分类操作。 在实际的微表情识别系统

中，不必在提取所有区域的 ＬＢＰ⁃ＴＯＰ 特征和所有方

向上的 ＨＳＤＧ特征后再做特征选择和融合，而是根

据 ＴＢ⁃ＫＧＳＬ模型选择出的有效区域和有效方向，仅
需提取有效区域上的 ＬＢＰ⁃ＴＯＰ 特征和有效方向上

的 ＨＳＤＧ 特征，从而提高特征提取与分类识别的

效率。
表 ２　 特征维度的对比

方法 ＣＡＳＭＥ ＩＩ ＳＭＩＣ⁃ＨＳ

ＬＢＰ⁃ＴＯＰ［２］ ４ ４２５ ６ １４４

ＬＢＰ⁃ＴＯＰ＋ＨＳＤＧ ５ ３２５ １０ ７５２

ＬＢＰ⁃ＳＤＧ［１９］ ４ ４７５ ６ ４００

提出的 ＴＢ⁃ＫＧＳＬ ４ ０６７ ４ ０６４

　 　 ＴＢ⁃ＫＧＳＬ模型用于选择对微表情识别贡献度

较大的区域和方向上的特征，仅在训练时使用。 在

实际的微表情识别系统中，仅需要提取由 ＴＢ⁃ＫＧＳＬ
模型选择的有效区域和方向上的特征。 另外，实际

的微表情识别系统中，特征提取占用了主要的计算

资源，而 ＳＶＭ仅占用了很少的计算资源。 为了评估

提出的 ＴＢ⁃ＫＧＳＬ方法在计算代价方面的表现，表 ３
列出了在不使用 ＴＢ⁃ＫＧＳＬ 和使用 ＴＢ⁃ＫＧＳＬ 进行特

征选择后提取特征的计算复杂度。 假设一个微表情

视频序列的长度为 Ｔ 帧，每帧图像的分辩率为 Ｈ×
Ｗ，Ｑ ＝ Ｈ·Ｗ·Ｔ；ＬＢＰ⁃ＴＯＰ 采用 Ｋｏ 点 ＬＢＰ，一组

ＨＳＤＧ 包含 Ｄｏ 个方向上的 ＨＳＤＧ 特征；使用 ＴＢ⁃
ＫＧＳＬ后，ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 的保留率分别为 Ｒ１和
Ｒ２。 从表 ３ 可以看出，只要保留率 Ｒ１和 Ｒ２小于 １，
使用 ＴＢ⁃ＫＧＳＬ 进行特征选择后提取特征的计算复

杂度总是小于不使用 ＴＢ⁃ＫＧＳＬ 特征选择直接提取

ＬＢＰ⁃ＴＯＰ＋ＨＳＤＧ 特征的计算复杂度。 为了更直观

地分析，以在 ＳＭＩＣ⁃ＨＳ 数据集上的实验结果为例，
ＬＢＰ⁃ＴＯＰ 采用 ４ 点 ＬＢＰ，保留率 Ｒ１ 为 ４５． ３１％，
ＨＳＤＧ子特征数 Ｄｏ 为 １８，保留率 Ｒ２ 为 ２７．７８％，那
么，提 取 ＴＢ⁃ＫＧＳＬ 所 选 特 征 的 计 算 复 杂 度

Ｏ（１２ ２５Ｑ） 小 于 提 取 ＬＢＰ⁃ＴＯＰ ＋ ＨＳＤＧ 的

Ｏ（３４Ｑ）。 因此，使用 ＴＢ⁃ＫＧＳＬ 进行特征选择后，
能够降低计算复杂度，提高识别效率。

表 ３　 提取不同特征的计算复杂度比较

特征 计算复杂度

ＬＢＰ⁃ＴＯＰ＋ＨＳＤＧ Ｏ（２ＫｏＱ ＋ ＤｏＱ）

ＴＢ⁃ＫＧＳＬ选择的特征 Ｏ（２ＫｏＱ Ｒ１ ＋ ＤｏＱ Ｒ２）

　 　 为了更详细地评估人工选择的特征与 ＴＢ⁃
ＫＧＳＬ自动选择的特征对不同类别微表情的可鉴

别性，图 ２ 和图 ３ 分别给出了在 ＣＡＳＭＥ ＩＩ 和
ＳＭＩＣ⁃ＨＳ 数据集上基于人工选择的 ＬＢＰ⁃ＳＤＧ 特

征与基于 ＴＢ⁃ＫＧＳＬ 所选特征的分类混淆矩阵。
在 ＣＡＳＭＥ ＩＩ 数据集上，基于 ＬＢＰ⁃ＳＤＧ 特征的方

法能够有效地识别压抑类别的微表情，基于 ＴＢ⁃
ＫＧＳＬ所选特征的方法在开心和惊讶类别的识别

上更胜一筹，而两种方法在识别厌恶和其他类别

的微表情上有着相似的性能；在 ＳＭＩＣ⁃ＨＳ 数据集

上，ＴＢ⁃ＫＧＳＬ 选择的特征在 ３ 种类别的微表情上

都更具 可 鉴 别 性。 虽 然 在 ＣＡＳＭＥ ＩＩ 上，基 于

ＬＢＰ⁃ＳＤＧ 的方法在识别压抑类别的微表情上更

有优势，但基于 ＬＢＰ⁃ＳＤＧ 特征的方法需要大量实

验人工地选择单个最优 ＨＳＤＧ，且结论过于依赖

提取特征时的参数 ［１９］ ，而基于 ＴＢ⁃ＫＧＳＬ 所选特

征的方法不仅占据自动选择的优势，而且可以对

ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 都进行选择。 因此，整体来

说，ＴＢ⁃ＫＧＳＬ 选择的特征更具可鉴别性。

图 ２　 ＣＡＳＭＥ ＩＩ 数据集上基于不

同特征的分类混淆矩阵对比
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图 ３　 ＳＭＩＣ⁃ＨＳ数据集上基于不同特征的分类混淆矩阵对比

３．３　 参数选取

为了确定合适的 λ 和 Ｔ２参数的取值，实验中采

取了由粗到精的测试策略，即先在较大取值范围内

粗略地测试参数值对识别准确率的影响情况，然后

在选定的较小取值区间内精细地测试识别准确率随

参数值的变化情况。 具体地，对于参数 λ， 先在［０，
１］ 取值范围内以 ０．１ 为间隔测试 λ 的取值对识别

准确率的影响情况，通过比较分析选定［０．０１，０．１０］
为进一步测试的取值区间，然后再以 ０．０２ 为间隔选

取 λ 值并对其进行测试，得到如图 ４ 所示的识别准

确率随参数 λ 的变化曲线。 整体来说，当 λ 在

［０ ０１，０．１０］区间取值时，对识别准确率的影响不

大，ＴＢ⁃ＫＧＳＬ对 参数 λ 是比较鲁棒的。 在本文的对

比实验中，设定 λ ＝ ０．０１。 对于参数 Ｔ２，在 ＣＡＳＭＥ
ＩＩ和 ＳＭＩＣ⁃ＨＳ 两个数据集上的测试范围与间隔存

在差异。 具体地，在 ＣＡＳＭＥ ＩＩ数据集上，选定［０．１，
０ ３］ 取值区间以 ０．０５为间隔选取 Ｔ２值并对其进行

测试；在 ＳＭＩＣ⁃ＨＳ 数据集上，选定［１，３］ 取值区间

以 ０．５为间隔选取 Ｔ２值并对其进行测试，得到如图

５所示的识别准确率随参数 Ｔ２的变化曲线。 在图 ５
中，横轴刻度用 Ａ ／ Ｂ 形式表示，其中 Ａ 和 Ｂ 分别表

示在 ＳＭＩＣ⁃ＨＳ和 ＣＡＳＭＥ ＩＩ数据集上 Ｔ２的取值。 在

本文的对比实验中，对于 ＳＭＩＣ⁃ＨＳ数据集，设定Ｔ２ ＝
２；对于 ＣＡＳＭＥ ＩＩ数据集， 设定 Ｔ２ ＝ ０．２。

图 ４　 识别率随参数 λ的变化图

图 ５　 识别率随参数 Ｔ２ 的变化图

３．４　 分类器选择

ＳＶＭ和 Ｓｏｆｔｍａｘ 分类器是最常用的两个分类

器。 ＳＶＭ是一种有坚实理论基础的小样本学习方

法，ＳＶＭ的最终决策函数只由少数的支持向量所确

定，计算的复杂性取决于支持向量的数目，而不是样

本空间的维数，这在某种意义上避免了 “维数灾

难”，不但算法简单，而且具有较好的鲁棒性。 ＳＶＭ
分类器的输出是每个类别的分类评分，使用的是合

页损失（ｈｉｎｇｅ ｌｏｓｓ）函数。 Ｓｏｆｔｍａｘ 是深度学习模型

中用于多类分类问题的激活函数。 与 ＳＶＭ 分类器

不同，Ｓｏｆｔｍａｘ分类器的输出是归一化的分类概率，
使用的是交叉熵损失（ ｃｒｏｓｓ⁃ｅｎｔｒｏｐｙ ｌｏｓｓ）函数。 对

于输 入 为 基 于 ＴＢ⁃ＫＧＳＬ 的 融 合 特 征， ＳＶＭ 和

Ｓｏｆｔｍａｘ分类器的性能比较如表 ４ 所示。 从表 ４ 中

可以看出，ＳＶＭ分类器的性能优于 Ｓｏｆｔｍａｘ分类器。
表 ４　 ＳＶＭ 和 Ｓｏｆｔｍａｘ 分类器的性能比较

分类器
ＣＡＳＭＥ ＩＩ ＳＭＩＣ⁃ＨＳ

准确率 ／ ％ Ｆ１得分 准确率 ／ ％ Ｆ１得分

ＳＶＭ ６８．６３ ０．６５７ ９ ７５．９５ ０．６６７ ０

Ｓｏｆｔｍａｘ ６３．６３ ０．６０１ １ ６３．３３ ０．５８９ ７

３．５　 与其他方法的对比

与现有的其他微表情识别方法相比，提出的基

于 ＴＢ⁃ＫＧＳＬ 的方法在 ＣＡＳＭＥ ＩＩ 和 ＳＭＩＣ⁃ＨＳ 数据

集上都取得了有竞争力的识别性能，如表 ５ 所示。
ＬＢＰ⁃ＩＰ＋ＫＧＳＬ［２５］和 Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ＬＢＰ⁃ＩＰ ［２４］是两种

基于特征选择的方法，在 ＣＡＳＭＥ ＩＩ 数据集上，基于

ＴＢ⁃ＫＧＳＬ 的 识 别 准 确 率 比 ＬＢＰ⁃ＩＰ ＋ ＫＧＳＬ 和

Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ＬＢＰ⁃ＩＰ 分别高出 ４．８０ 和 ３．８５ 个百分

点；在 ＳＩＭＣ⁃ＨＳ 数据集上，基于 ＴＢ⁃ＫＧＳＬ 的识别准

确率比 ＬＢＰ⁃ＩＰ＋ＫＧＳＬ和 Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ＬＢＰ⁃ＩＰ 分别

高出 １５．１７和 １２．５４ 个百分点。 与基于深度学习的
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ＬＧＩＬ［２９］相比，在 ＣＡＳＭＥ ＩＩ数据集上，基于 ＴＢ⁃ＫＧＳＬ
的准确率和 Ｆ１ 得分分别高出 ３． ６１ 个百分点和

０ ０１７ ９；在 ＳＭＩＣ⁃ＨＳ数据集上，基于 ＴＢ⁃ＫＧＳＬ 的准

确率和 Ｆ１得分分别高出 １２．５４ 个百分点和０．０４７ ０。
因此，整体来说，提出的方法在识别性能上超越了现

有的其他方法。
表 ５　 与其他方法的对比

方法
ＣＡＳＭＥ ＩＩ ＳＭＩＣ⁃ＨＳ

准确率 ／ ％ Ｆ１得分 准确率 ／ ％ Ｆ１得分

ＳＴＣＬＱＰ［１３］ ５８．３９ ０．５８０ ０ ６４．０２ ０．６４０ ０

ＬＢＰ⁃ＩＰ＋ＫＧＳＬ［２５］ ６３．８３ ０．６１０ ０ ６０．７８ ０．５７５ ０

Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ

ＬＢＰ⁃ＩＰ［２４］
６４．７８ ６３．４１

ＥＶＭ＋ＨＩＧＯ［３０］ ６７．２１ ６８．２９

ＣＮＮ＋ＬＳＴＭ［３１］ ６０．９８

ＥＬＲＣＮ⁃ＴＥ［３２］ ５２．４４ ０．５００ ０

ＬＧＩＬ［２９］ ６５．０２ ０．６４０ ０ ６３．４１ ０．６２０ ０

提出的 ＴＢ⁃ＫＧＳＬ ６８．６３ ０．６５７ ９ ７５．９５ ０．６６７ ０

４　 结束语

本文提出一种基于双支路核化群稀疏学习

（ＴＢ⁃ＫＧＳＬ）的特征选择方法，并将之应用于微表情

识别系统。 首先，提取多个人脸区域的 ＬＢＰ⁃ＴＯＰ 特

征和多个方向上的 ＨＳＤＧ 特征，组成两组特征；然
后，使用 ＴＢ⁃ＫＧＳＬ模型从两组特征中分别选择有效

区域的 ＬＢＰ⁃ＴＯＰ 特征和有效方向上的 ＨＳＤＧ特征；
最后，将选择的 ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ特征进行拼接融

合，得到紧凑且可鉴别的特征，并使用 ＳＶＭ 进行分

类。 实验结果表明，提出的 ＴＢ⁃ＫＧＳＬ 模型能够从

ＬＢＰ⁃ＴＯＰ 和 ＨＳＤＧ 两组特征中有效地选择可鉴别

的特征，消除两组特征中的冗余及干扰特征，降低特

征维度，在有效提高识别准确率的同时，还能有效提

升特征提取与分类识别的效率。 值得指出的是，本
文提出的基于双支路核化群稀疏学习（ＴＢ⁃ＫＧＳＬ）
的特征选择方法不仅仅局限于微表情识别任务，还
可以应用于多模态情感识别等其他涉及到特征融合

的机器学习任务中。
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