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基于空洞卷积和 ＦｏｃａｌＬｏｓｓ的改进 ＹＯＬＯｖ３算法
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摘要：为了进一步提升ＹＯＬＯｖ３的小目标检测能力，文中提出将Ｄａｒｋｎｅｔ５３中的第２个残差块输出
的特征图用混合空洞卷积处理后，与ＹＯＬＯｖ３的８倍下采样特征图相融合，建立新的检测特征；同
时，使用ＦｏｃａｌＬｏｓｓ改进损失函数中的负样本置信度公式，缓解ＹＯＬＯｖ３的正负样本比例失衡问题。
实验结果表明，在小目标数量占比为４７．７％的特定测试集上，改进 ＹＯＬＯｖ３的平均准确率和召回
率分别比原ＹＯＬＯｖ３提高了８．８％和１６％；在 ＶＯＣ测试集上，改进 ＹＯＬＯｖ３的平均精度均值比原
ＹＯＬＯｖ３提升了３．４％。
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　　目标检测是计算机视觉领域的重要研究方向，
主要用于对特定目标进行识别和定位，近年来广泛

应用于智能安防、自动驾驶等领域，所以目标检测算

法引起了越来越多研究者的关注。但是在背景复杂

或者光照剧烈变化的环境下，目标检测算法检测密

集目标或小尺寸目标时还存在很大的问题。因此目

标检测依然是当前最具挑战性的热点研究之一。

传统的目标检测方法通常是将区域选择、特征

提取和机器学习中的分类器联合起来组成目标检测

器。特征提取一般使用ＨＯＧ［１］，ＳＩＦＴ［２］等手动设计
方法；分类器主要使用支持向量机（ＳｕｐｐｏｒｔＶｅｃｔｏｒ
Ｍａｃｈｉｎｅ，ＳＶＭ）［３］，Ａｄａｂｏｏｓｔ［４］等算法。但是传统的



目标检测算法存在前期特征处理复杂，鲁棒性差等

缺点。随着计算机硬件和深度学习的不断发展，基

于卷积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋｓ，
ＣＮＮ）的目标检测算法正在逐渐取代传统目标检测
算法。

目前，基于 ＣＮＮ的通用目标检测算法分为两
种：（１）二阶（ＴｗｏＳｔａｇｅ）检测方法，主要代表算法
有 ＲＣＮＮ［５］、ＳＰＰＮｅｔ［６］、ＦａｓｔＲＣＮＮ［７］、ＦａｓｔｅｒＲ
ＣＮＮ［８］、ＲＦＣＮ［９］等；（２）一阶（ＯｎｅＳｔａｇｅ）检测方
法，主 要 代 表 算 法 有 ＳＳＤ［１０］、ＹＯＬＯｖ１［１１］、
ＹＯＬＯｖ２［１２］、ＹＯＬＯｖ３［１３］等。２０１４年，ＲＣＮＮ算法发
布，该算法使用了候选区域方法（ＲｅｇｉｏｎＰｒｏｐｏｓａｌ
Ｍｅｔｈｏｄ，ＲＰＭ）和ＣＮＮ算法，代替了传统的使用滑动
窗口和手工设计特征的目标检测方法，使得目标检

测算法取得巨大突破。接下来 ＳＰＰＮｅｔ算法发布，
该算法中提出了空间金字塔池化层（ＳｐａｔｉａｌＰｙｒａ
ｍｉｄＰｏｏｌｉｎｇ，ＳＰＰ），此方法有效地解决了传统 ＣＮＮ
对输入图像的尺寸的限制。２０１５年出现 ＦａｓｔＲ
ＣＮＮ算法，在该算法中引入了多任务学习，将多个
检测步骤整合到一个模型中，同时引入多任务损

失函数，使得算法中的网络训练和测试流程得到

了简化，因此计算速度得到了极大的提升。同年，

ＦａｓｔｅｒＲＣＮＮ发布，其利用候选区域网络（Ｒｅｇｉｏｎ
ＰｒｏｐｏｓａｌＮｅｔｗｏｒｋ，ＲＰＮ）代替了 ＲＰＭ，提升了特征提
取效率，并降低了训练的时间和空间消耗。由于

ＴｗｏＳｔａｇｅ方法将检测任务分成两个阶段：候选框生
成和对候选框执行检测，所以运用该方法进行目标

检测时精度较高但是速度较慢。２０１６年，ＹＯＬＯｖ１
算法发布，该算法将生成候选区域和分类回归步骤

合二为一，极大地提升了算法的检测速度。接下来

又相继发布了 ＹＯＬＯｖ２、ＹＯＬＯｖ３等改进版本，在保
证检测速度不降低的同时，大大提升了检测准确率。

ＹＯＬＯｖ２中提出了名为 Ｄａｒｋｎｅｔ１９的新网络结构，
提升了检测模型的性能。２０１８年 ＹＯＬＯｖ３发布，其
中主干网络结构从 Ｄａｒｋｎｅｔ１９改进成为 Ｄａｒｋｎｅｔ
５３。同时参考特征金字塔网络（ＦｅａｔｕｒｅＰｙｒａｍｉｄ
Ｎｅｔｗｏｒｋ，ＦＰＮ）［１４］，将 ＹＯＬＯｖ３的浅层和深层特征
相融合得到了不同尺寸的特征图，并将这些特征图

分别进行独立检测。同年出现了 ＣｏｒｎｅｒＮｅｔ［１５］，提
出无锚（ＡｎｃｈｏｒＦｒｅｅ）思想，该思想抛弃了原 Ｏｎｅ
Ｓｔａｇｅ方法中的锚（Ａｎｃｈｏｒ），提升了检测效率的同时
降低了检测时间。２０１９年提出了 ＥｘｔｒｅｍｅＮｅｔ［１６］和
ＣｅｎｔｅｒＮｅｔ［１７］，这两种算法在 ＣｏｒｎｅｒＮｅｔ基础上进行
了改进，形成了 ＯｎｅＳｔａｇｅ方法中新的研究方向，使

得目标检测的方法更加多样化，以便适应更多不同

的应用场景。

本文首先在 ＹＯＬＯｖ３网络结构上做出改进，设
计出了一种新的检测网络结构，提升了模型的小目

标检测能力。（１）将Ｄａｒｋｎｅｔ５３的第２个残差块输
出的特征图用混合空洞卷积（ＨｙｂｒｉｄＤｉｌａｔｅｄＣｏｎｖｏ
ｌｕｔｉｏｎ，ＨＤＣ）［１８］和 ２倍下采样进行处理；（２）将
ＹＯＬＯｖ３网络的８倍下采样特征图与１６倍下采样
后再进行 ２倍上采样的特征图进行融合；（３）将
（１）和（２）中的特征图再次进行融合，得到新的检测
特征。新的检测特征比原特征包含了更多小目标位

置信息和语义信息，使得模型对于小目标的检测精

度得到了提升。同时将损失函数中负样本置信度部

分的交叉熵公式用 ＦｏｃａｌＬｏｓｓ［１９］代替，可以降低模
型训练时负样本损失在损失函数中的权重，防止模

型训练方向被负样本主导，可有效缓解 ＹＯＬＯｖ３的
样本不平衡问题，提升 ＹＯＬＯｖ３的通用目标检测能
力。实验结果表明，在小目标数量占比为４７．７％的
特定测试集上，改进 ＹＯＬＯｖ３的平均准确率和召回
率分别比原 ＹＯＬＯｖ３提高了８．８％和１６％；在 ＶＯＣ
测试集上，改进 ＹＯＬＯｖ３的平均精度均值比原
ＹＯＬＯｖ３提升了３．４％。

１　ＹＯＬＯｖ３算法简介
ＹＯＬＯ系列算法是一种端对端（ＥｎｄｔｏＥｎｄ）

的高效检测算法，把目标检测任务转换成回归问

题来实现单幅图像直接检测。ＹＯＬＯｖ３将输入图
片划分为 Ｓ×Ｓ的网格，每个网格负责检测９个检
测框的位置信息、置信度和类别概率。置信度决

定了检测框中是否存在物体以及物体的位置是否

准确，定义为

Ｐｒ（ｏｂｊｅｃｔ）×ＩＯＵｔｒｕｔｈｐｒｅｄ （１）
其中，Ｐｒ（ｏｂｊｅｃｔ）为检测框中含有目标的概率，
ＩＯＵｔｒｕｔｈｐｒｅｄ为检测框与实际框的交并比。类别概率为检
测框判断出的物体类别的准确率。所有被检测出有

物体存在的网格，其包含的９个检测框的信息将分
配给３个不同尺寸的特征图独立地进行检测。再通
过非 极 大 值 抑 制 （ＮｏｎＭａｘｉｍｕｍ Ｓｕｐｐｒｅｓｓｉｏｎ，
ＮＭＳ）［２０］算法处理后得出检测结果。
１．１　网络结构

ＹＯＬＯｖ３的网络结构如图１所示，由ＹＯＬＯｖ２的
１９层增加到５３层。图中ｔｙｐｅ代表卷积层，ｆｉｌｔｅｒｓ代
表卷积核数量，ｓｉｚｅ代表卷积核尺寸，ｏｕｔｐｕｔ代表输
出特征图尺寸。
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图 １　ＹＯＬＯｖ３网络结构图

ＹＯＬＯｖ３还借鉴了残差网络（ＲｅｓＮｅｔｓ）［２１］的思
想，在网络中加入了残差块结构，解决了深层次网络

的梯度问题，使得可使用的网络深度大大提升。每

个残差块由多个残差单元组成，每个残差单元由两

个卷积批归一化激活层（ＣｏｎｖｏｌｕｔｉｏｎＢＮＬｅａｋｙＲｅ
ＬＵＬａｙｅｒ，ＣＢＬＲＬａｙｅｒ）和输入相加组成。每个
ＣＢＬＲＬａｙｅｒ由卷积层、批归一化（ＢａｔｃｈＮｏｒｍａｌｉｚａ
ｔｉｏｎ，ＢＮ）［２２］层和ＬｅａｋｙＲｅＬＵ层组成，如图２所示。
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图 ２　残差单元结构图

１．２　损失函数
ＹＯＬＯｖ３模型损失函数是由多部分损失加权求

和组成，包括检测框损失、置信度损失以及类别损

失。检测框损失由中心点坐标损失、宽高尺寸损失

两部分组成；置信度损失为无目标检测框置信度损

失和有目标检测框置信度损失共同计算求和得出；

类别损失为 ｓｉｇｍｏｉｄ激活函数计算得到。损失函数
完整公式如式（２）所示。

ｌｏｓｓ（ｏｂｊｅｃｔ）＝∑
Ｋ×Ｋ

ｉ＝０
∑
Ｍ

ｊ＝０
Ｉｏｂｊｉｊ（２－ｗｉ×ｈｉ）｛［ｘ^ｉｌｏｇ（ｘｉ）＋

（１－ｘ^ｉ）ｌｏｇ（１－ｘｉ）］＋［ｙ^ｉｌｏｇ（ｙｉ）＋

（１－ｙ^ｉ）ｌｏｇ（１－ｙｉ）］｝＋

λｃｏｏｒｄ∑
Ｋ×Ｋ

ｉ＝０
∑
Ｍ

ｊ＝０
Ｉｏｂｊｉｊ（２－ｗｉ×ｈｉ）［（ｗｉ－ｗ^ｉ）

２＋

（ｈｉ－ｈ^ｉ）
２］－∑

Ｋ×Ｋ

ｉ＝０
∑
Ｍ

ｊ＝０
Ｉｏｂｊｉｊ［Ｃ^ｉｌｏｇ（Ｃｉ）＋

（１－Ｃ^ｉ）ｌｏｇ（１－Ｃｉ）］－∑
Ｋ×Ｋ

ｉ＝０
∑
Ｍ

ｊ＝０
Ｉｎｏｏｂｊｉｊ ［Ｃ^ｉｌｏｇ（Ｃｉ）＋

（１－Ｃ^ｉ）ｌｏｇ（１－Ｃｉ）］－∑
Ｋ×Ｋ

ｉ＝０
Ｉｏｂｊｉ ∑
ｃ∈ｃｌａｓｓｅｓ

［ｐ^ｉ（ｃ）ｌｏｇ（ｐｉ（ｃ））＋

（１－ｐ^ｉ（ｃ））ｌｏｇ（１－ｐｉ（ｃ））］ （２）
其中，Ｋ×Ｋ为输入图片被模型划分后形成的所有
网格单元；Ｍ为每个网格包含的检测框数；Ｉｏｂｊｉｊ是判
断第ｉ个网格单元中第 ｊ个检测框是否有需要检测
的物体；Ｉｏｂｊｉ 是模型判断物体中心是否位于第 ｉ个网
格中；ｘｉ，ｙｉ，ｗｉ，ｈｉ，ｃｉ为真实框的位置，尺寸和置信

度；ｘ^ｉ，ｙ^ｉ，ｗ^ｉ，ｈ^ｉ为检测框的位置和尺寸，这里注意的

是 ｘ^ｉ，ｙ^ｉ，ｗ^ｉ，ｈ^ｉ并非为检测框的绝对位置和尺寸，只

是相对于网格中心位置和先验框尺寸的相对值；ｃ^ｉ
为检测框的置信度；ｐｉ（ｃ）为真实框的类别概率；

ｐ^ｉ（ｃ）为检测框的类别概率。
在式（２）中，第一项表示检测框的坐标损失，第

二项是检测框尺寸损失，第三项是正样本检测框置

信度损失，第四项是负样本检测框置信度损失，最后

一项是计算类别概率损失。为了防止检测框的损失

在损失函数值中占比太大，使用边界框的宽度和长

度的平方根来削弱检测框损失的影响。同时在真实

图片中，正样本的检测框占所有检测框总数的比例

较小，因此正样本的检测框的置信度损失要比负样

本的检测框的置信度损失小得多。所以，ＹＯＬＯｖ３
添加了参数 λｃｏｏｒｄ和权重调整方程式（２－ｗｉ×ｈｉ），
以调整边界框损失的权重。在式（２）中，将 λｃｏｏｒｄ设
置为０．５以直接减少边界框尺寸损失权重，用（２－
ｗｉ×ｈｉ）来限制检测框损失权重。

２　ＹＯＬＯｖ３检测模型的改进方法
文中针对 ＹＯＬＯｖ３改进方法是引入 ＨＤＣ增大

浅层特征图的感受野，并与深层网络特征图融合以

改进检测网络结构，提升模型对小目标的检测能力。

同时使用ＦｏｃａｌＬｏｓｓ替代负样本置信度损失的交叉
熵公式，调整模型训练中样本数量失衡问题，提升模

型对通用目标的检测性能。本文使用的模型在检测

前，会先对输入图片进行预处理使其和网络输入大

小一致，检测完成后将图片恢复原状。文中使用的

所有模型输入尺寸为４１６×４１６，并且将小于模型输
入尺寸１％的目标定义为小目标。
２．１　改进的检测网络结构

ＹＯＬＯｖ３在检测时进行上下尺度特征融合，深
层网络特征提供目标的语义信息，浅层网络特征则
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提供位置信息。然后输出３个不同尺寸的检测特征
图，使模型在检测大目标和小目标时都有更好的表

现。因为所有模型输入尺寸为４１６×４１６，所以在文
中ＹＯＬＯｖ３模型的３个输出特征图分别为网络３２
倍下采样输出的１３×１３特征图，１６倍下采样输出
特征图与１３×１３特征图上采样后融合的２６×２６特
征图，８倍下采样输出特征图与２６×２６特征图上采
样后融合的５２×５２特征图。ＹＯＬＯｖ３检测网络结
构如图３所示。

虽然ＹＯＬＯｖ３模型通过特征融合提升了对小目
标的检测能力，但是依然存在一些问题没有解决。

ＹＯＬＯｖ３模型中用于检测小目标的８倍下采样输出
的特征图在没有融合浅层网络特征图的情况下，对

小目标位置信息的获取能力有限。所以检测的目标

像素小于８×８时，准确率会有明显下降。为了让网

络获取到更多小目标的特征信息，提高对小目标的

检测准确率，文中将 Ｄａｒｋｎｅｔ５３中的第２个残差块
输出的 １０４×１０４特征图与 ５２×５２检测特征图
融合。

虽然１０４×１０４特征图含有更多的目标位置信
息，但是感受野比５２×５２的检测特征图小，这两个
特征图直接融合不利于检测同一尺寸范围内的目

标。所以为了增大感受野，同时保持特征图不丢失

小目标的定位信息，引入一种新的卷积操作：空洞卷

积（ＤｉｌａｔｅｄＣｏｎｖｏｌｕｔｉｏｎ）［２３］，即将 ＣＢＬＲＬａｙｅｒ改为
空洞卷积批归一化激活层（ＤｉｌａｔｅｄＣｏｎｖｏｌｕｔｉｏｎＢＮ
ＬｅａｋｙＲｅＬＵＬａｙｅｒ，ＤＣＢＬＲＬａｙｅｒ）。空洞卷积是在
标准卷积的基础上通过填零操作增大感受野，同时

只增加了一个超参数：空洞率（ＤｉｌａｔｉｏｎＲａｔｅ，ＤＲ），
不会大幅增加计算量。
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图 ３　ＹＯＬＯｖ３检测网络结构

　　使用单一空洞卷积存在网格效应（Ｇｒｉｄｄｉｎｇ
Ｅｆｆｅｃｔ）［１８］，即空洞卷积在卷积核两个采样像素之间
插入０值，如果 ＤＲ过大，卷积会过于稀疏，捕获信
息能力差。本文采用ＨＤＣ：使用ＤＲ为１和２的３×
３空洞卷积（如图４所示），串联构成块（Ｂｌｏｃｋ），可

以在扩大感受野的同时减轻网格效应的弊端。改进

的ＹＯＬＯｖ３检测网络结构如图５所示，将１０４×１０４
特征图，通过ＨＤＣｂｌｏｃｋ处理后，经过２倍下采样与
５２×５２检测特征图融合，组成新的５２×５２检测特征
图，提升检测小目标的准确率。
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图 ４　混合空洞卷积组成
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图 ５　改进的ＹＯＬＯｖ３检测网络结构

２．２　改进的损失函数
在ＹＯＬＯｖ３模型中，作者采用多尺度特征输出来

对不同尺寸的目标进行检测。根据像素越高特征图感

受野越小的特点，让大尺寸特征图检测较小目标，中等

尺寸特征图检测中等尺寸目标，小尺寸特征图检测较

大目标，用以改善模型对小目标检测不佳的问题。但

是，多尺度检测加剧了正负样本数量的不平衡问题。

模型将同时输出１３×１３，２６×２６，５２×５２三个检测特征
图，特征图中的每个像素为一个单元格，每个单元格有

三个检测框，即同时输出１０６４７个检测框。但是只有
极少部分的检测框包含目标，尤其是在用于检测小目

标的高像素特征图中，含有目标的检测框的比重更小。

所以在模型训练过程中，大部分的候选框会被标记为

负样本，导致训练过程中正负样本的数量差距巨大，使

得负样本主导梯度更新的方向，网络无法学习到有用

的信息，降低了模型检测准确率。本文引入ＦｏｃａｌＬｏｓｓ
替换损失函数中负样本置信度部分的交叉熵公式，降

低了模型训练时负样本损失在损失函数中的权重，以

此纠正模型梯度的更新方向，使网络学到更有用的信

息，对目标进行更准确的检测。

在模型中原本使用交叉熵公式来计算负样本置

信度损失，二元分类交叉熵如式（３）所示。
Ｌｃｅ＝－ｙｌｏｇｙ

′－（１－ｙ）ｌｏｇ（１－ｙ′）＝
－ｌｏｇｙ′， ｙ＝１

－ｌｏｇ（１－ｙ′）， ｙ{ ＝０
（３）

其中，ｙ表示真值，１为正样本，０为负样本。ｙ′表示
检测值，范围从０到１。对于正样本来说，检测概率
越高，交叉熵损失越小。而对于负样本，检测概率越

低，交叉熵损失越小。所以用大量负分类样本进行

迭代训练，模型无法优化到理想状态。

ＦｏｃａｌＬｏｓｓ是基于交叉熵公式改进而来，主要是
为了解决 ＹＯＬＯｖ３中正负样本比例严重失衡的问
题。ＦｏｃａｌＬｏｓｓ公式如下：
Ｌｆｌ＝－αｙ（１－ｙ′）γｌｏｇｙ′－（１－α）（１－ｙ）ｙ′γｌｏｇ（１－ｙ′）＝

－α（１－ｙ′）γｌｏｇｙ′， ｙ＝１
－（１－α）ｙ′γｌｏｇ（１－ｙ′）， ｙ{ ＝０

（４）

如式（４）所示，首先在原有的交叉熵公式基础
上加了一个因子 γ。当 γ＝０时，ＦｏｃａｌＬｏｓｓ就为交
叉熵公式。当γ＞０时，会让损失函数减少对易分类
样本的计算，增加对难分类样本的计算。此外，加入

了平衡因子α，用来调整正负样本数量失衡的问题。
实验发现当γ＝２和α＝０．９时，实验效果较好。

３　实验结果与分析

３．１　实验准备
本文将 ＶＯＣ２００７和 ＶＯＣ２０１２的训练验证集合

作为本文实验的训练集，同时随机将其中１０％的训
练集图片作为验证集。为了验证模型在小目标检测

和通用目标检测两方面都有明显提升，通过两个实
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验来验证改进后的模型性能：（１）使用网络图库中
选取的２９５张图片作为测试集１，测试集１中标注
了１１７１个单类目标，其中包含５５９个小目标，占比
４７．７％，然后将原模型和改进后的模型进行实验对
比；（２）选取ＶＯＣ２００７测试集作为测试集２，对所有
２０类目标进行检测，最后将改进后的算法与原算法
以及其他典型算法在相同数据集上进行实验对比。

本文实验所使用配置环境：深度学习框架为

Ｋｅｒａｓ＋Ｔｅｎｓｏｒｆｌｏｗ，操作系统为 Ｗｉｎｄｏｗｓ１０，ＣＰＵ为
ｉ７８７００ｋ，运行内存为 １６ＧＢ，显卡内存为 １１ＧＢ，
ＧＰＵ为ＮＶＩＤＩＡ（Ｒ）ＧＴＸ（Ｒ）１０８０Ｔｉ。
３．２　模型训练

实验中采用迁移学习的方式，分两个阶段训练。

第一阶段冻结整个网络中的前２６０层，使用原始的
ＹＯＬＯｖ３权重进行迁移学习，只训练最后３层网络。
第二阶段解冻前２６０层，对全网络进行训练。第一
阶段学习率设为０．００１，使损失值快速达到一个较
低的水平；第二阶段学习率设为０．０００１，减少曲线
振荡，使损失值平稳减小到最低，然后得到改进后的

ＹＯＬＯｖ３网络权重。
训练过程中损失函数值的曲线图如图６所示，

深色为训练损失曲线，浅色为验证损失曲线，横坐标

代表迭代批次（Ｅｐｏｃｈ），纵坐标代表损失值。
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图 ６　模型训练两阶段损失函数曲线图

从图６可以看出第一阶段一开始损失值下降较
快，迭代到２０个 ｅｐｏｃｈ之后下降变缓，最后收敛至
１８．５左右，如图６（ａ）所示。然后开启第二阶段训
练，迭代至９０个 ｅｐｏｃｈ时比较稳定，最后收敛至１１

左右得出整个网络的权重，如图６（ｂ）所示。
３．３　实验结果及对比
３．３．１　小目标实验

为了验证改进后的 ＹＯＬＯｖ３的小目标检测能
力，将原ＹＯＬＯｖ３和改进后的 ＹＯＬＯｖ３在小目标占
比为４７．７％的测试集１中进行对比实验。首先计
算模型对目标检测的准确率和召回率。目标检测的

准确率（Ｐｒｅｃｉｓｉｏｎ，Ｐ）和召回率（Ｒｅｃａｌｌ，Ｒ）定义可分
别表示为：

Ｐ＝
ＤＴＰ

ＤＴＰ＋ＤＦＰ
（５）

Ｒ＝
ＤＴＰ

ＤＴＰ＋ＤＦＮ
（６）

式（５）和式（６）中，ＤＴＰ表示检测正确的目标数；ＤＦＮ表示
未检测出的目标数；ＤＦＰ表示检测错误的目标数。

对于同类小目标来说，使用ＰｒｅｃｉｓｉｏｎＲｅｃａｌｌ曲线
图，可以表示模型对Ｐｒｅｃｉｓｉｏｎ与Ｒｅｃａｌｌ两个指标的权
衡优化。平均准确率（ＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ，ＡＰ）是评价模
型检测性能的常用指标，表示为ＰｒｅｃｉｓｉｏｎＲｅｃａｌｌ曲线
的积分计算结果，如式（７）所示

ＡＰ＝∫
１

０

Ｐ（ｒ）ｄｒ，ｒ∈（０，１） （７）

在测试集１中分别对两个模型进行测试，平均
准确率ＡＰ和召回率Ｒ如图７所示。
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图 ７　两个模型的ＰｒｅｃｉｓｉｏｎＲｅｃａｌｌ曲线
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两个模型的平均准确率 ＡＰ、召回率 Ｒ和每秒
帧数（ＦｒａｍｅｓＰｅｒＳｅｃｏｎｄ，ＦＰＳ）的数值如表１所示。

表 １　两个模型ＡＰ、Ｒ和ＦＰＳ实验结果对比

Ｄｅｔｅｃｔｉｏｎｍｏｄｅｌ ＡＰ／％ Ｒ／％ ＦＰＳ
ＹＯＬＯｖ３ ６６．５ ７０．５ ２３

ＩｍｐｒｏｖｅｄＹＯＬＯｖ３ ７５．３ ８６．５ ２１

与原ＹＯＬＯｖ３相比，改进的ＹＯＬＯｖ３对测试集１
的检测平均准确率由６６．５％提高到了７５．３％，召回

率由７０．５％提高到了８６．５％。实验结果表明，在测
试集１中，改进的 ＹＯＬＯｖ３检测性能与原 ＹＯＬＯｖ３
相比，有明显的提升，ＦＰＳ略有下降。

原ＹＯＬＯｖ３和改进的ＹＯＬＯｖ３在测试集１下的
检测结果如图 ８所示。每一对图片的左边为
ＹＯＬＯｖ３检测结果，右边为改进的 ＹＯＬＯｖ３的检测
结果。可以看出，改 进 后 的 ＹＯＬＯｖ３减 少 了
ＹＯＬＯｖ３中存在的错检和漏检问题。

! "

! "

! "

! "

! "

! "

图 ８　ＹＯＬＯｖ３模型和改进的ＹＯＬＯｖ３模型在测试集１中的检测结果（ａ为ＹＯＬＯｖ３结果，ｂ为改进的ＹＯＬＯｖ３结果）

３．３．２　通用目标实验
在测试集 ２中分别对改进的 ＹＯＬＯｖ３和

ＹＯＬＯｖ３进行测试，计算各类目标的平均准确率，同
时计算所有目标的 ｍＡＰ。ｍＡＰ是目标检测算法中
最常用且最重要的评价指标，是用来衡量模型综合

性能的最佳评判标准之一，其计算公式如式（８）
所示：

ｍＡＰ＝ ∑ＡＰＣＮ（Ｃｌａｓｓｅｓ） （８）

其中，ＡＰＣ为每个类别的平均准确率，Ｎ（Ｃｌａｓｓｅｓ）为
数据集中的类别数量。

（１）本文改进方法增益对比
本文为提升 ＹＯＬＯｖ３算法检测性能，采用空洞

卷积和ＦｏｃａｌＬｏｓｓ对 ＹＯＬＯｖ３进行改进。两种改进
方法对模型的检测性能提升对比如表２所示。ＮＭ
表示原ＹＯＬＯｖ３算法，ＨＤＣ表示只使用空洞卷积改
进的ＹＯＬＯｖ３算法，ＦＬ表示只使用 ＦｏｃａｌＬｏｓｓ改进

的ＹＯＬＯｖ３算法，ＨＤＣ＋ＦＬ表示使用了两个方法改
进的ＹＯＬＯｖ３算法。

由表２可知，两种方法对 ＹＯＬＯｖ３改进都是有
效的，但是 ＦｏｃａｌＬｏｓｓ对于模型检测性能的增益比
空洞卷积要高。在两种方法同时使用的情况下，检

测结果比单独使用之和更好。在加入 ＦｏｃａｌＬｏｓｓ后
对模型检测速度基本没有影响，但是由于空洞卷积

的加入，改进的ＹＯＬＯｖ３的网络结构层数有所增加，
所以检测速度会略有下降。

表 ２　改进的两种方法对性能提升的比较

Ｍｅｔｈｏｄ ｍＡＰ／％ ＩｍｐｒｏｖｅｍｅｎｔＲａｔｉｏ／％ ＦＰＳ
ＮＭ ７８．１ ０ ２３
ＨＤＣ ７９．３ １．２ ２１
ＦＬ ８０．１ ２．０ ２３

ＨＤＣ＋ＦＬ ８１．５ ３．４ ２１

（２）不同改进方式性能对比
将本文使用的改进方法与文献［２４－２５］中的
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方法进行对比，展示其在同一测试集上对 ＹＯＬＯｖ３
检测性能的提升能力，具体结果如表３所示。其中
文献［２４］包含两种方法 Ｍ１、Ｍ２，分别使用 ＩＯＵ、
ＧＩＯＵ进行改进。而Ｍ３方法来自文献［２５］，对网络
和损失函数进行了改进。由表３可知，在相同条件
下，文中采用的方法对模型性能提升效果明显。

表 ３　不同算法相比ＹＯＬＯｖ３的性能提升对比

Ｍｅｔｈｏｄ Ｍ１［２４］ Ｍ２［２４］ Ｍ３［２５］ ｏｕｒｓ

ＩｍｐｒｏｖｅｍｅｎｔＲａｔｉｏ／％ ２．０２ ４．０８ ０．８０ ３．４０

（３）模型性能对比
改进后ＹＯＬＯｖ３与原ＹＯＬＯｖ３及其他典型的算

法的实验结果对比如表４所示。ＦａｓｔｅｒＲＣＮＮ、ＳＳＤ
＿３００、ＹＯＬＯｖ２＿４１６、ＭＬＫＰ、ＤｅｔＮＡＳ、ＡｕｔｏＦＰＮ的实
验结果分别来自文献［８］、［１０］、［１２］、［２６］、［２７］、
［２８］，ＹＯＬＯｖ３＿４１６与改进的 ＹＯＬＯｖ３实验结果由
本文提供。由表 ４可知，改进后的 ＹＯＬＯｖ３比原
ＹＯＬＯｖ３的ｍＡＰ值高３．４％，说明本文采用的改进

措施可以有效提升模型的通用目标检测性能，而且

改进后的 ＹＯＬＯｖ３检测性能高于表中大部分的
算法。

表 ４　不同算法实验结果对比

Ｍｅｔｈｏｄ Ｎｅｔｗｏｒｋ Ｄａｔａｓｅｔ ｍＡＰ／％

ＦａｓｔｅｒＲＣＮＮ［８］ ＶＧＧ ＶＯＣ０７＋１２ ７３．２

ＳＳＤ＿３００［１０］ ＶＧＧ ＶＯＣ０７＋１２ ７２．４

ＹＯＬＯｖ２＿４１６［１２］ Ｄａｒｋｎｅｔ１９ ＶＯＣ０７＋１２ ７６．８

ＭＬＫＰ［２６］ ＲｅｓＮｅｔ１０１ ＶＯＣ０７＋１２ ８０．６

ＤｅｔＮＡＳ［２７］ ＲｅｓＮｅｔ１０１ ＶＯＣ０７＋１２ ８０．１

ＡｕｔｏＦＰＮ［２８］ ＲｅｓＮｅｔ５０ ＶＯＣ０７＋１２ ８１．８

ＹＯＬＯｖ３＿４１６ Ｄａｒｋｎｅｔ５３ ＶＯＣ０７＋１２ ７８．１

Ｏｕｒｓ Ｄａｒｋｎｅｔ５３ ＶＯＣ０７＋１２ ８１．５

原ＹＯＬＯｖ３和改进的ＹＯＬＯｖ３在测试集２下的
检测结果如图 ９所示。每一对图片的左边为原
ＹＯＬＯｖ３检测结果，右边为改进的 ＹＯＬＯｖ３检测结
果。由图可知，改进的 ＹＯＬＯｖ３减少了 ＹＯＬＯｖ３中
存在的错检和漏检问题。
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图 ９　ＹＯＬＯｖ３模型和改进的ＹＯＬＯｖ３模型在测试集２下的检测结果（ａ为ＹＯＬＯｖ３结果，ｂ为改进后的ＹＯＬＯｖ３结果）

４　结束语
本文提出了一种 ＹＯＬＯｖ３改进方法，提高了

ＹＯＬＯｖ３模型的检测性能。文中首先改进了检测网
络结构，使用混合空洞卷积模块和２倍下采样处理
Ｄａｒｋｎｅｔ５３中的第２个残差块输出的 １０４×１０４特
征图，然后与５２×５２检测特征图进行融合，建立新
的预测特征图。同时引进 ＦｏｃａｌＬｏｓｓ来改进损失函
数，替换负样本置信度中的交叉熵公式。实验结果

表明，改进后的 ＹＯＬＯｖ３模型与原 ＹＯＬＯｖ３模型相
比，对通用目标和小目标的检测能力都有明显的提

高，但是检测速度有略微下降。所以如何在不降低

现有检测性能的情况下，简化网络结构，降低计算

量，是未来还需要继续探索的方向。
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